
地图综合是地图数据处理的经典问题，从传统的

系列比例尺地图生成到现代智慧城市、数字孪生的多

级瓦片地图生成，都需要地图综合技术的支持。地图

综合算子是在特定条件下，通过选择、位移和简化等

操作形式，完成地图图形的尺度变换。在长期的地图

综合研究与实践中，产生了基于规则的综合方法。以

建筑物多边形合并为例，基于规则的合并方法试图通

过一系列认知参数和约束条件来解决“哪些合并”

“如何合并”等问题。通常由于算子选择的多样性及

参量调整的多变性，基于规则的合并结果总是不尽人

意。随着人工智能技术的进步，特别是机器学习和深

度学习的发展，为地图综合提供了新的解决方案 [1]。

这些技术能够从数据中学习和提取特征，为地图综合

的自动化和智能化开辟了新的道路。在人工智能技术

支持下，通过新的思路采用数据驱动的学习方法将是

对规则方法的扩展。

在城市空间信息处理中，建筑物综合旨在从较大

比例尺地图生成较小比例尺地图时解决空间冲突和拥

挤，同时简化形态的细节表达[2]。建筑物合并作为地

图综合的重要组成部分，其目的是将集群内的建筑物

融合为单个对象以进行下一个更高级别的表示[3]。根

据处理对象的不同，过去的建筑物合并研究可以分为
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两类。第一种是针对栅格数据开发，包括使用形态学

算子（扩展和侵蚀）的方法[4-6]，以及在 2个垂直方向

的扫描来填补建筑物之间的间隙实现合并的方法[7-8]。

目前可以通过智能化的生成对抗网络对建筑物及其周

围的栅格进行二分类实现建筑物化简、删除和合并等

操作[9]。然而，这些基于图像的解决方法会在表示建

筑物边缘时引入额外的噪声，或者在光栅化过程中，

导致建筑物轮廓的位置精度损失[10-11]。第二种是针对

矢量数据开发，具体可以分为四类，包括移位合并、

泛洪合并、采样合并和连接对象合并[12]。本文采用最

后一个合并策略即连接对象合并，通过图卷积神经网

络对建筑物之间连接边进行分类，然后再使用ArcGIS
进行后处理从而实现建筑物合并。

1 图结构下的特征分析

1.1 构建建筑物图结构

城市建筑物分布具有典型的群集特征，并表现出

特定的模式形态，其分布格局体现了特定区域环境下

的建筑风格，保持建筑物的分布模式是地图综合中的

重要约束条件。面向建筑物模式的划分，应顾及道路

通常作为自然边界的角色，将建筑物划分在地图空间

内不同的区域，因此首先使用道路数据来划分建筑

物。为了表达建筑群类不同目标间的邻域关系，需要通

过特定几何构造模型探测识别建筑物间的“左邻右舍”

关联，这里我们选用使用约束型 Delaunay 三角网

（CDT） [13]来构建图结构，构建的图结构中，采用最小生

成树的方法来简化图结构，从而加快模型的收敛速度。

1.2 特征提取

在执行建筑物合并操作之前，需要理解和量化建

筑物的特征。Gestalt[14]心理学原则提供了一个理解建

筑物形态的完形规则，其强调整体大于部分之和的观

点，指出人们倾向于以有序、整体的方式感知视觉世

界。例如，邻近性原则解释了为何紧密相邻的建筑物

更容易被视为一组，而相似性原则帮助理解相似形状

或尺寸的建筑物如何在视觉上形成聚集。这些原则促

使制图员将相邻或相似的建筑物视为一个整体。建筑

物合并的关键认知变量包括大小、方向、形状和密度

等属性。此外，空间距离关系也是衡量地图上单个建

筑物重要性的重要评估指标。在空间分析中，基本概

念如空间自相关和区域间的空间异质性被反映在与建

筑物分布相关的邻近度指标中。因此，为了将地理领

域知识整合进建筑物合并的模型中，本研究定义了特

定的特征指标，然后设计相应的几何计算方法来表示

这些指标，如图 1所示。其中，将单体建筑物特征构

成的特征矩阵输入到图卷积神经网络中作为节点特

征，而将连接边特征构成的特征矩阵作为距离特征。

WSWO

SBRO

SBR

MinD

图1 节点特征和距离特征提取方法

2 GCN模型构建

2.1 图卷积神经网络

图卷积神经网络（GCN） [15]通过在图结构数据上

应用卷积操作，为图中的节点学习有效的特征表示提

供了一种高效的方法。在GCN中，每个节点的新特征

表示是通过聚合其邻居节点的特征信息以及自身特征

信息得到的。这一过程可以使用以下公式表达：

H l + 1 = σ
æ

è
çç

ö

ø
÷÷D͂

- 1
2 A͂D͂

- 1
2 H lW l

式中， H l 为第 l 层的节点特征矩阵； H 0 为节点的初

始特征矩阵； A͂ =A + IN 为加上自环的邻接矩阵； A

为图的邻接矩阵； IN 为单位矩阵；~D 为对角矩阵，

其每个元素 D͂ii 是节点 i 加上自环后的度数；W l 为第

l 层的可学习权重矩阵； σ 为非线性激活函数，本文

使用Relu作为激活函数。通过这种方式，GCN能够在

每一层通过邻接节点的信息传播，学习到更高层次的

节点特征表示。

2.2 建筑物合并模型

连接边的特征和连接边两端的建筑物节点特征相

关，两端节点相似度越高，连接边越容易分类为合

并。因此，需要计算连接边两端节点的余弦相似度：

H uv
sim =

H v
node ×H

u
node

 H v
node ×  H u

node

He = [ ]H uv
simH uv

dis

式中 ，H uv
sim 为节点 u 和节点 v 之间的余弦相似度；

H v
node 为节点 v 的图卷积层输出； H u

node 为节点 u 的图

卷积层输出； H v
node ×H

u
node 为点积运算。将得到的节点

间的余弦相似度 H uv
sim 和距离特征 H uv

dis 拼接作为连接边

的特征 He ，然后，通过一个全连接层来预测图中的
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连接边，最终被预测为合并的边是输出层中概率高于

未合并概率的连接边。将模型预测为合并的边以及由

这些边连接的节点被识别为多个子图，每个子图都被

分配一个唯一的类别编号。最后，使用ArcGIS中的

“聚合面”工具，根据这些类别编号合并建筑物，实

验流程如图 2所示。

图2 连接边分类模型的详细流程

3 实验与结果

3.1 实验数据

为了评估模型在不同建筑群中合并的有效性，本

实验使用了来自不同城市的建筑群数据。实验选择了

广州和深圳 2个地区。通过结合不同区域的建筑群，

来全面评估模型对不同场景的适应性。数据集包括

9 537栋建筑物和 18 778条连接边，数据来源于百度

地图。初始比例尺为1∶2 000，建筑物合并的目标比

例尺为1∶5 000。关于数据集的划分，广州市番禺区

的建筑物被指定为训练数据集和验证数据集。测试数

据集则选取了深圳市龙华区 2个不同区域的建筑群。

广州的训练数据集和验证数据集包含各种不同的建筑

物排列模式，深圳的测试数据集 1与测试数据集 2相
比，包含更多的建筑物和连接边。表 1列出了每个数

据集的建筑物和标注连接边的具体数量。

表1 数据集简介

数据集

番禺区训练集

番禺区验证集

龙华区测试集1
龙华区测试集2

城市

广州

广州

深圳

深圳

建筑物数量

2 234
946
3 811
2 546

连接边数量

4 588
1 650
7 504
5 036

街区数量

41
19
52
23

本实验中，使用 2个卷积层，学习率、正则化权

重、训练次数分别为0.01，5e-4和200，并选用Adam
作为优化器。

3.2 图标签制作

在现有的建筑物综合研究中，节点通常被指定为

建筑物，这些建筑物呈现出不同的形态，如直线型、

格网型和曲线型[16]，如图 3a所示。根据这些模式，单

个建筑物被赋予不同的标签。另一种节点标注方法是

将每个组内的建筑物与组轮廓的中心点联系起来，从

而有效地为每个建筑物分配一个二维向量[17]，如图 3b
所示。在本研究中，我们的方法进行了创新，标注的

是图中建筑物节点之间的连接边。具体来说，同一建

筑群内的连接边标记为 1，而连接不同建筑群的连接

边标记为 0，如图3c 所示。

直线型 格网型 曲线型 (xiyj) 中心坐标 0 1

a 建筑群模式 b 建筑群中心坐标 c 建筑群连接边

图3 建筑组群标签

3.3 评价指标

为了评估建筑群合并方法的质量，选择合并后建

筑群和初始建筑群之间调整兰德指数（ARI）作为评

判指标。建筑标签和预测结果将建筑物分类为 2组：

X = (x1x2xl) 作为标签类别，和 Y = (y1y2yp)

作为预测类别。评估的ARI指数公式如下：

ARI =
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式中，nij 为 xi 与 yj 之间交集集合中的建筑物数量；

ni 和 nj 分别为 xi 和 yj 中的建筑物数量； æ
è
ç
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3.4 建筑物合并结果

图 4展示了使用番禺区数据进行连接边分类的训

练过程。值得注意的是，模型在大约 100 次迭代后趋

于稳定，本方法在训练和验证数据集上的准确率都超

过了80%。对于每个数据集，分类模型都只被用来预

测连接边是否应该合并，然后使用 ArcGIS 来聚合预

测为合并边所连接的建筑物。所使用的连接边分类模

型展示了其在合并不同区域的建筑群方面的有效性。

图 5显示了分类模型在深圳第一个测试数据集上

取得的建筑物合并结果。分类模型有效地学习了建筑

物合并的基本规则，并成功合并了大部分建筑物。图

6展示了深圳第二个测试数据集的合并结果。结果表

明，所提出的连接边分类模型在不同区域都表现出

有效的泛化能力。这种聚合方法并非基于预定义的

··12
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建筑物模式，而是依靠模型自主学习建筑物合并通

用规则。

图5 模型在测试集1上的合并结果

图6 模型在测试集2上的合并结果

3.5 对比实验

在对比实验中，我们评估了 2种简单易行的合并

方法：DBSCAN和基于ArcGIS的聚合面方法（简称为

ArcGIS方法）。针对这2种方法涉及到的参数，本研究

参照现有研究[18-19]，并经过多次实验，确定了适宜的参

数：DBSCAN方法的全局邻域搜索半径（eps）为23 m，

最小点数（minPts）为2，ArcGIS方法的搜索半径为5 m。

另外，为了和同种机器学习算法进行比较，在模型中

用两层多层感知机（MLP）层替代了原有的两层图卷

积层，而保持其他部分不变。表 2汇总了使用这 4种
方法在所有街区数据集上的平均调整兰德指数

（ARI）结果。基于图卷积神经网络的方法在2个测试

集上均实现了最高的ARI值，分别为 0.800和 0.674，
显示出最优性能。基于ArcGIS的方法，在第一个数据

集上的ARI值为 0.731，在第二个数据集上为 0.600。
该方法性能的降低可能源于为不同地区选择适当的聚

合距离参数的挑战性，需要根据每个地区的建筑物调

整参数。此外，依赖距离进行聚类可能不适用于所有

场景。相比之下，DBSCAN方法在这些数据集上的

ARI表现未达到预期，原因是该方法将建筑物聚类处

理成点聚类，未考虑建筑物的空间形状和方位。将图

卷积层更换为多层感知机后，由于模型不再处理图结

构信息，从而未能充分考虑邻居节点的特征，这导致

在第一个测试集上ARI值下降至0.577，在第二个测试

集ARI值降至0.539。
表2 在2个数据集上使用不同方法获得的ARI指数

方法

测试集1的平均
ARI

测试集2的平均
ARI

GCN

0.800

0.674

ArcGIS

0.731

0.600

DBSCAN

0.601

0.526

MLP

0.577

0.539

图 7展示了在 2个数据集上使用不同方法获得的

ARI指数分布。对于第一个测试数据集，4种方法的

ARI指数分布存在显著差异，许多区域的指数集中在

0.1以下和0.9以上。值得注意的是，使用MLP来代替

图卷积层的方法得分低于 0.1的区域比例最高，占总

区域的40%。在第二个测试数据集上，基于GCN的方

法表现突出，73%的区域分组性能高于 0.5。相比之

下，另外 3种方法分别只有 65%、39%和 43%的区域

得分超过 0.5。这些对比实验结果凸显了所提出的方

法在不同区域的建筑聚合方面的卓越性能。
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图7 在2个数据集上使用不同方法获得的ARI指数百分比

4 结 语

建筑物合并是地图综合中的一个关键任务。本文

方法利用图卷积神经网络（GCN）来构建一个边分类

框架，旨在预测建筑物之间的连接边从而实现建筑物

合并。实验结果表明，本文提出的方法充分考虑了单

个建筑的内在特性和其周围空间分布特征，建筑物合

并效果相对传统方法更好。此外，本文还评估了边分

类模型在不同区域的泛化能力。实验结果证明了模型

可以实现在不同地区的建筑物合并，泛化性很好。
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