
超范围施工指项目实施过程中超出了用地审批范

围进行施工建设，与批文不一致的情况。该监测评估

指标作为国土空间用途管制监测评估的一项定量指

标，在项目实施规范性审查、动态监测和管理等方面

的作用重大[1]，尤其对有些超范围施工项目涉及侵占

城市公共资源和公共安全，和对农村耕地及生态保护

造成了一定的影响的情况。以往超范围施工建筑物的

监测工作主要以人工判断为主，监测手段也多是实地

探查或是群众监督举报，不仅效率较低，并且耗费大

量人力物力。近年来，随着传感器与观测平台不断发

展，对于农田、森林、城市等大面积区域监测，遥感

技术能够提供更广的覆盖范围，更丰富的地物信息，

更快速的动态化监测，使得超范围施工建筑物的自动

识别提取成为可能[2]。超范围施工建筑物提取的前提

是区域尺度整体建筑物提取，在建筑物提取结果的基

础上进一步判断是否超范围。

传统建筑物识别方法多是依据建筑物的边线角点

等几何形状特征以及光谱纹理等影像特征[3-4]，进而采

用图像分割算法如区域增长[5]、边缘检测[6-7]、分水岭算

法[8]、数学形态学[9-10]以及机器学习[11-13]等手段进行建筑

物信息提取。但传统方法大多局限于人为特征工程以及

建筑物特征明显、背景简单的情形，泛化能力一般。而
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深度学习能够利用多层神经网络结构，从海量数据中

学习和存储更高层更抽象的表示特征，舍弃那些与判

别无关的因素，用高效的算法替代手动特征工程，节

省人力和时间，进而完成端到端的复杂语义识别问

题[14]。因为模型对于不同场景具有较强的稳定性以及

适用性，所以本文尝试使用深度神经网络实现大尺度

建筑物识别提取，进而实现建筑物超范围施工识别。

1 研究方法

从遥感影像中提取建筑物可看作二分类的语义分

割问题，即只有建筑物和背景两类，深度网络要做的

就是对每个像素进行分类。目前深度学习中常用的语

义分割网络有：全卷积神经网络 （FCN）、SegNet、
U-Net、Mask R-CNN、Deeplab系列等。综合研究区

建筑物特点和训练时长，既考虑图像全局信息，又考

虑图像细节信息，本文选用改进的ResUnet神经网络

来训练模型完成建筑物语义分割。

Net模型是一种典型的语义分割模型，是对全连

接神经网络（FCN）的改进，由编码器和解码器两部

分构成[15-16]。U-Net模型的左半边是编码器，主要作用

是对图像特征进行提取和压缩，右半边是解码器部

分，是对提取的特征信息扩展映射 [17]。U-Net模型共

有23个卷积层，包括3×3卷积用于特征提取，解码器

中的上采样2×2卷积用于恢复特征维度，以及最终1×
1卷积用于分类结果映射 [18]。编码器采用典型的卷积

神经网络结构，即采用 2个 3×3卷积层进行特征提取

和 1个最大池化层进行特征压缩。解码器中先使用上

采样操作，使用 2×2的反卷积将特征图尺寸进行恢

复，同时通道个数减半，再对恢复尺度的特征图进行

2次3×3卷积运算，并重复3次。在最后的输出层，用

全连接层将 64维特征图映射成 2维输出图。U-Net模
型继承了FCN语义分割的思想，并融合了编码-解码

结构和跳跃连接的特点，能够在小数据集上取得较为

精确的分割结果。

针对建筑物具有密集离散、风格复杂等特点，高

精度的影像使得影像纹理细节信息更加丰富，对网络

的细节提取能力有较大的要求[1, 19]。为将U-Net网络用

于超范围建设信息提取，本研究对原U-Net网络模型

进行了针对性的优化，由于Unet仅使用9层卷积作为

编码器，即无法充分提取图像更深层特征信息。为使

编码器网络更为有效的提取图像深层特征，在 ResU⁃
net网络中，利用Resnet对深层语义特征提取能力较强

这一特性，使用3通道作为网络输入，以适应RGB图

像通道需求，通过选用不同层数的Resnet特征提取主

干网络替换Unet原始编码器作为ResUnet的主干网络

进行实验。本文使用 Imagenet上预先训练好的ResU⁃
net作为迁移学习的主干网络，保留计算机视觉中图

像所要提取的共有特征，优化ResUnet特征提取方向。

在编码器阶段，模型使用Resnet作为ResUnet编
码器主干网络，将Resnet4个采样模块与Unet编码器

4个下采样模块相对应，并去除Resnet分类网络的全

连接输出，以适应Unet语义分割网络需求，每批输入

的样本通过批归一化操作化为正态分布，可以有效减

轻模型训练过程中出现的梯度爆炸和消失现象，并有

效加速了收敛 [20]。解码器阶段保留 Unet的解码器结

构，使用反卷积操作作为上采样方式，并保持原始

Unet相同的通道数，由于大型Resnet每层残差模块输

出通道数量远大于原始Unet每次下采样输入横向连接

的通道数量，参考FPN模块，使用1×1卷积，以较小

的计算代价，压缩Resnet通道数量，保留较多的通道

信息，将Resnet的输出通道数降到与原始Unet网络解

码器相同的输入通道数量构成ResUnet，并与上采样

的结果相连接。ResUnet结构如图1所示。

编码 解码3

64 64
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Resnet阶段
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卷积3×3，BN，ReLU
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图1 ResUnet网络结构示意图

在ResUnet网络结构中，残差模块定义为本体映

射和残差映射之和：

yl =F ( )xl + xl( )1 （1）
式中， yl 为残差块的输出； xl 为残差块的输入； F

为神经元的求导结果。
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Loss指损失函数，常规神经元网络中的神经元求

导结果：
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式中，Wi 为每层神经元权重。综合以上公式，ResU⁃
net的神经元求导不会因为累乘 Wi 而出现弥散或爆
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炸，并有效保证了收敛速度[21]。

由此可知，使用ResUnet，通道连接层结合下采

样和上采样过程中的深浅层次信息，可以有效提取网

格中的空间信息，有利于对建筑物信息进行监测和提

取，有效提高识别准确度和收敛速度。在此基础上，

引入空洞空间卷积池化金字塔 （Atrous Spatial Pyra⁃
mid Pooling），原始输入通过不同扩张率2、4、8的3×
3卷积层，加上原有标准卷积和平均池化来提取不同

尺度的特征。最后通过1×1卷积进行多尺度融合得到

最终特征提取结果，通过不同扩张率卷积层可以增大

感受野，获得不同尺度信息，有利于提高网络性能。

在ASPP提取的特征图后增加通道和空间注意力机制

（CBAM），CBAM在空间、通道两方面分别增加注意

力，产生的权重和ASPP提取的特征相乘得到最终输

入特征。能有效提高特征提取的关注点，减少不必要

特征，提高最终训练效果。

此外，建筑物自动提取结果中会存在部分建筑物

边界模糊、点数冗余、直角特征弱等问题，结果需进

行优化操作。通过轮廓化简及多边形化对语义分割结

果进行轮廓规则化。轮廓规则化算法主要包括 2个步

骤：①粗调整，消除分割和多边形化的明显误差；

②精化，调整直线的方向和节点的位置。

1）粗调整过程。首先对512×512大小的预测结果

图片进行中值滤波，去除孤立的噪声点；再进行连

通域分析在图像中寻找出彼此互相独立的连通域并

将其标记出来，进行轮廓定位，进行轮廓精简滤除冗

余点。

2）精化过程。先获取识别结果图中所有多边形

的轮廓线，计算轮廓线上每条边的长度和方位角，以

最长边作为主方向，对其他边进行方向纠正，绕中心

点旋转到与主方向平行或垂直，并将所有线连成多边

形，得到轮廓规则化后的识别结果。

进行规则化处理后，建筑物边界清晰度提升、点数

冗余降低、直角特征增强，建筑物的识别效果明显提升。

2 实验结果分析

2.1 数据集构建

实验区位于浙江省嘉兴市海宁市。根据海宁市项

目红线结合建筑物分布特点，以高景一号卫星影像经

正射融合、匀色镶嵌等数据预处理后得到海宁市完整

RGB影像为地图选取样本数据。

由于本文识别目标为海宁市全部建筑物，而在影

像中发现有建筑物遮挡等问题，建筑的底边轮廓无

法作为准确的识别特征，因此以勾画建筑物屋顶进行

标注。为保证样本的丰富度和深度学习模型的泛化

能力，总计标注了 10万多个样本，包括城市建筑与

农村建筑样本，勾画比为 5∶1。勾画样本和遥感影

像的套合精度，合格率大于 95%，勾画细分程度合格

率高达98.8%。最后将标注的样本矢量转化为掩膜标签

数据。

为适应网络输入，需要进行数据裁剪和格式转

换 [19]基于高分辨率。本研究将高分辨率遥感影像和

掩膜标签数据裁剪为多个 512×512尺寸，共计生成

6 525张训练影像和标签。影像中包含背景，建筑物，

标签数据一共有 2个类别：0表示背景，1表示建筑

物。并且由于原始影像和标签数据均为TIF格式，文件

过大，影响程序运行速度，因此将TIF图像文件格式转

换为PNG文件，在保证数据质量的同时降低空间使用。

2.2 精度评价指标

本文以像元为单位统计验证样本建筑物分类结

果，得到混淆矩阵如表 1 所示，其中 True Positive
（TP） 表 示 真 实 目 标 被 正 确 分 类 ； True Negative
（TN）表示背景被正确分类；False Positive（FP）代表

背景错分为目标；False Negative（FN）代表目标错分

为背景[19-21]。基于上述指标值，使用图像语义分割中

普遍的精度评估指标，分别为：准确率（Accuracy）、

精 确 率 （Precision）、 召 回 率 (Recall) 和 F1 分 数

（F1-Score），计算公式如式（4）~（7）。
表1 混淆矩阵

预测值
建筑物

非建筑物

真实值

建筑物

TP

FN

非建筑物

FP

TN

准确率（Accuracy）表示正确分类的像素占总像

素的比例，定义为：

Accuracy = TP＋TN
TP＋TN＋FP＋FN

（4）
式中，Precision为正确分类的目标像素与所有目标预

测值的比例，定义为：

Precision= TP
TP＋FP

（5）
式中，Recall为样本中有多少目标像素被正确的预

测，定义为：

Recall= TP
TP＋FN

（6）
式中， F1分数（F1-Score）为分类问题的一个综合指

标，最大为 1，最小为 0。多分类问题的深度学习中，

将F1-score作为最终评估指标。
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F1 = 2 ´Precision´Recall
Precision+Recall

（7）
2.3 实验结果分析

研究中，将数据集划分为80%训练集和 20%测试

集，基础学习率 0.000 1，批次数量设置为 8，训练和

验证的Dice Loss损失函数，模型经过300 epoch迭代训

练后，损失由开始的0.448下降至0.148左右，损失值

基本趋于稳定，建筑物分类识别精度统计如表 2 ，海

宁市建筑物自动识别结果如图 2所示。从精度指标统

计可以看出，该模型的总体准确率为95%，召回率为

88%，相比于Unet模型准确率提高了 3%，召回率提

高了1%。该模型建筑物的提取识别的精度较好。

a 独立住宅

b 彩钢建筑

c 连片住宅

d 工业建筑

图2 海宁市建筑物提取结果

注：左边为原始影像，中间为Unet结果，右边为改进的

ResUnet提取结果。

表2 精度指标统计

评估指标

Accuracy
Precision
Recall

F1-Score

Unet
0.92
0.87
0.81
0.83

改进的ResUnet
0.95
0.88
0.80
0.84

从分割效果看，对于建筑物而言，改进的ResUnet
模型也明显优于Unet模型；整体分割结果中黏连、误

提、小碎斑情况减少，轮廓更加清晰（图3）。

a 独立住宅

b 连片住宅

c 彩钢建筑

d 工业建筑

图3 海宁市建筑物识别结果轮廓规则化

注：左图为原始影像，中间的为改进的ResUnet分割结

果，右边为轮廓规则化后结果。

针对不同建筑物类别，基于改进的ResUnet模型

分割结果并结合轮廓规则化算法，首先将改进的Re⁃
sUnet模型分割结果进行小图斑去除，再进行轮廓规

则化，使得建筑物轮廓清晰度显著提高，能更好地服

务于国土空间用途管制监测。

2.4 超范围施工建筑识别

利用训练模型得到海宁市全部建筑物的自动识别

结果，与项目红线进行叠加分析得到超范围施工建设

图斑，如图 4所示。为了对深度学习模型提取出的超

范围施工建筑进行验证，与原始影像进行叠加，在深

度学习模型自动提取的建筑物图斑的基础上，结合已

审批建设用地范围，进行人工判读提取超范围施工图

斑。图斑之间以及图斑与已审批建设用地范围之间不

存在重叠区域，疑似超范围施工图斑提取中最小上图

面积为 20 m2。同一地块不同变化类型进行分类提

取。经过人工检查，模型提取精度为92%。

3 结论与展望

3.1 结 论

针对国土空间用途管制监测需求，结合高景卫星

亚米级高分辨率遥感影像，采用深度学习技术对超范

围施工建筑进行动态监测，并选取了大量训练数据，提

高了识别精度。对深度学习模型在超范围施工建筑图斑
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提取中的适用性进行了探究和探索，取得如下结论：

1） 高景一号 0.5 m遥感影像具有丰富的地物信

息，其像元精度也远高于普通的陆地观测卫星，是国

土空间用途管制评价和监管应用的理想数据之一。

2） 改进的 ResUnet模型在自动化解译中更具优

势，其精度更适用于国土空间用途管制评价和监管。

3）轮廓规则化算法通过粗调整，细化两步走，使

得识别的建筑物轮廓更加清晰，更有利于超范围施工

监测的精准判别，国土空间用途管制评价和监管应用。

3.2 展 望

本项目方法可基本满足复杂场景下的地物提取，

但是在影像地物类型较多、地物形状多样且分布密集

不规则的场景下，会存在个别地物单体提取边缘信息

较差的问题。在今后的研究中，一是要继续扩大样本

集，提升网络的泛化能力；二是尝试从不同的网络模

型结构、优化器以及损失函数等方面考虑，利用消融

实验设计出提升图像预测精度较高的神经网络模型；

三是探索引入注意力机制来捕捉全局信息，增大感受

野，避免卷积堆叠导致的计算效率减退问题。
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图4 自动提取超范围建筑物图斑

注：红色为项目红线，黄色为自动提取结果。
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