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摘 要：针对管道传统的高后果区识别方式不但工作效率低，而且很难进行定量判断的问题。提出了一种基于改进 Deep⁃
LabV3+的遥感影像建筑物提取算法，采用基于全卷积神经网络识别算法，用于高分辨率遥感影像语义分割，以提取出兴趣区域

（AOI）的像素点，并采用形态学方法进行后处理，以获得最终的提取结果并应用于高后果区识别。实验结果表明：该文所提算

法对高分辨率遥感影像中建筑物识别效果具有较大增强，且该算法也适用于油气管道高后果区的识别工作。此外还可结合其他

数据以更精确地实现高后果区的识别。

关键词：遥感影像识别；全卷积神经网络；建筑物识别；高后果区

中图分类号：P237 文献标志码：B 文章编号：1672-4623（2024） 12-0069-05

Building Extraction from High-resolution Remote Sensing Images
Based on Improved DeepLabV3+
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Abstract: According to the issue of low efficiency and difficulty in quantitative judgment in traditional high consequence area identification

methods for pipelines, we proposed a remote sensing image building extraction algorithm based on improved DeepLabV3+. In order to extract

pixels of the area of interest (AOI), we used recognition algorithm based on a fully convolutional neural network to conduct semantic segmenta-

tion of high-resolution remote sensing images. Then, we employed morphological method to conduct post-processing, and obtained the final

extraction results, which were applied to high consequence area identification. Experimental results demonstrate that the algorithm proposed in

this paper significantly improves the recognition of buildings in high-resolution remote sensing images. Additionally, this algorithm is suitable for

identifying high consequence areas in oil and gas pipelines. Furthermore, it can be combined with other data for a more accurate identification of

high consequence areas.
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高空间分辨率遥感影像已成为地理信息重要的来

源之一[1]。高分影像具有丰富的地物细节信息、清晰

的几何结构和纹理特征[2-3]。建筑物遥感图像提取一直

是遥感信息提取的热点之一。传统的基于边缘检

测[4]、建筑物指数[5]、辅助信息[6]的提取方法特征表示

能力有限，又受困于分类器性能，难以在复杂场景进

行应用，而且存在精度低的问题。

为了提高高分辨率遥感影像中建筑物提取的精确

度和稳健性 [7-10]，本文提出了一种基于改进 Deep⁃
LabV3+的算法，用于对高分辨率遥感影像进行语义分

割，以提取出兴趣区域（AOI）的像素点，并采用形

态学方法进行后处理，以获得最终的提取结果并应用

于高后果区识别。

1 方 法

1.1 方法流程

本文采用编码器-解码器架构的全卷积神经网络

（FCN）对高分辨率遥感影像进行语义分割。具体的方

法流程详见图1。
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图1 方法流程
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1.2 预处理

本文采用了以下数据增强策略以提升模型的泛化能

力：形态学变换，包括翻转、旋转和缩放操作；像素值

调整，涉及亮度变换和对比度增强。此外，为了有效缓

解类别不平衡问题，本研究还实施了复制粘贴增强技术。

1.3 Reg-DeepLabV3+网络总体结构

模型整体结构采用DeepLabV3+，DeepLabv3+采
用了空洞卷积和ASPP（空间金字塔池化）模块，能

够更好地捕捉物体的上下文信息和多尺度特征，Dee⁃
pLaby3+还具有多尺度特征融合和空洞卷积，能够更

好地处理图像中的细节和复杂情况，从而提高了语义

分割的精度[11-12]。

1.3.1 编码器网络结构

RegNet系列模型的结构如图2。
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图2 模型结构

对于输入x，BatchNormalization可以将其标准化为：

x -E[ ]x
sqrt( )Var[ ]x + ε

（1）
式中， E[x] 为 x 的均值； Var[x] 为 x 的方差； ε为一

个非常小的数，用于防止分母为0的情况。然后，对上

述标准化后的值进行缩放和平移，得到新的激活值 y ：

y = γ ´
x -E[ ]x

sqrt( )Var[ ]x + ε
+ β （2）

式中， γ和 β 为可学习的参数，用于缩放和平移。最

后，将 y作为下一层的输入，继续进行正向传播和反

向传播。

如图 3所示，网络的基本构建块（block）设计包

含一个主分支和一个捷径分支（shortcut branch）。在

主分支中，结构通常由 3个卷积层依次排列而成：首

先是1×1卷积层，随后是3×3的组卷积层，再次是1×1
卷积层。为了优化网络性能，每一卷积层之间均嵌入

批量标准化（Batch Normalization）和激活函数（例如

ReLU）。捷径分支的处理策略取决于卷积的步幅

（stride）值。具体而言，当 stride等于1时，捷径分支

不执行任何操作，直接将输入数据传递至下一层；而

当 stride等于2时，捷径分支通过一个1×1卷积层进行

下采样，以减少数据的空间维度。

在此， r 表示特征矩阵的分辨率，即其高度和宽度。

当步幅 s 为1时，输入和输出的分辨率保持不变；而当

s 为2时，输出的分辨率是输入的一半。 w 代表特征矩

阵的通道数（channel）。值得注意的是，当 s = 2 时，

输入的通道数为 wi - 1 ，而输出的通道数为 wi ，因此通

道数会发生变化。G为组卷积中每个组的宽度，而 b 为

瓶颈比例（bottleneck ratio），即输出特征矩阵的通道数

将缩减至输入特征矩阵通道数的1/b 。

head是网络的顶部部分，它接受来自 body 的特

征，并将其映射到最终的输出。此处head由一个全局

平均池化层和全连接层构成。

在RegNet系列模型中存在2种结构：RegNet-X与

RegNet-Y， 它 们 的 不 同 之 处 是 后 者 的 SE
（Squeeze-and-Excitation） 模块连接在 block 的 Group
Conv之后。

SE （squeeze-and-excitation） 是一种用于增强深

度神经网络性能的注意力机制。它通过学习每个通道

的权重来动态调整特征图中的特征表示，以提高模型

对重要特征的关注，从而改善模型在各种视觉任务中

的性能。SE 模块通常由 2个主要步骤组成：Squeeze
（压缩）：在这一步骤中，SE 模块通过全局平均池化

（Global Average Pooling）操作，将每个通道内的特征

图转化为一个单一的数值。这一数值可以被看作是该

通道内特征的全局统计信息，用于表示该通道的重要

性。全局平均池化操作将特征图的空间维度降低为一

个标量。Excitation（激发）：在这一步骤中，SE 模块

通过一系列全连接层（通常包括一个或多个全连接

层）来学习每个通道的权重或缩放因子。这些权重用

于重新加权特征图中的每个通道，以强调重要的通道

并抑制不重要的通道。这样，模型可以自适应地关注

对特定任务更有信息量的特征。

如图4所示，在本文中提出的SE（Squeeze-and-Ex⁃
citation）模块构成包括 3个主要部分：全局平均池化

层、第一个全连接层 （FC1） 以及第二个全连接层

（FC2）。在RegNet架构中，FC1的节点数量被设定为

输入特征矩阵通道数的 1/4，这与组卷积输出特征矩

阵通道数的1/4不同。此外，FC1层采用了ReLU作为
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激活函数。至于FC2，其节点数量与组卷积输出特征

矩阵的通道数保持一致，并且采用 Sigmoid激活函数

以实现特征的重新校准。

本算法选择RegNet-Y-040作为编码器，其结构如

图4所示：其4个Stage中分别包含2、6、12、2个block。
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图4 RegNet-Y-040结构

在网络的每个 stage中，首个构建块（block）的

主分支所采用的 33卷积核的步幅（stride）设定为 2，
以实现特征图的空间降维。相应地，其捷径分支包含

一个11卷积核，其步幅同样为2，以便与主分支的输

出维度匹配。在其余卷积层中，步幅均维持为 1，以

保持特征图的空间尺寸。对于同一阶段内的其余构建

块，所有卷积层的步幅均为 1，并且捷径分支直接将

输入数据传递至下一构建块，不进行额外的处理。

在算法中RegNet-Y-040作为编码器，输出特征

图（feature map），故不需要全局平均池化层与全连接

层（FC 1000），因此本算法中删去这两层。

1.3.2 解码器网络结构

解码器部分采用了一种基于空间金字塔池化

（ASPP）的结构，用于将编码器的特征图上采样到输

入图像大小，并生成像素级别的预测结果。ASPP 结

构包括多个并行的卷积分支，每个分支采用不同的空

洞卷积核大小，以便捕捉不同大小的上下文信息。另

外，ASPP 结构还包括一个全局池化分支，用于处理

整个图像的信息。最后，ASPP 结构将所有分支的输

出进行级联和处理，生成最终的分割结果。在标准的

DeepLabV3+网络架构中，编码器部分采用Xception模
型以生成特征图，随后这些特征图被送入解码器中的

ASPP（atrous spatial pyramid pooling）模块进行处理。

得益于DeepLabV3+采用的编码-解码结构，若需更换

编码器，仅需保留ASPP模块及其后续结构，即可实

现网络架构的灵活调整。

1.3.3 基于RegNet-Y-040修改DeepLabV3+
本文对RegNet-Y-040模型进行了修改，移除了

其全局平均池化层和全连接层，并将其输出直接连接

至DeepLabV3+模型的ASPP模块。鉴于在DeepLabV3+
框架中，ASPP 模块的输出需经过二倍上采样以与

Xception 模型初始块 （init block） 的特征图进行拼

接 （concatenation），因此，本文采取了以下策略：

将RegNet-Y-040模型的第一个构建块（block）的输

出传递至一个1×1卷积层，随后通过一个批归一化层

和一个ReLU激活函数进行处理。处理后的特征图再

与经过二倍上采样操作的ASPP模块输出进行拼接。

1.4 损失函数

本文所采用的损失函数为加权交叉熵损失与Dice
损失的联合形式。选择Dice损失的原因在于，训练数

据集中可能存在类别不平衡的现象，其中目标类别所

占的像素比例相对较小，这可能导致模型学习过程中

偏向于背景类别。Dice损失函数的应用旨在缓解这一

问题，通过优化目标类别的预测性能，从而提高模型

对于小面积目标的识别能力。

Dice =
2 || XÇ Y

|| X + ||Y
（3）

Dice损失公式如式（4），其中 X 为预测影像，Y
为真实影像。

loss = 1 -
2 || XÇ Y

|| X + ||Y
（4）

鉴于仅采用Dice损失可能导致训练过程的稳定性

降低，故引入带权重交叉熵损失。

L = -å
C = 1

M

wc yc log( )pc （5）
式中， wc 为权重；M为类别， yC 为向量； pc 为概率。

wc =
N -NC

N
（6）

式中， N 为像素总数； NC 为 C 所占像素总数。

在实验的具体操作中，本文对目标对象的边缘像

素赋予了较高的权重，以此引导训练过程更加关注边

缘像素，进而提升边缘区域的分割精度。

因此完整的损失函数为：

L = 1 -
2|XÇ Y|
|X| + |Y|

- å
C = 1

M

wc yc log(pc) （7）
1.5 训练过程

优化器选择带momentum的 SGD，设置学习率为

1*10-3，权值衰减（weight decay）为1*10-3。

学 习 率 的 调 整 策 略 采 用 了 结 合 预 热 阶 段

（warm-up）的余弦退火（cosine annealing）方法。此

举旨在增强模型训练初期的稳定性，并防止模型在整

个训练周期中陷入局部最小值。余弦退火学习率调整

的公式表述如下：

η = ηmin +
1
2

(ηmax - ηmin)(1 + cos(
Tcur

Ti

π)) （8）
式中， η为当前的学习率； ηmin 为最小学习率； ηmax

为初始学习率； Tcur 为上一次重启后所经历的训练轮

乔志勇：基于改进DeepLabV3+的高分辨率遥感影像建筑物提取 ··71



地理空间信息 第22卷第12期

数（epoch）， Ti 为2次重启间的训练轮数（epoch）。当

Tcur = Ti ，则 η = ηmin ，当重启后 Tcur =0， η = ηmax 。

设置进行 5 epochs的预热之后采用余弦退火学习

率调整，余弦退火学习率调整的初始学习率为

1010-5，T0 =7，Tmult=2，其中 T0 为第一次重启时的 ep⁃
och，Tmult为每次重启后的增加系数 Ti 。

1.6 实验与结果

为了对网络性能进行定量评估，使用 6个指标来

评估分类结果，它们分别是准确率（Accuracy）、召回

率 （Recall）、Kappa系数、重叠度 （Intersection over
Union， IoU）、 精 确 率 （Precision） 和 F1 分 数

（F1-score）。表示正确分类的像素数量与总像素数量

之间的比例。具体而言，对于每个像素，模型的分割

结果与真实标签一一对应，并且该像素的类别标签完

全相同，即被视为正确分类的像素。

在WHU-Building数据集上进行测试。数据来自

新西兰土地信息服务网站。大约包含22 000栋独立建

筑物。图像原始分辨率为 0.075 m，被降采样到 0.3 m
的分辨率，并将它们裁剪成 8 189张 512×512像素图

片。样本分为3个部分：训练集（4 736张、130 500栋
建筑）、验证集（1 036张、14 500栋建筑）和测试集

（2 416张、42 000栋建筑）。

在WHU数据集上进行建筑物检测实验，训练所

用 PC 配 置 为 CPU： I5-12600 K， 显 卡 ： Nvidia
RTX3060、32 G RAM，模型代码使用 pytorch 编写。

使用了DeepLabV3+和Reg-DeepLabV3+ 2种模型。并

在 图 7 中 展 示 了 实 验 结 果 。 在 这 2 种 模 型 中 ，

Reg-DeepLabV3+表现最为稳定，且能够更精准地保留

细节信息。相比之下，DeepLabV3+存在一些明显的不

足，例如较难提取出影像上尺寸差别较大的建筑物，

边缘角点提取结果模糊等。这些问题Reg-DeepLabV3+
网络中得到了一定的缓解，如图 5所示，该模型能够

精确提取建筑物的细节信息。这些结果表明Reg-Dee⁃
pLabV3+是一种很有潜力的建筑物检测模型，并且可

以进一步发展以解决现有模型的局限性。

1.7 参数量对比

两种模型参数量见表 1，通过参数量对比可知，

Reg-DeepLabV3+与DeepLabV3+网络参数量相似。

2 应用实例

本文基于地理信息系统开发平台KingMap实现建

筑物识别算法，并将方法应用于高后果区识别中，

以验证其对遥感影像中目标地物的准确度和效率。其

方法包括通过建筑物识别算法从遥感影像图中获取建

筑图斑；利用缓冲空间分析生成基于管道中心线的输

油管道综合影响区域；通过缓冲区分析，获取影响区

域内的建筑图斑；根据获取的建筑图斑，通过算法计

算实现高后果区的调识别。实验以GB 32167—2015的
规范为标准，创建缓冲区并进行分析识别：沿管道中

心线两侧各 200 m范围和潜在影响半径分别创建缓冲

区；使用建筑物识别算法获取建筑图斑矢量；结合高

后果区和潜在影响半径要求进行缓冲分析，获取高后

果区与潜在影响区域内的建筑图斑；通过算法计算实

现高后果区的识别；将识别结果输出为矢量数据。

实验以贵州省管线中某段长度为 21 245.9 m，管

径为700 mm，材质为管线钢的管线数据为对象进行高

后果区识别，底图采用 0.8 m空间分辨率的遥感影像

图。通过原始影像（图 6）和缓冲分析提取高后果区

建筑物图斑矢量（图7）。

0 250 500 m

管道

200 m缓冲区

新方法获取建筑图斑

图6 贵州某管段原始影像 图7 建筑物图斑提取结果图

生成的建筑物图斑矢量与传统采集的建筑图斑进

行对比（图8和图9）。
据实验结果，传统采集的建筑图斑数量为198个，

耗时1~2 h，而使用建筑物识别算法只需1 min左右即

可生成建筑物图斑矢量，图斑数量为 190个，准确率

达到96%。其中不同的原因在于部分建筑过小且在山

原图 标签 DeepLabV3+ Reg-DeepLabV3+
图5 实验结果

表1 模型对比

模型名称

参数量

DeepLabV3+
22 437 457

Reg-DeepLabV3+
21 466 345
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区中周围有树木遮挡。实验结果表明，建筑物识别算

法能够有效地基于高分辨率遥感影像生成建筑图斑矢

量，从而提高识别效率。

通过对识别出的建筑图斑矢量结合影响数据进行

叠加分析，实现对高后果区的识别。程序将建筑图斑作

为带有户数属性的点来处理。这些点在管线周围的分布

没有特定形状，只是散布在一定范围内。通过沿管线计

算确定建筑（户数）密集区域，可以实现高后果区的识

别。实验采用了基于密度的DBSCAN聚类算法，该算法

考虑密度而不是距离来计算簇和簇边界，能够有效处理

噪声数据。其基本思路如下：以建筑密集区域中的某

一建筑为圆心，选择合适半径画圆，即规定了圆的半

径及圆内最少包含的建筑密度。若圆内建筑密度大于

等于预先指定的值，那么这个圆圈的圆心就转移至该

圆圈内的其他建筑，继续画圆去计算，直至圆内所包含

的建筑密度少于预先指定的值，聚类终止。基于密度的

DBSCAN聚类算法适用于在管线周围建筑分布区域中，

寻找高密度分布的区域，并不受建筑分布的形状影响。

实验根据量化后的管道高后果区识别准则，将基

于密度的DBSCAN聚类算法应用到高后果区识别中。以

管线为基本单位，调用识别出的建筑图斑，半径设置成

100 m，数量设置为10，计算出建筑图斑簇的区域，满

足识别标准时将该区域划分为高后果区。利用上述方法

进行识别，共识别出高后果区4段，其总长为13 886 m。

比较程序识别和人工识别的差别，程序基于遥感影像数

据高后果区识别的结果于与人工识别基本符合。

相较于人工划分，程序划分在一定程度上降低了人

为划分的误差因素，有效地减少了工作人员在高后果区

识别过程中产生的各种人为误差，包括但不限于识别误

差、打分误差及等级划分误差等，为高度准确且迅速的

高后果区划分提供了可靠的参考依据。实验证明，通过

建筑物识别算法从遥感影像图中获取建筑图斑能够有效

识别高后果区，并能大幅度降低人工成本和管理成本。

3 结 论

本文提出了一种基于改进DeepLabV3+的高分辨

率遥感影像建筑物提取方法的算法，实验结果数据证

明了该算法有效提升了高分辨率遥感影像中建筑物识

别效果。通过结合管道数据进行实验，可以推断出可

能受到高后果区影响的区域。此外，该算法还有进一

步推广应用的潜力。
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