
高分辨率遥感图像建筑物提取是智慧遥感领域的

研究热点之一。遥感图像处理技术已被广泛应用于地

理勘探[1]、环境保护[2]、灾害评估[3]等领域。然而，由

于建筑物屋顶材质的多样性，其光谱特性和纹理特征

差异较大，显著限制了有效信息在建筑物提取中的应

用。此外，许多建筑物与道路相邻，使得道路与建筑

物之间的边界信息易混淆，建筑物区域像素值与阴影

区域相似，导致其边界特征难以区分。近年来从遥感

图像中提取建筑物主要采用基于传统机器学习的方法

和基于深度神经网络的方法，前者首先提取图像的颜

色、纹理、形状等特征信息，再利用分类器对建筑物

区域和背景区域像素进行分类；后者则自动获取图像

的不同特征信息，并完成像素分类。Zheng C[4]等基于

边缘和纹理信息，提出了一种用于遥感图像建筑物提

取的马尔可夫模型；Chen D[5]等提出了一种基于简单

线性迭代聚类、水平集和线性判别分析的建筑物提取

方法。为完成城市道路中心线的提取，Raziq A[6]等结

合自动阈值和形态学操作，提出了一种形态学方法；

Pang Y[7]等结合马尔可夫概率图模型，提出了一种融

合机载激光雷达和高光谱数据的建筑物屋顶轮廓提取
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摘 要：从高分辨率遥感图像建筑物中获取建筑物区域对于城市规划和地理测绘具有重要意义。近年来卷积神经网络在建筑物

提取领域取得了较好效果；但现有方法存在特征提取不充分和忽略不同特征之间相关性等问题。为解决高分辨率遥感图像的建

筑物提取问题，提出了一种新颖的多通道循环注意力机制网络。利用多尺度通道注意力机制扩大卷积核感受野，提取丰富的建

筑物区域特征信息；通过空间金字塔循环模块建立不同特征之间的相互关系，提升模型的非线性学习能力；采用多通道特征融

合模块融合不同特征信息，并获取建筑物区域提取结果。实验结果表明，所构造模型在高分辨率建筑物提取数据集上获取了较

高精度，证明了该方法的有效性和实用性。
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Abstract: Obtaining building region from high-resolution remote sensing images is of great significance for urban planning and geographical

surveying and mapping. In recent years, convolutional neural networks have achieved better results in the field of building extraction. However,

the existing methods have the problems of insufficient feature extraction and ignoring the correlation between different features. To solve the

problems of building extraction in high-resolution remote sensing images, we proposed a novel multi-channel recurrent attention mechanism

network. We used the multi-scale channel attention mechanism to expand the convolution kernel receptive field, and extracted rich building

region feature information. We used the spatial pyramid recurrent module to establish the relationship between different features, and improved

the nonlinear learning ability of model. We used the multi-channel feature fusion module to fuse different feature information, and obtained the

building area extraction results. The experimental result shows that the constructed model achieves high accuracy on the high-resolution building

extraction dataset, which can prove the effectiveness and practicability of the proposed method.
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方法。将深度神经网络应用于建筑物提取已得到广泛

关注，并被证明比传统建筑物提取方法具有更好的效

果，Shelhamer E[8]等提出了一种基于卷积神经网络的

方法，并在多幅不同类型的复杂建筑物遥感影像中证

明了该方法的有效性；Badrinarayanan V[9]等提出了

一种基于DenseNet和注意力机制的建筑物提取方法，

通过编解码结构增强特征信息的传递，并抑制冗余特

征和背景噪声的干扰；Wang X[10]等提出了一种基于深

度残差网络和引导滤波的建筑物提取模型，包括图像

预处理、深度网络构建和引导滤波 3 个基本步骤；

Zhang Z[11]等提出了一种用于建筑物提取的卷积神经网

络框架，并通过实验证明该方法能提取不同尺度下的

建筑物区域。

综上所述，基于深度神经网络的方法在遥感建筑

物提取中已取得了较好的效果；但这些方法仍存在缺

陷，如卷积神经网络的逐像素预测能确保较高的像素

分类精度，但容易忽略不同卷积特征之间的相互关

系。鉴于此，本文将多通道循环注意力机制网络

（MCANet）应用于建筑物提取。首先利用多尺度通道

注意力机制（MS-CAM）扩大原始卷积核感受野，获

取遥感建筑物区域的不同特征信息；再利用空间金字

塔循环模块（SPR-Block）构建不同特征信息之间的

相关性，提升模型对像素差异的学习能力；然后采用

多通道特征融合模块（MCFF-Block）对不同特征信息

进行有效融合，提升模型不同特征信息的感知；最后

在遥感建筑物提取数据集上比较不同提取方法，以验

证该方法的有效性和优势。

1 研究方法

1.1 算法整体结构

本文提出的MCANet是一个基于编解码结构的端

到端的建筑物提取框架，以任意尺寸的遥感图像为输

入，输出相应的建筑物区域提取结果。其整体结构见

图1，包括 3组并行编解码结构，用于处理包含RGB
3种通道的遥感图像。每个编解码器结构均包含卷积

和反卷积两个阶段，卷积阶段以VGGNet为特征提取

网络，从输入图像中提取多尺度特征；反卷积阶段恢

复获取的多尺度特征图分辨率，并输出具有全局信息

的特征图。为进一步提高建筑物提取精度，MCANet
中使用了MS-CAM、SPR-Block和MCFF-Block，其中

MS-CAM用于获取每个像素的全局特征信息，增强多

尺度特征信息的表示；SPR-Block用于增强编解码器

结构之间不同通道特征信息的交互；MCFF-Block 用

于融合不同尺度全局语义特征信息和局部细节特征信

息，使模型能获得更好的建筑物提取结果。此外，在

编解码结构中通过跳跃融合来恢复卷积过程中产生的

特征信息损失。
Encoder Structure Decoder Structure

Skip Fusion
RGB Channel

SPR-blockMS-CAM
RGB Image Skip Fusion

MCFF-Block
Output Result

Conv+ReLU MS-CAM Max-Pooling SPR-Block Deconv MCFF-Block Skip Fusion

图1 MCANet整体结构

1.2 MS-CAM
在深度神经网络的学习过程中，不同深度卷积层

能够得到不同的特征图。局部特征通过浅层卷积层获

取，随着卷积层的增加感受野逐渐扩大，因此全局特

征能通过深层卷积层获取。由于浅层卷积仅对局部特

征敏感，而深层卷积只能表示全局特征，因此产生了

特征信息丢失的问题。为解决上述问题，本文提出了

MS-CAM，可表示不同特征响应在特征通道上的全局

分布，使浅层卷积能获取全局感受野，深层卷积能提

取有用特征并抑制背景特征干扰。MS-CAM结构见图2，
首先对特征图U 进行全局平均池化操作，得到每个通

道权重，即每个通道的全局信息；再通过两个全连接

层、ReLU激活函数和 Sigmoid激活函数得到的特征权

重；然后将全连接层和激活函数学习到的通道权重与

之前的特征图作点积运算；最后利用Concat操作得到

多尺度通道注意力特征 F 。
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图2 MS-CAM结构

MS-CAM特征提取的计算公式为：

zc =Fsq(uc)=
1

H ´W å
i = 1

H

å
j = 1

W

uc(i j) （1）
式中， H 、W 和 C 分别为特征图的长度、宽度和通

道数量； i 、 j 为对应特征图上每个像素的位置，且

ucÎH ´W 。

利用全局平均池化对 uc 进行压缩，使得通道特征

C 转化为 1 ´ 1 ´C 的实数序列，能够得到全局特征信

息 zc 。权重更新的计算公式为：

s =Fex(zw)= σ(W2δ(W1z)) （2）
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式中， δ 为 ReLU 激活函数； σ 为 Sigmoid 函数；

W1 、 W2 为通道权重矩阵； z 为输入的具体描述符；

r 为尺度参数。

为充分获取通道信息，全连接层用于限制模型复

杂度并提升模型泛化，使网络能自行更新通道权重。

权重映射的计算公式为：

X͂c =Fscale(ucsc)= uc ´ sc （3）
式中， sc 为特征图中 C 个通道的权重参数，其尺寸为

1 ´ 1 ´C 。

多尺度通道聚合的计算公式为：

F =Concat(FscaleX͂c_1X͂c_2) （4）
式中， FÎC ´H ´W 为得到的多尺度通道特征图。

1.3 SPR-Block
在建筑物提取过程中，建筑物类别和位置信息对

提取精度影响较大。在 MCANet 中利用 SPR-Block 提

取建筑物区域的类别和位置信息，进行不同尺度下的

通道特征信息交互。SPR-Block采用空间金字塔结构

提取多尺度特征信息，利用循环神经网络实现不同尺

度 下 的 信 息 传 递 ， 以 增 强 其 特 征 提 取 能 力 。

SPR-Block 结构见图 3。为获取不同尺度下的特征信

息，首先利用双线性插值对输入特征进行尺寸调整，

再对每个特征图进行卷积操作。在 SPR-Block中，需

要考虑特征下采样的次数和倍数，若下采样倍数较

小、模型参数增加，将导致计算参数量增大；若下采

样倍数较大，虽能减少计算参数，但将导致模型性能

的下降。在 SPR-Block中采用两次下采样操作，由于

不同卷积提取的特征信息存在差异，类别信息、位置

信息等特征之间存在相互关系，因此利用Conv-LSTM
建立特征间的关联性。Conv-LSTM通过卷积层实现空

间信息传递，通过LSTM完成时间序列信息交互。具

体计算公式为：

it = σ(Wxi*xt +Whi*ht - 1 +Wci  vt - 1 + bi) （5）
at = tanh(Wxc*xt +Whc*ht - 1 + bc) （6）

ft = σ(Wxf *xt +Whf *ht - 1 +Wcf  ct - 1 + bf ) （7）
ot = σ(Wxo*xt +Who*ht - 1 +Wco  vt - 1 + bo) （8）

ct = ft  ct - 1 + it  tanh(Wxc*xt +Whc*ht - 1 + bc) （9）
Ht = ot  tanh(ct) （10）

式中， *为卷积运算； 为哈达玛乘积； σ(×) 为Logis⁃
tic函数； xt 为当前时刻的输入数据； ht - 1 为上一时刻

的隐藏状态； ct - 1 为上一时刻的存储单元；Whi 为隐

藏输入门矩阵；Wxo 为输入输出门矩阵。

3×3 Conv

3×3 Conv

3×3 Conv

3×3 Conv

Resize

Down-samplingConvLSTMUp-samplingConvLSTM

图3 SPR-Block结构

1.4 MCFF-Block
MCFF-Block 是编解码器结构的组成部分，用于

高效融合不同通道特征信息。MCFF-Block 通过双线

性插值算法对解码器网络输出的特征图进行 4倍上采

样，再将插值结果作为1×1卷积层的输入。为使特征

融合模块更好地引导模型获取预测结果，需在高维特

征中引入浅层特征信息。在多通道特征融合过程中的

常用方法是直接将通道维度内特征尺寸相同的高维特

征和低维特征进行连接；但该方法使用了多次卷积操

作增加了模型参数计算量（图 4a）。为了更好地进行

特征融合，MCFF-Block 通过级联结构融合图像的高

维语义信息和低维细节信息（图4b）。在MCFF-Block
中，先将高维特征和低维特征在通道维度上进行连

接，利用多次卷积操作得到特征 F1 ，然后在特征 F1

的通道维度上引入注意力机制。首先得到每个通道权

重 W1 ，再利用 SoftMax 函数对特征信息进行归一化，

最后将得到的权重应用于特征 F1 。特征融合的计算

公式为：

F2 =F1 +F1σ(Wi) （11）
式中， F1 为输入特征； F2 为融合后特征；Wi 为可学

习权重矩阵，由于权重矩阵能在模型训练过程中自动

学习，更好地实现高维特征和低维特征的融合，采用

1×1卷积得到建筑物提取结果。

Concatenate

Concatenate

Convolution

Convolution

Convolution

Convolution

SoftMax

Feature Maps

Feature Maps

Reshape

Transpose

Reshape

×

×

×

a 常用方法 b MCFF-Block
图4 MCFF-Block结构

2 实验结果与分析

2.1 实验数据集

为验证本文方法提取遥感图像建筑物区域的有效
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性，在 IAILD 遥感图像数据集上进行实验验证。

IAILD 包含 810 km2区域，空间分辨率为 0.3 m，包括

世界各地的多个区域。数据集中每幅图像的尺寸为

5 000×5 000像素。由于实验平台的GPU内存限制，将

每个样本裁剪为1 000×1 000像素，裁剪后的数据集包

含 5 680幅图像。随机选取 4 560幅图像作为训练集，

480幅图像作为验证集，640幅图像作为测试集。由于

部分裁剪后的图像为无标注数据，利用LabelMe进行

标注。数据集中样本图像见图5。

a 原始图像 b 真实标注

图5 IAILD数据集图像

2.2 评价指标

为了量化比较不同方法的遥感图像建筑物提取结

果，选取召回率（recall）、精确率（precision）、交并

比（IoU）和 F1_score 作为验证指标。recall 为模块获

取的建筑物区域像素占真实建筑物像素的比例；preci⁃
sion 为分类为建筑物的像素占所有建筑物像素的比

例；IoU 用于评估预测结果与真实标注之间的相似

性；F1_score为 recall与precision的综合评估指标。

recall =
Bseg

Bseg + Iunseg

， precision =
Bseg

Bseg + Iwseg

（12）

IoU =
Bseg

Bseg + Iunseg + Iwseg

（13）

F1 _score = 2 ´
precision ´ recall
precision + recall

（14）
式中， Bseg 为提取结果中被正确分类为建筑物区域的

像素； Iunseg 为图像中存在建筑物但未被分类为建筑

物区域的像素； Iwseg 为提取结果中背景区域被分类为

建筑物区域的像素。

2.3 结果分析

为评估本文方法性能，在相同的数据集和实验设置下，

将 MCANet 与 MCFCNN[12]、BRRNet[13]、 BuildingNet[14]、

NASNet[15]和SiameseUNet[16]进行比较。首先对不同方法

的训练过程和对应的建筑物提取精度进行比较；再比

较处理单幅遥感图像所占内存空间、计算参数量、训

练时间和测试时间。由图6可知，MCANet的损失值为

0.032，MCFCNN、BRRNet、BuildingNet、NASNet 和
SiameseUNet 的损失值分别为 0.173、 0.126、 0.112、
0.121和 0.117，表明MCANet具有显著优势；MCANet
的建筑物提取精度为 0.956，其他方法的精度分别为

0.880、0.893、0.920、0.905 和 0.931。由表 1 可知，

MCANet 的内存为 2.23 GB，训练时间为 3.13 h、测试

时间为 1.31 s、计算参数为 21，168，192，显著优于

其他方法，其原因在于MCANet结构简单、计算参数

少，有利于算法优化和训练。

0 500 1 000 1 500 2 000 2 500 3 000
Epoch

1.0
0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1

0

Los
s

MCFCNN
BRRNet
BuildingNet
NASNet
SiameseUNet
MCANet

a 不同方法训练过程比较

0 500 1 000 1 500 2 000 2 500 3 000
Epoch

1.0
0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2

Los
s

MCFCNN
BRRNet
BuildingNet
NASNet
SiameseUNet
MCANet

b 不同方法提取精度比较

图6 不同方法的训练过程和提取精度比较

表1 不同方法性能指标比较

模型

MCFNN
BRRNet

BuildingNet
NASNet

SiameseUNet
MCANet

内存/GB
5.48
5.12
4.73
4.26
3.52
2.23

训练时间/h
7.63
7.18
6.56
4.82
4.21
3.13

测试时间/s
7.41
6.26
5.85
3.52
3.14
1.31

参数

47，365，274
41，318，432
32，241，856
35，473，268
31，714，165
21，168，192

不同方法对 Austin 和 Chicago 区域的建筑物提取

结果见图7、8，相应的量化评价指标见表2、3所示，

可以看出，Austin区域的建筑物结构相对简单，但存

在验证的阴影现象，给建筑物提取带来了较大挑

战，Chicago 区域的建筑物密集，但分布相对均匀，

降低了建筑物提取的难度；MCFCNN、BRRNet 和
BuildingNet均能提取Austin区域建筑物的具体位置和

轮廓；NASNet和 SiameseUNet利用条件随机场对提取

结果进行优化，能够准确提取 Chicago 区域的建筑物

区域；MCANet在Austin和Chicago区域均取得了最优

效果，但Austin区域的评价指标低于Chicago区域，表

明其在抑制阴影干扰方面需要进一步提升。
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a Original Image b Ground Truth c MCFCNN d BRRNet

e BuildingNet f NASNet g SiameseUNet h MCANet
图7 Austin区域建筑物提取结果

a Original Image b Ground Truth c MCFCNN d BRRNet

e BuildingNet f NASNet g SiameseUNet h MCANet
图8 Chicago区域建筑物提取结果

表2 Austin区域量化结果比较

模型

MCFCNN
BRRNet

BuildingNet
NASNet

SiameseUNet
MCANet

recall/%
76.52
77.35
79.63
83.28
85.46
89.82

precision/%
81.87
84.25
87.63
88.72
90.26
94.38

IoU/%
72.37
74.16
76.82
79.51
81.34
87.42

F1_score
78.16
81.24
83.62
85.15
86.89
88.25

表3 Chicago区域量化结果比较

模型

MCFCNN
BRRNet

BuildingNet
NASNet

SiameseUNet
MCANet

recall/%
77.62
79.86
81.37
82.62
84.73
91.28

precision/%
83.67
85.12
87.93
89.26
91.38
95.27

IoU/%
73.41
75.26
78.43
79.82
82.43
89.75

F1_score
79.34
82.85
84.65
86.97
87.42
89.18

为 解 释 本 文 方 法 中 MS-CAM、 SPR-Block 和

MCFF-Block 对于遥感图像建筑物提取的有效性，本

文进行了消融实验分析。消融实验中以 UNet 为
Baseline 网络，依次在模型中引入不同模块和组件，

由表4可知，同时引入3个模块组件后，Baseline网络

获取了最好的建筑物提取效果，进一步证明了不同模

块对遥感图像建筑物提取的有效性。

表4 消融实验分析

Baseline
√
√
√
√

MS-CAM

√
√
√

SPR-Block

√
√

MCFF-Block

√

recall/%
61.46
78.37
86.93
91.25

precision/%
66.74
84.25
92.48
95.53

IoU/%
54.89
73.57
84.26
88.24

F1_score
61.26
79.24
88.73
90.12

3 结 语

为解决遥感图像建筑物区域提取问题，本文提出

了一种新颖的MCANet。MCANet通过编解码结构和注

意力机制对不同特征信息进行提取和融合，以实现建

筑物区域的准确提取。MCANet的MS-CAM能够解决

模型训练过程中的特征丢失问题，SPR-Block则用于

提取建筑物的类别和位置信息，利用MCFF-Block实

现多尺度特征融合并优化建筑物提取结果。实验结果

表明，MCANet 在多个评估指标中显著优于其他方

法，证明了其有效性和实用性。
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集范围、强化变量筛选能力和增改解释变量，从而进

一步提高模型的拟合优度。
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