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摘 要：针对量测不足条件下配电网状态估计方法精度较低的问题，提出了基于潮流引导神经网络的配电网贝叶

斯状态估计方法。首先，基于各节点的历史数据学习注入有功、无功功率的 2 维高斯混合概率分布，据此进行蒙

特卡洛抽样和潮流计算，以获取用于神经网络训练的丰富样本；其次，以最小化状态估计误差和潮流方程失配量

为目标，建立了基于潮流引导神经网络的配电网贝叶斯状态估计模型，通过在损失函数中融入潮流物理损失惩罚

项，获取满足电网运行约束的一致解；再次，采用 BOHB(贝叶斯优化+Hyperband)方法对神经网络超参数进行优

化，并提出了基于迁移学习的拓扑变化和分接头调整条件下的自适应方法；最后，实际数据和三相平衡/不平衡配

电网的测试结果表明，所提方法较基于伪量测的状态估计方法和无潮流引导的贝叶斯估计方法估计精度更高，且

在拓扑变化和分接头调整时具有较好的自适应性能。 
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Abstract：Driven by the low accuracy problem of existing distribution network state estimation (SE) methods when 
measurements are limited, a Bayesian SE method is proposed for distribution networks based on a novel power 
flow-informed neural network (PFINN). Firstly, the two-dimensional Gaussian mixture probability distribution of real and 
reactive power injection is learned for each node using historical data; thereby, abundant samples can be obtained for 
neural network training by Monte Carlo sampling and power flow calculation. Then, with the goal of minimizing the SE 
error and power flow equation violation, a Bayesian SE model is established for distribution networks based on the 
PFINN. Physics loss penalty is introduced into the loss function to constrain the output to be consistent with system oper-
ating constraints. Furthermore, the BOHB method is adopted to optimize the hyperparameters of the neural network, 
while transfer learning is introduced to adapt to changes of network topologies and on-load tap changers. Finally, test re-
sults using field data and balanced/unbalanced distribution networks show that the proposed method has better estimation 
accuracy than the pseudo-measurement-based SE method and the Bayesian SE method without power flow informing. 
Meanwhile, the proposed method achieves good adaptation performance to topology and tap changes. 
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0 引言 

随着分布式发电(distributed generation，DG)渗
透率的不断提高、电动汽车保有量的持续增长，配

电网的运行方式和动态行为愈加复杂，亟需提升态

势感知水平，保障其安全、可靠、经济运行[1-2]。状

态估计(state estimation，SE)是实现配电网运行态势

感知和韧性提升的重要工具[3-5]。然而，智能电表的

采集周期为分钟级，而微型同步相量测量单元

(micro-phasor measurement unit，μPMU)只能在有限

的关键节点配置，无法提供实时状态估计所需的全

网可观测条件，因而亟需研究基于有限实时量测的

配电网状态估计方法。 
针对配电网量测不足问题，国内外学者开展了

基于历史数据学习的伪量测建模及状态估计方法研

究。文献[6-7]将状态估计结果反馈给用于负荷估计

的机器学习模块，形成闭环信息流以提升状态估计

精度。文献[8]采用神经网络对负荷伪量测建模，在

状态估计时刻，将实时量测输入神经网络即可获取

注入伪量测，进而执行加权最小二乘(weighted least 
squares，WLS)状态估计。随后，学者提出了基于脉

冲神经网络[9]、深度信念网络[10]的伪量测建模与生

成方法。文献[11]通过神经网络将量测值映射到真

实运行点附近，并作为 WLS 估计的初值，提高了

估计的稳定性和精度。文献[12-15]提出了基于神经

网络的区间状态估计方法。 
WLS 估计在量测误差服从高斯分布时等价于

极大似然估计，具有最优一致无偏且方差最小的优

良特性。然而，实时量测不足时 WLS 估计无法直

接应用，而伪量测生成-WLS 估计两阶段法的估计

精度严重依赖伪量测权重，WLS 的优良特性难以保

持，因此最大后验估计[16]、最小均方误差(minimum 
mean square error，MMSE)估计[17]等贝叶斯估计方

法重新得到关注。贝叶斯估计需要计算给定实时量

测下状态变量的条件分布，计算量大甚至无解析解，

而神经网络为此提供了解决方案。文献[18]以最小

化状态估计均方误差为目标，提出了基于深度学习

的配电网贝叶斯状态估计方法，采用神经网络对状

态变量的条件期望进行参数化近似。文献[19]进一

步将该思想与长短期记忆网络结合，提出了电-气综

合能源系统贝叶斯状态估计方法。神经网络离线训

练完成后，在线运行时输入实时量测即可得到状态

估计结果[20-22]，具有良好的估计精度和计算速度。 

在数据充裕的条件下，基于神经网络的贝叶斯

估计能达到很高的精度，然而神经网络黑盒式的工

作方式使结果的可解释性弱[23]、泛化性能差，其推

断可能不符合已知的物理条件。内嵌物理知识的神

经网络(physics-informed neural network，PINN)[24-25]

可通过物理知识引导模型学习，从而得到与物理知

识一致的解。PINN 已应用于电力系统潮流计算[26]、

状态和参数估计[27-31]。文献[27]基于物理知识修剪

不必要的网络连接来防止过拟合，获得了比高斯-
牛顿法更高的估计精度。文献[28]将历史数据和实

时量测共同作为 PINN 的输入进行状态估计，但其

性能受历史数据量限制，样本有限会导致模型泛化

能力不足，且未考虑拓扑变化和分接头调整情况。

文献[29]提出了基于迁移学习的变拓扑电网状态估

计方法，取得了良好效果。 
针对量测不足条件下现有配电网状态估计方

法精度较低的问题，本文提出了基于潮流引导神经

网络(power flow-informed neural network，PFINN)
的配电网贝叶斯状态估计方法。首先，基于历史数

据学习注入有功、无功功率的 2 维高斯混合概率分

布，据此进行蒙特卡洛抽样和潮流计算获取丰富的

样本用于神经网络训练；其次，以最小化状态估计

误差和潮流方程失配量为目标，建立了基于 PFINN
的配电网贝叶斯状态估计模型；再次，采用

BOHB(Bayesian optimization and Hyperband)方法对

神经网络超参数进行优化，并提出了基于迁移学习

的拓扑变化和分接头调整条件下的自适应方法；最

后，通过实际数据和典型配电网算例测试验证了所

提方法的有效性。 

1  配电网状态估计 

1.1  量测模型 

对于含 m 个量测量、n 个状态变量的配电网，

在给定网络拓扑及参数情况下，量测方程为： 

 ( )= +z h x v  (1) 

式中： T
1 2[    ]mz z z=z Λ 为量测向量，包括支路有功

和无功功率量测、节点有功和无功注入量测、节点

电压幅值和相角量测、支路电流幅值和相角量测；
T

1 2[    ]nx x x=x Λ 为状态向量，包括非平衡节点的电

压 幅 值 和 相 角 ； ( )⋅h 为 非 线 性 量 测 函 数 ；
T

1 2[    ]mv v v=v Λ 为量测误差向量，各量测误差服从

均值为 0、标准差为σi的独立正态分布。 
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1.2  WLS 估计 

WLS 估计以加权残差平方和最小为目标，即： 

 1
2min ( ) ( )J −= − Rx

x z h x  (2) 

式中：J(x)为 WLS 估计的函数值；R为量测误差协

方差矩阵； 2 T=M a Maa 为向量 a关于矩阵M的平

方范数， ( )−a = z h x 为需要计算范数的向量，

1−=M R 为定义内积空间的方阵。 

采用高斯-牛顿法求解，首先令 J(x)对 x的一阶

偏导为 0，可得： 
 T 1( ) ( ( ))− − = 0H x R z h x  (3) 
式中： ( ) ( ) /= ∂ ∂H x h x x为量测雅可比矩阵。 

进而，利用泰勒级数将上述非线性方程组在给

定初值附近展开，每次迭代求解如下正规方程组： 
 1 ( ) ( ) T ( ) 1 ( )( ) ( ) ( ( ))k k k kx− −Δ = −G x x H x R z h  (4) 
式中： 1 ( )( )k−G x 为 ( )( )kG x 的逆矩阵， ( )( )kG x 为雅

可比矩阵的近似； Δx 为状态变量的增量；

x(k+1)=x(k)+Δx(k)；k 为迭代次数。 
通过迭代求解，直到满足收敛判据，可得到系

统的状态估计值。 
1.3  贝叶斯状态估计 

贝叶斯状态估计的估计准则可选用 MMSE 估

计或更加稳健的最小平均绝对误差(minimum mean 
absolute error，MMAE)估计。对于 MMSE 估计，其

目标为在已知量测 z的条件下，使状态估计值 MSx̂ 和

状态真值 x的均方误差(mean squared error，MSE)
期望最小，即： 

 ( ) ( )
MS

2 2
MS MS MS2 2

min ( ) ˆJ E E= = −
x

x x x x
%

% %  (5) 

式中： MS MSˆ= −x x x% 为误差向量；E(·)为随机变量

的数学期望。 
根据估计理论基本定理[32]，并考虑准稳态运行

时各时刻状态相对独立，模型(5)的解为： 
 MSˆ ( | )E=x x z  (6) 

本文采用 MMAE 估计，其目标为在已知量测 z
的条件下，使状态估计值 MAx̂ 和状态真值 x的平均

绝对误差(mean absolute error，MAE)期望最小，即： 

 ( ) ( )
MA

MA MAMA 1 1
ˆmin ( )J E E −= =

x
x x xx

%
%%  (7) 

可见，需要计算给定量测下状态变量的条件期

望，一般而言，该积分计算量大甚至无解析解，而

神经网络提供了新的解决方案。具体地，状态变量

的条件期望式(7)可看作定义在(z, x)的联合分布上、

以量测向量 z为自变量的非参数回归[18]，该非参数

回归可采用神经网络进行参数化近似。因此，可基

于(z, x)的联合分布获取样本，进而对神经网络的参

数进行估计，得到状态变量求解模型。 

2  基于 PFINN 的配电网状态估计 

2.1  整体思路 

在贝叶斯状态估计 [18]基础上，设计的基于

PFINN 的配电网贝叶斯状态估计整体框架如图 1 所

示，包括离线训练和在线运行 2 阶段。 
离线训练阶段步骤为： 
1）基于有限的智能电表历史数据，对负荷和

DG 出力进行统计建模，学习各节点注入有功、无

功功率的 2 维高斯混合概率分布。 
2）对学习到的概率分布进行蒙特卡洛抽样，

得到大量注入功率样本。 
3）对每个注入功率样本，基于元件参数和当

前的网络拓扑、有载调压变压器 (on-load tap 
changer，OLTC)分接头位置进行常规潮流计算，得

到用于神经网络训练的丰富样本。 
4）以最小化状态估计误差为目标，建立基于

PFINN 的配电网贝叶斯状态估计模型，通过在损失

函数中叠加潮流物理损失惩罚项，获取满足电网运

行潮流约束的一致解。 
5）若检测到拓扑/分接头位置变化，则进行拓

扑/分接头位置辨识，并重新进行潮流计算，以获取

样本用于神经网络再训练；再训练时潮流物理损失

项基于辨识出的新拓扑或分接头位置进行计算。 
在线运行阶段步骤为：将实时量测输入到离线

阶段预训练的神经网络模型即可得到当前时刻状态

估计结果。可见，基于深度学习的贝叶斯状态估计

框架将计算量转移至离线训练阶段，在线应用时仅 

 

图 1  基于 PFINN 的状态估计框架 

Fig.1  Proposed SE framework based on PFINN 
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需通过一次前向计算即可快速得到估计结果，可满

足大规模配电网在线状态估计的实时性要求。 
2.2  基于高斯混合模型的负荷和DG 出力统计建模 

充足的样本是基于神经网络的状态估计方法

成功的前提。然而，历史数据量可能无法满足训练

需要，同时基于等间隔采样的离散历史数据难以提

取更细时间尺度的时序特征。因此，需要通过概率

分布学习和蒙特卡洛抽样，获取大量模拟样本参与

训练。然而，配电网直接面向电力用户，其负荷常

常具有多峰特性，采用单一高斯分布拟合精度较低。 
因此，本文基于各节点有功、无功负荷及 DG

的历史数据对每个节点建立注入有功、无功功率的

2 维高斯混合模型(Gaussian mixture model，GMM)，
并采用期望最大化算法求解各多元高斯分布分量的

权重、期望和协方差矩阵，以贝叶斯信息准则为依

据确定 GMM 中高斯分布分量的最佳数量。参数估

计完成后，即可从 GMM 中抽样获取充足的节点注

入功率数据，进而进行潮流计算，获取用于神经网

络训练的量测-状态样本集。 
2.3  PFINN 训练 

2.3.1 PFINN 结构设计 
在神经网络的结构方面，由于状态估计在线运

行时仅依靠当前时刻的实时量测，输入维度较小，

故循环神经网络(residual neural network，RNN)、卷

积神经网络不适用，因此采用全连接神经网络(fully 
connected neural network，FCNN)，由输入层、输出

层及若干隐藏层组成，前向传播基于输入数据和权

重参数计算输出结果，反向传播通过链式求导法则

计算损失函数对各参数的梯度，并进行参数更新。

通过前向计算、梯度反向传播重复迭代，最终使网

络参数达到最优。 
2.3.2 损失函数 

神经网络一般用 MSE 或 MAE 作为损失函数，

MAE 对离群点较为稳健，但中心点不连续可微；

MSE 各点都连续光滑，然而当函数输入值距离中心

值较远时，可能导致梯度爆炸。本文采用 MAE 作

为损失函数，其计算式为： 

 MAE 1
1

ˆL
N

= −x x  (8) 

式中：LMAE为 MAE 损失函数；N 为训练集样本数

量；x为状态真值(标签)向量；x̂为状态估计值向量。 
在数据充裕的条件下，纯数据驱动的神经网络

模型能达到很高的精度，但神经网络黑盒式的工作

方式使结果的可解释性较弱、泛化性能差，其推断

可能不符合已知的物理条件。因此，本文在 MAE
损失函数基础上，基于神经网络输出违反潮流方程

的程度构造潮流物理损失函数，使其参与训练过程，

作为惩罚项来限制神经网络权重参数的可行空间，

保证输出结果符合潮流物理约束。其表达式为： 

 

*

physics 1 1

ˆ ˆˆ ˆ ˆ ˆ ˆj ,    
1 1 ˆˆL
N N

⎧ = + = =
⎪
⎨

= + −⎪ −⎩

S P Q U I I YU

Q QP P

ε
 (9) 

式中：ˆ ˆˆ ˆ ˆS P Q U I、 、 、 、 分别为根据估计结果 x̂计算

出的节点注入复功率向量、节点注入有功功率向量、

节点注入无功功率向量、节点复电压向量、节点注

入复电流向量；P、Q 分别为节点注入有功功率、

节点注入无功功率的真值向量；Y为节点导纳矩阵；

Lphysics为潮流物理损失函数；*为复共轭运算；ε为

向量按元素相乘运算。 
如图 2 所示，考虑物理损失后，神经网络的损

失函数为： 
 physics MAE(1 )L L Lα α= + −  (10) 

式中：α为调节 2 个损失函数权重的超参数，0≤α≤1。 
2.3.3 潮流引导分析 

命题：引入潮流物理损失可降低状态估计误差。 
分析：假设在相同条件下，分别采用 2 种方法

进行状态估计，即方法 1：基于神经网络的贝叶斯

状态估计(Bayes)；方法 2：基于 PFINN 的贝叶斯状

态估计(PFINN-Bayes)。2 种方法基于同样的量 
测-状态样本训练集各自离线训练得到 1 个神经网

络。则： 
1）对于某一训练集样本(z, x)，将量测向量 z

送入 2 个神经网络，令 2 种方法的状态估计结果分

别为 Bayesx̂ 、 PFINN-Bayesx̂ ，2 种方法的节点注入复功

率估计结果分别为 BayesŜ 、 PFINN-BayesŜ 。由于方法 2 

 

图 2  PFENN 示意图 

Fig.2  Illustration of the PFENN 
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的损失函数中包含潮流物理损失，因此必然有： 

 physics PFINN-Bayes physics Bayesˆ ˆ( ) ( )L L<x x  (11) 

潮流物理损失表征节点注入复功率的估计值与

真值 St 之间的欧氏距离，因此式(11)表明在节点注

入复功率空间 RS中，与 BayesŜ 相比， PFINN-BayesŜ 更接

近 St，即 d2<d1，如图 3 所示，其中，d1、d2分别为

方法 1 和方法 2 的节点注入复功率估计结果与真值

之间的欧式距离；d3、d4分别为方法 1 和方法 2 的

状态估计结果与真值之间的欧式距离；S 为节点注

入功率向量；V 为状态向量；
1

PowerFlowf
−

为潮流逆映

射。根据潮流逆映射，将节点注入复功率空间 RS

中的点映射回状态空间 RV中，可自然推知：与 Bayesx̂

相比， PFINN-Bayesx̂ 更接近状态真值 xt，即 d4<d3。 
2）对于某一测试集样本(z, x)(x未知)，将量测

向量 z送入 2 个神经网络，同样令 2 种方法的状态

估计结果分别为 Bayesx̂ 、 PFINN-Bayesx̂ ，2 种方法的节

点注入复功率估计结果分别为 BayesŜ 、 PFINN-BayesŜ 。

此时，尽管节点注入复功率真值 St未知，但只要训

练集中包含类似样本，即神经网络在训练过程中见

过与(z, x)相类似的样本，同样可推断：方法 2 的潮

流物理损失项更小，式(11)仍然成立，即与 BayesŜ 相

比， PFINN-BayesŜ 更接近 St，即 d2<d1；根据潮流逆映

射，将节点注入复功率空间 RS中的点映射回状态空

间 RV中，尽管状态真值 xt 未知，同样可推知：与

Bayesx̂ 相比， PFINN-Bayesx̂ 更接近状态真值 xt。 
2.4  基于 BOHB 算法的超参数优化 

神经网络的结果对超参数的选取极其敏感，因

此要对网络的深度、宽度、学习率、丢弃率、损失

权重等超参数进行优化，从而使整个网络估计效果

达到最优。在各种超参数优化方法中：网格搜索法

计算量大；随机搜索法一般快于网格搜索，然而性

能不稳定；贝叶斯优化(Bayesian optimization，BO)
通过构造黑箱函数的后验概率寻找最优超参数，然

而，对每组超参数均需等待训练完毕，因此造成资

源和时间的浪费。本文采用综合了 BO 和 Hyperband
法优势的 BOHB 超参数优化策略[33]，其思路为：给

不同的超参数分配少量计算资源，对验证集上表现

更好的超参数分配更多计算资源，而其他超参数则

提前停止训练而被舍弃，以减少计算时间；所有超

参数训练出的模型均使用验证集评估，评估结果传

递至 BO，以寻找下一组超参数。与 BO 相比，BOHB
法在尽可能保留 BO 法精度的同时显著提升了计算

速度。 
2.5  基于迁移学习的拓扑变化自适应 

当网络拓扑或 OLTC 分接头发生变化时，

PFINN 模型需要重新训练，对于大型系统来说较为

耗时，因此本文采用有监督迁移学习予以解决，思

路为：(1)仅重新训练与最后一层网络参数，其他层

参数冻结在先前学习的值，如图 4 所示；(2)最后一

层参数重新训练时，以先前学习结果作为初值。通

过上述方式进行迁移学习，在无显著精度损失的前

提下，可显著降低迭代次数和训练时间。 

3  算例分析 

3.1  仿真设置 

采用 33 节点配电系统和三相不平衡的 123 节

点配电系统对所提状态估计方法进行测试。深度学

习基于 PyTorch 框架实现，测试平台为配置 AMD 
5600X CPU 和 RTX3070 GPU 的台式机，其运行频

率、内存、显存分别为 3.70 GHz、16 GB、8 GB。
33 节点系统支路电流相量量测配置如图 4 所示。 

数据来源为国内某城市多个配电台区 2019年 5
月、6 月、7 月共 3 个月的实际运行数据，采集间隔

为 15 min，共 8 832 个时刻。将各台区数据随机分

配到 33 节点系统各节点。选取前 7 000 条数据用于

统计建模和神经网络训练、第 7 001—8 000 条数据

用于验证，第 8 001—8 832 条数据用于测试。为了 

 

图 3  节点注入功率空间与状态空间映射示意图 

Fig.3  Illustration of mapping between the power injection 

space and the state space 

 

 

图 4  33 节点配电系统量测配置 

Fig.4  Measurement configuration of the 33-bus  

distribution system 
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不泄露测试集，用于 GMM 建模的历史数据仅来自

训练集。对 GMM 模型通过蒙特卡洛抽样生成

50 000 个节点有功、无功负荷样本，使用

MATPOWER[34]进行潮流计算生成量测-状态样本，

并使用最大-最小归一化方法将数据缩放至[0,1]区间。 
3.2  BOHB 超参数优化效果测试 

FCNN 超参数包括神经网络的宽度、深度、学

习率、丢弃率及损失函数权重，超参数搜索空间及

最终的最优超参数组合如表 1 所示，共搜索 100 组

超参数，采用 BOHB 算法从中选取最优超参数组

合，并与 BO 方法进行对比。BOHB 优化过程如图

5 所示，可见，随着训练轮数的增加，损失函数不

断减小，但只有在验证集上表现更好的超参数才会

被分配更多的计算资源，得以继续训练，而其他超

参数则提前停止训练而被舍弃，以减少计算时间。 
为了量化整体的估计效果，采用 MSE 指标对 2

种方法进行评价，计算式为： 
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式中：θt、Vt分别是 t 时刻除平衡节点以外全部节点

的电压相角和电压幅值的估计值列向量； true
tθ 、

true
tV 分别是 t 时刻除平衡节点外所有节点电压相

角、幅值的真值列向量；M 为测试集样本数量；n

为系统的节点数量。 
对测试集量测添加 0.5%的相对误差，BO 方法

下的电压相角、幅值 MSE 分别为 0.654×10−6、

0.896×10−6，而 BOHB 方法下的电压相角、幅值 MSE
分别为 1.699×10−6、0.977×10−6。可见，基于 BO 超

参数优化的状态估计精度更高，这是由于 BO 计算

量更大，参数搜索更加充分，能获取更优的超参数。

然而，BO 方法所需时间远超过 BOHB 方法：每组

超参数下 FCNN 训练时间约 3 min；对于同样 100
组超参数，BO 方法耗时约 5 h，而基于 BOHB 方法

总耗时仅约 75 min，时间为前者的 1/4，计算速度

得到显著提升。 
3.3  GMM 测试 

本节测试 GMM 统计建模和抽样的有效性，设

计如下 3 种方案进行对比测试： 
1）使用原始实测数据进行潮流计算，生成神

经网络训练样本。 

2）使用高斯分布对原始数据进行统计建模和

抽样，进而进行潮流计算生成神经网络训练样本。 
3）使用 GMM 对原始数据进行统计建模和抽

样，进而进行潮流计算生成神经网络训练样本。 
3 种方案均采用基于 PFINN 的贝叶斯深度学习

状态估计方法，测试集状态估计绝对误差频率直方

图如图 6 所示，其中电压幅值的绝对误差为标幺值，

其基准值为系统的额定电压，纵轴频率为频数与总

数的百分比。由图 6 可见，基于 GMM 建模的状态

估计误差最小，绝对误差普遍集中在 0 附近，基于

单一高斯分布建模的状态估计误差次之，而基于原

始实测数据的状态估计误差最大。可见，使用 GMM 
表 1  超参数搜索空间 

Table 1  Search space of the hyperparameters 

参数名称 搜索空间 BOHB 最优值 

隐藏层神经元数量 128、256、512、1 024 128 
隐藏层神经元层数 1~10 3 

学习率 [10−5, 5×10−3] 1.122×10−3 
损失函数权重 α [0.1, 1] 3.653×10−6 

丢弃率 [0.1, 0.5] 0.228 

 

 

图 5  BOHB 法优化过程 

Fig.5  Optimization process of the BOHB method 

 

 

图 6  状态估计绝对误差频率直方图 

Fig.6  Frequency histogram of SE absolute errors 
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对负荷节点进行统计建模和抽样，可充分学习有功、

无功负荷的时间序列特性和相关性，抽样获取丰富

的训练样本，使神经网络得到充分训练，从而显著

提升估计精度。 
3.4  基于 PFINN 的状态估计测试 

本节测试神经网络损失函数中加入潮流引导

的有效性，对如下 4 种状态估计方法进行对比： 
1）基于 FCNN 的伪量测生成+WLS 估计

(WLS-FCNN)[8]。基于 GMM 建模和抽样，采用

FCNN 生成伪量测，神经网络输入为实时量测，伪

量测权重根据当前时刻的前 50 个时刻历史伪量测

误差方差的倒数设置。 
2）基于 RNN 和 FCNN 的伪量测生成+WLS 估

计(WLS-RNN+FCNN)[28]。采用 RNN 和 FCNN 共同

生成伪量测，神经网络输入为当前时刻的前 50 个历

史数据和实时量测，伪量测权重设置方式与

WLS-FCNN 相同，由于采用了时间序列信息，因此

不进行 GMM 建模和抽样。 
3）贝叶斯深度学习状态估计(Bayes)[18]。基于

GMM 建模和抽样，采用 FCNN 进行状态估计，神

经网络输入为实时量测，输出为系统状态。 
4）本文方法(PFINN-Bayes)。与 3）相同，但

神经网络采用 PFINN 替换 FCNN。 
4 种状态估计方法的电压 MSE 对比如表 2 所

示。由表 2 可见，与后 2 种贝叶斯深度学习状态估

计方法相比，前 2 种基于伪量测生成和 WLS 的估

计方法误差较大；同时，与无潮流引导的贝叶斯深

度学习状态估计方法相比，本文方法通过潮流引导

进一步提升了状态估计精度。 
4 种方法的绝对误差频率直方图见图 7，图中

将>5×10−3(p.u.)的绝对误差设置为 5×10−3(p.u.)。由

图 7 可见，2 种贝叶斯深度学习状态估计方法优于

基于伪测量生成的 WLS 方法。同时，与无潮流引

导的贝叶斯深度学习方法相比，基于 PFINN 的贝叶

斯深度学习方法显著提高了估计精度。 
3.5  拓扑变化适应性测试 

本节测试所提迁移学习策略对网络拓扑变化

的适用性。假设线路 9-10 发生故障，线路两端开关

断开隔离故障后，可通过 3 种方案恢复下游负荷供

电，即闭合联络线 9-15、12-22 和 18-33。由于第 3
种供电恢复方案下部分节点电压过低，因此本节仅

测试前 2 个拓扑。 
设计以下 3 种方案进行测试： 

表 2  不同状态估计方法的电压 MSE 对比 

Table 2  Voltage MSE comparison of different MSE methods 

方法 δθ/(10−5 rad2) δV(p.u.)/10−5 

WLS-FCNN 1.201  3.282  
WLS-RNN+FCNN 1.551  0.830  

Bayes 0.371  0.205  
PFINN-Bayes 0.170  0.098  

 

 

图 7  不同状态估计方法的绝对误差频率直方图 

Fig.7  Frequency histogram of absolute errors using different 

SE methods 

 
1）使用预训练(基于旧拓扑和 50 000 个样本)

的 PFINN 模型。 
2）使用重新训练(基于新拓扑和 50 000 个样本)

的 PFINN 模型。 
3）使用迁移学习重新训练(基于新拓扑和不同

数量样本)的 PFINN 模型。 
对测试集量测添加 5%的相对误差，网络拓扑

变化下 3 种方案的电压 MSE 对比如表 3 所示，其

中 3 种方案分别简写为“旧模型”、“新模型”和“迁

移学习”。由表 3 可见，直接应用原拓扑下训练的旧

PFINN 模型会导致较大的估计误差；使用重新训练

的新 PFINN 模型虽然可以获得更好的估计效果，但

重新训练计算量大、较为耗时；使用迁移学习重新

训练的新 PFINN 模型可以较好地平衡计算量与估

计精度，基于较少的样本数量和模型参数，即可在

较短时间内使模型具有较高的估计精度，具有良好

的拓扑变化适应性。 
3.6  量测噪声和不良数据测试 

本节测试了基于 PFINN 的贝叶斯深度学习状

态估计方法对量测噪声和不良数据的鲁棒性。首先 
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表 3  网络拓扑变化下 3 种方案的电压 MSE 对比 

Table 3  Voltage MSE comparison of three schemes when network topology changes 

拓扑 
旧模型 新模型 迁移学习 

δθ/(10−5 rad2) δV(p.u.)/10−5 δθ/(10−5 rad2) δV(p.u.)/10−5 耗时/s 数据量 δθ/(10−5 rad2) δV(p.u.)/10−5 耗时/s 

闭合 
9-15 

3.31  7.85  1.69  4.48  500.1 

3 000 2.86  6.59  20.0 

5 000 2.55  6.02  38.2 

8 000 2.21  5.50  71.6 

闭合 
12-22 

40.6  56.4  0.33  0.56  497.3 

3 000 3.41  5.12  18.9 

5 000 1.53  2.20  35.4 

8 000 1.32  2.00  68.5 

 
设置了 5 级测量误差，不同量测误差下的电压 MSE
对比如表 4 所示。由表 4 可见，随测量噪声的增大，

估计精度缓慢下降，但 MSE 仍保持在相对接近的

误差量级，显示出对量测噪声的鲁棒性；同时，由

于量测冗余度减小和缺少相角信息，将电流相角量

测删除而仅使用电流幅值量测时，状态估计精度 
降低。 

在此基础上，向测试数据集添加多个坏数据，

选择测试集 732 个时刻中的 10%(73 个时刻)，每个

时刻设置其中2个实时量测的量测误差为10倍标准

差，电压 MSE 对比如表 4 所示。由表 4 可见，随

着测量误差水平的增加和相角量测的删除，估计精

度变化趋势与无坏数据时相似，MSE 与无坏数据时

相比更大，但仍然保持在相对接近的误差量级，表

明所提方法对量测坏数据具有一定的鲁棒性。 
3.7  冲击性负荷测试 

本节测试了冲击性负荷下所提方法的适应性。

在 33 节点系统中，采用某企业的实际冲击性负荷对

某时段内节点 11 的负荷进行替换，以模拟节点 11
的冲击性负荷，与常规负荷相比，该冲击性负荷不

具备类似于历史数据的周期规律性。冲击性负荷下

各节点状态估计结果 MSE 曲线如图 8 所示。由图 8
可见，在冲击性负荷所在时段，电压相角 MSE 变

化不大而电压幅值 MSE 变差，这是由于在离线训

练阶段神经网络未“见过”与该冲击性负荷相似的

负荷，导致状态估计的 MSE 指标较无冲击性负荷

时有所增加，但仍保持在相对接近的误差水平，表

明所提方法对冲击负荷具有一定适应性。 
3.8  三相不平衡配电系统测试 

本节将 PFINN 状态估计应用于三相不平衡的

123 节点系统，三相电流相量量测配置如图 9 所示，

将所有开关和 OLTC 删除。基于国内 2 082 个低压

用户的实际负荷数据，随机选择 50～100 户进行聚

合，并分配给每个单相负荷节点。超参数搜索空间 

表 4  不同量测误差水平和坏数据下电压 MSE 对比 

Table 4  Voltage MSE comparison under different measure-

ment error levels and bad data 

量测

方法

量测误 
差/% 

δθ/(10−5 rad2) δV(p.u.)/10−5 

无坏数据 有坏数据 无坏数据 有坏数据

电流

相量

量测

1 0.45  0.95  1.10  2.02  

2 0.50  2.13  1.23  4.70  

3 0.59  3.56  1.41  8.15  

4 0.82  4.42  1.92  10.3  

5 1.15  5.08  2.61  11.9  

电流

幅值

量测

1 3.51  3.52  6.83  6.84  

2 3.55  3.58  6.89  6.88  

3 3.65  4.14  7.02  7.66  

4 3.78  5.61  7.23  10.6  

5 3.91  7.18  7.46  14.0  

 

 

图 8  冲击性负荷下 33 节点系统的电压 MSE 曲线 

Fig.8  Voltage MSE curves of the 33-bus system under  

impact loads 

与表 1 相同，三相潮流计算基于 OpenDSS[35]实现。

使用 3.4 节 4 种状态估计方法进行测试，状态估计

绝对误差的频率直方图如图 10 所示。由图 10 可见，

PFINN Bayes 方法优于所有其他方法，再次验证了

GMM 采样和潮流引导的优越性。 
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图 9  123 节点系统量测配置 

Fig.9  Measurement configuration of the 123-bus system 

 
3.9  分接头变化适应性测试 

本节测试迁移学习策略对 OLTC 分接头位置变

化的鲁棒性。在 123 节点系统中配置 6 个单相

OLTC，各有 33 个分接头(−16—16)。分接头原始位

置为 0，仿真 4 次分接头位置变化，测试中令所有

OLTC 分接头位置相同。设计如下 4 种方案： 
1）使用预训练(基于旧分接头位置和 8 000 个

样本)的 PFINN 模型。 
2）使用重新训练(基于新分接头位置和 8 000

个样本)的 PFINN 模型。 
3）使用迁移学习重新训练(基于新分接头位置

和 8 000 个样本)的神经网络，无潮流引导。 
4）使用迁移学习重新训练(基于新分接头位置

和 8 000 个样本)的 PFINN 模型。 
对测试集量测设置 3%的相对误差，分接头变

化下的电压 MSE 对比如表 5 所示，其中 4 种方案

分别简写为“旧模型”、“新模型(PFINN)”、“新模

型(Bayes)”和“迁移学习”。由表 5 可见，当分接

头位置变化时，旧 PFINN 模型估计误差较大，新

PFINN 模型估计精度最高，而迁移学习再训练的

PFINN 模型通过较低的计算量实现了较高的估计

精度，验证了迁移学习策略应对分接头变化的有效

性。此外，与三相平衡系统相似，基于 PFINN 的贝

叶斯深度学习方法相比无潮流引导的贝叶斯深度学

习方法估计精度更高，验证了潮流引导的有效性。 

4  结论 

针对量测不足条件下配电网状态估计方法精 

 

图 10  不同估计方法下 123 节点系统绝对误差频率直方图 

Fig.10  Frequency histogram of SE absolute errors of the 

123-bus system using different SE methods 

 
表 5  分接头变化下 123 节点系统的电压 MSE 对比 

Table 5  Voltage MSE comparison of the 123-bus system  

under tap changes 

分接

头档

位

δθ/(10−5 rad2) δV(p.u.)/10−5 

旧

模

型

新模型

(PFINN)
新模型

(Bayes)
迁移

学习 

旧

模

型 

新模型

(PFINN) 
新模型

(Bayes)
迁移

学习

5 0.84 0.47 0.52 0.53  3.83 0.69  0.73 1.09 
−5 0.87 0.33 0.35 0.46  2.63 0.44  0.57 1.10 
10 0.85 0.38  0.50 0.53  3.94 0.60  0.91 1.63 
−10 0.80 0.31  0.49 0.45  2.40 0.46  0.86 0.97 

 
度较低的问题，本文提出了基于潮流引导神经网络

的配电网贝叶斯深度学习状态估计方法，所提方法

具有以下特点和优势： 
1）通过在损失函数中融入潮流物理损失惩罚

项，可获取满足电网运行约束的物理一致解，并给

出了潮流引导可提升估计精度的证明。 
2）采用 BOHB 方法对神经网络模型的超参数

进行优化，并提出了基于迁移学习的拓扑变化和分

接头调整条件下的自适应方法。 
测试结果表明所提方法较现有基于伪量测的

配电网状态估计方法和无潮流嵌入的贝叶斯深度

学习状态估计方法具有更高的估计精度，且在拓扑

变化和分接头调整时具有较好的自适应性能。后续

将研究基于图神经网络的深度学习状态估计方法，

以及更有效的拓扑变化和分接头调整鲁棒自适应

策略。 
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