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摘 要：在高压变电站现场，气体绝缘组合电器(gas insulated switchgear, GIS)局部放电诊断准确率受到有标签样本

数量的制约。为解决常规局部放电诊断方法中无法使用无标签数据、难以克服训练样本与待测试样本差异等问题，

提出了一种基于可变形卷积与自监督对比学习的 GIS 局部放电诊断方法。首先通过比较未标注数据样本之间的相

似性与差异性训练特征提取网络，得到输入数据的特征表示，之后利用有标签数据训练分类器，学习不同局放数

据特征表示的缺陷类别，最后将待测试样本输入模型，实现局部放电诊断。为了进一步提高模型在特征提取过程

中的感知能力，引入可变形卷积神经网络和空间变换模块，增强卷积核对特征图的适应性。结果表明：使用自监

督对比学习可以充分利用无标签数据，实现高效特征捕捉，在有标签数据量不充足的情况下，通过无标签数据进

行预训练的模型在局部放电诊断准确率上平均提高 9.34%。该文提出的自监督对比学习方法可以为局部放电缺陷

诊断提供一种新的解决方案。 
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Abstract：In high-voltage substation, the accuracy of gas insulated switchgear (GIS) partial discharge diagnosis is re-
stricted by the number of labeled samples. In order to solve the problem that unlabeled data cannot be used in 
conventional partial discharge diagnosis methods, and the difference between training samples and samples to be tested 
cannot be overcome, a GIS partial discharge diagnosis method based on deformable convolution and self-supervised con-
trastive learning is proposed in this paper. First, the feature extraction network is trained by comparing the similarity and 
difference between the unlabeled data samples to obtain the feature representation of the input data. Then, the classifier is 
trained by the labeled data to learn the defect categories represented by the features of different partial discharge data. Fi-
nally, the samples to be tested are input into the model to achieve partial discharge diagnosis. In order to further improve 
the perception ability of the model in the process of feature extraction, a deformable convolutional neural network and a 
spatial transform module are introduced to enhance the adaptability of the convolutional check feature map. The results 
show that self-supervised contrastive learning can make full use of unlabeled data to achieve efficient feature capture. In 
the case of insufficient labeled data, the model pre-trained by unlabeled data can improve the PD diagnosis accuracy by 
9.34% on average. The self-supervised contrastive learning method proposed in this paper can provide a new solution for 
the partial discharge diagnosis. 
Key words：partial discharge; GIS; self-supervised; contrastive learning; deformable convolution 

 

——————— 
基金资助项目：国家自然科学基金 (62075045)。 
Project supported by National Natural Science Foundation of China (62075045). 



张瑞霖，张  悦，孙晓兰，等：基于可变形卷积与自监督对比学习的 GIS 局部放电诊断方法 5023 

0 引言 

气体绝缘组合电器 (gas insulated switchgear, 
GIS)因其体积小、安装方便、集成度高、绝缘灭弧

性能优良等特点，在电力系统中得到广泛应用[1-2]。

局部放电现象是 GIS绝缘劣化的重要征兆和表现形

式，又是绝缘进一步劣化的关键成因[3-4]。局部放电

信号中包含了丰富的绝缘状态信息，对局部放电的

在线监测可以有效监测出绝缘缺陷的发生及严重程

度[5]。不同类型局部放电反映的劣化机理不同，会

对电气设备造成不同程度的破坏，因此对局部放电

缺陷进行正确诊断，对评估设备内部绝缘状态、避

免绝缘劣化发展有重要的指导意义[6-8]。 
随着计算机技术和人工智能技术的出现和发

展，多种应用于 GIS 局部放电诊断的技术被提出。

局部放电相位分布(phase resolved partial discharge, 
PRPD)和脉冲序列相位分布(phase resolved pulse 
sequence, PRPS)是 GIS 局部放电的数据呈现方式，

被广泛应用到相关研究[9-11]中。研究人员通过采集

GIS 在局放发生过程中的信号，对数据进行预处理

并提取信号中的特征量，例如平均脉冲宽度、信号

均值等，从而进行局放缺陷类型诊断[12-14]。然而，

在外施电压改变或出现噪声干扰时，局部放电脉冲

幅值、形状等特性将发生改变，因此，局部放电信

号的特征量提取过程易受到外界环境影响，导致机

器学习模型在实际应用场景下的性能不理想。 
深度学习是基于神经网络的机器学习方法，其

优势在于可自动从大量数据中提取特征，能够处理

复杂的数据类型[15-16]，卷积神经网络等深度学习算

法也被广泛应用于局部放电诊断任务中[17-19]。但深

度学习对于数据数量和复杂性的要求较高，有标签

样本缺乏的问题制约了局部放电诊断的准确率。考

虑到 GIS 内绝缘缺陷导致的局部放电为偶发性现

象，能够采集到真实、完整、具有标签的数据数量

有限，一些学者提出了面向小样本数据的解决方案。

文献[20]提出了领域自适应深度迁移学习，使用预

训练模型提升局部放电诊断准确率，但源域和目标

域之间的特征区别限制了模型的表现[21]；文献[22]
利用条件生成对抗网络对训练样本数量进行扩充，

从而解决局部放电样本量不足的问题，但条件生成

对抗网络在小样本上无法保证训练过程的稳定性，

存在生成器与判别器难以动态平衡的情况，进而导

致模型坍塌等问题[23]；文献[24]提出基于多级二阶

注意力的孪生网络用于小样本 GIS 的局部放电诊

断，以特征相似度度量最小化作为局放诊断依据，

但其对特征的一致性要求较高[25]，对于局放诊断的

现场试验，测试样本与训练样本存在形态与特征分

布差异的情况不可避免。因此，在有标签数据有限

的小样本条件下，局部放电诊断的准确率受到制约。 
在实际工况环境中，存在大量未知类别的局部

放电数据，这些未被标签标记的数据无法被上述深

度模型利用。在无标签数据中蕴含丰富的样本视觉

特征，可为局部放电诊断任务提供有效的特征表示，

因此，充分利用局部放电无标签数据对于提升局部

放电诊断准确率有重要意义。自监督学习是一种利

用数据自身信息来进行训练的方法，可以利用无标

注数据学习到输入特征中的内在关系，无需大量标

注数据[26]，该方法在有标签数据有限的数据集下具

有优势。自监督学习通过训练特征提取网络，能够

获得数据的有效特征表示，从而提升模型的识别准

确率，避免了传统有监督学习中由于有标签数据有

限而出现的鲁棒性不足等问题。 
基于自监督学习的优势，本文提出一种可利用

无标签数据的 GIS 局部放电缺陷诊断方法，通过自

监督对比学习(self-supervised contrastive learning, 
SSCL)比较不同无标签数据样本之间的相似性和差

异性，得到局放 PRPD 谱图的有效特征表示。为使

得模型在特征捕捉过程中有更强的感知能力，在特

征提取网络中使用可变形卷积神经网络，并引入空

间变换模块，从而提升卷积过程中感受野的自适应

性。利用预训练特征提取网络得到有标签数据的特

征表示，并利用分类器对特征表示进行识别，从而

实现局放缺陷诊断任务。结果表明，采用自监督对

比学习方法能够充分利用 GIS 局部放电无标签数

据，实现高效特征捕捉，与传统有监督学习相比，

本文提出的方法能在少数有标签数据的微调下得到

更优的局部放电缺陷诊断的准确率。 

1  基于改进可变形卷积的自监督对比学习 

1.1  自监督对比学习 

对比学习(contrastive learning, CL)是一种基于

同类数据对比的机器学习方法，其目标是让相似的

样本在特征空间中更接近，而让存在差异的样本远

离。对比学习在训练过程中，随机选择一个或多个

样本视为“正样本”，并从数据集中选择多个与其不

同的样本作为“负样本”，通过最小化每个样本与其
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正样本间的距离，并最大化每个样本与其负样本间

的距离，从而学习到一种特征表示，使相似样本与

不相似样本在特征空间中形成初步差异。对比学习

任务可以基于不同数据的特征进行对比、区分，从

而通过自监督的方式对实例进行判别[27-28]。 
自监督对比学习采用无监督模式生成正负样

本并训练模型，因此可以使用未标记的样本。自监

督任务利用图像中的丰富信息来生成需要进行对比

的样本，从而构建更有意义的样本对，提高对比学

习的效率与效果。在对比学习视觉表示[29]中，模型

构建了基于正样本对与负样本对之间的互信息，通

过损失函数判别不同特征之间的相似度。 
自监督对比学习算法框架如图 1 所示，由编码

器模型构成特征提取网络，由全连接网络模型构成

投影网络。自监督对比学习通过捕捉相似的正样本

对特征，在无标签数据中得到有用信息。数据增强

是对比学习产生正样本对的方式，通过对单个样本

数据应用 2 次随机变换得到在特征上具有较高相似

度的一对样本。假设输入数据为 x，首先应用数据

增强方法对其进行变换，生成针对同一实例的 2 个

相关视图 xi和 xj，即一对正样本。对 xi和 xj分别应

用编码器模型 ( )f ⋅ 实现特征提取， ( )f ⋅ 将输入数据

转化为具有较强表征能力的高维特征向量 hi和 hj： 
 ( )i if=h x  (1) 

通过投影网络 ( )g ⋅ 将原始特征向量映射到另一

个向量空间中，利用全连接网络提取特征向量 hi和

hj 中的高级特征信息，从而将原始向量转化为更具

表征能力的特征向量 zi 和 zj，以用于后续的样本相

似度计算与对比学习任务。使用单隐层的全连接神

经网络作为投影网络： 

 (2) (1)( ) ( )i i ig σ= =z h W W h  (2) 

式中：σ 表示 ReLU 非线性激活函数；W(2)和 W(1)

分别为两层全连接神经网络的权重矩阵。为了在模

型训练过程中消除向量长度的影响，改善数据的可

比性和一致性，并提高模型的收敛速度，对投影网

络的输出特征向量进行批次 L2范数归一化处理： 

 
2

i
i

i

′ =
z

z
z  (3) 

式中： 2z 表示向量 z 的二范数，即向量 z 在其各

分量 z1，z2，…，zm平方和的平方根： 

 
1

22 2 2
1 22 ( )m= + + +z z z z…  (4) 

对比损失函数用于度量同一样本不同变换的 

 

图 1  自监督对比学习算法框架图 

Fig.1  Diagram of self-supervised contrastive learning  

algorithm block 

 

特征表示之间的相似度和不同的特征表示之间的差

异度，对于给定输入 xi，需要通过对比损失函数对

xj 和{xk}k≠i 进行区分。每个训练批次的样本个数为

N，经过扩充后得到的数据量为 2N，除了当前样本

的正样本对，其他 2(N–1)个数据样本均为负样本。

对于任意 2 个已经过 L2范数归一化的特征向量 u、
v，利用余弦相似度来进行向量间相似度的度量，即： 

 
T

Sim( , ) = u vu v
u v

 (5) 

对于正样本组(i, j)，对比损失函数可表示为： 
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式中：I[k≠i]为指示函数，用于表示某个集合中元素

的存在与否，当元素属于该集合时，函数值为 1，
反之则为 0；τ为温度参数，是对比学习模型的超参

数，反映函数对不同相似度图像的偏好程度。 
将训练好的编码器模型迁移到下游任务中，将有

标签数据通过训练好的编码器模型得到特征向量表

示，并将特征向量和标签用于训练同一个分类器，采

用交叉熵损失函数来进行模型的优化，损失函数L为： 

 ( )
1 1 1

1 1 ln
N N M

i ic ic
i i c

L L y p
N N= = =

= = −∑ ∑∑  (7) 

式中：M 表示类别的总数量；pic表示观测样本 i 属
于类别 c 的预测概率；yic为符号函数，当且仅当样

本 i 的真实类别等于 c 时取 1，否则取 0。 
1.2  改进可变形卷积神经网络 

1.2.1  可变形卷积神经网络 
卷积神经网络 (convolutional neural network, 

CNN)采用卷积运算方式对输入数据进行特征提取，

通过调整卷积核的权重，对数据中的空间特征，如
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边缘、纹理、形状等进行学习。但 CNN 的卷积核

形状与大小固定，在适应不同感受野的目标性状和

大小变化上能力有限。针对以上局限，本文在特征

提取网络中应用可变形卷积神经网络(deformable 
convolutional networks, DCN)[30]，通过引入可变形卷

积操作，根据目标的形状和位置动态调整卷积核的

形态，以更好地适应被检测数据，提高特征提取阶

段的感知能力。 
DCN 将卷积拆分为两部分：偏移量预测器和采

样器。偏移量预测器可根据输入特征图，预测出每

个像素点的偏移量，即相对卷积核中心位置的坐标；

采样器根据偏移量，对输入特征图进行采样，从而

得到可变形卷积操作的输出。普通卷积与可变形卷

积采样对比如图 2 所示。在标准卷积中，卷积核有

固定的形状和大小；在可变形卷积中，卷积核的形

状会根据输入特征图的特征进行调整，采样位置更

适应对象的形状和尺寸，有更强的特征捕捉能力。 
对于 2 维特征图，规则网格 D 定义了卷积核感

受野的尺寸和相对中心位置的坐标，例如，在 3×3
的卷积核中，有： 
 {( 1, 1), ( 1,0), , (0,1), (1,1)}D = − − − …  (8) 

对于特征图中位置 p0，通过卷积运算得到的输

出特征图映射 y 为： 

 0 0( ) ( ) ( )
n

n n
p D

y p w p c p p
∈

= ⋅ +∑  (9) 

式中；c 表示输入特征映射；w(pn)是卷积核中相应

的权值参数。在可变形卷积神经网络中，向卷积的

感受野相对位置中增加偏移量为 1, ,{ | }np n MΔ = "

其中，M 表示规则网格 D 的尺寸。输出特征图映射

变为： 

 ( ) ( ) ( )0 0
n

n n n
p D

y p w p c p p p
∈

= ⋅ + + Δ∑  (10) 

经过变换后，其采样位置为非整数，为将其对

应到输入特征图中实际存在的像素点，采用双线性

插值方式计算含有偏移量的采样点像素值： 

 ( ) ( , ) ( )
q

c p G q p c q= ⋅∑  (11) 

式中： 0 n np p p p= + + Δ ，表示采样点相对卷积核中

心的位置；q 表示输入特征图 H 中的所有像素坐标，

( , )G ⋅ ⋅ 为双线性插值核函数，可分解为2个1维内核： 

 ( ) ( )( , ) , ,x x y yG q p g q p g q p= ⋅  (12) 

式中：p、q 被分解为 x 与 y 方向上的分量；函数 g(a, 
b)用来计算插值运算的相应权值，表达式为： 
 ( , ) max(0,1 | |)g a b a b= − −  (13) 

 

        (a)  标准卷积               (b)  可变形卷积 

图 2  普通卷积与可变形卷积对比 

Fig.2  Comparison between ordinary convolution and  

deformable convolution 

 
在对偏移量进行梯度计算，可得： 
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1.2.2  基于输入特征图的空间变换模块 
在可变形卷积网络中，引入一个卷积核学习输

入特征图的位置偏移，使得感受野倾向于聚集在典

型特征周围。然而，待检测对象的不规则使得卷积

核覆盖范围无法仅通过一个位置偏移卷积核得到足

够优化。为改善感受野对于特征捕捉的敏感性，向

可变形卷积模块中增加调制机制[31]，实现输入特征

图的空间变换，使得模型不仅学习到偏移量，还可

以学习基于特征图的卷积核幅度调制，改变空间分

布和样本特征对目标任务的相对影响。 
加入调制层的可变形卷积神经网络结构如图 3

所示，调制层进一步增强网络在处理空间支持区域

的能力，对于传达有效特征信息有限的区域，调制

机制将减小将该位置或分区的特征幅度，反之亦然。

调制机制为网络模块提供了另一维度的自由度，可

以调整其空间支持区域的范围，对于局部放电缺陷

诊断任务中的放电区域增大模型感知幅度，进一步

提高对比学习过程的表现能力。 
图 3 中，conv 和 sigmoid 分别为卷积和激活函

数计算过程。对于输入特征映射 c，位置 p0处的输

出特征图映射为： 
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式中：∆mn表示 pn位置的调制权重标量。偏移量∆pn

和调制量∆mn 均通过旁路卷积层计算得到。旁路卷

积层的输出是三通道的特征图，其中前两通道对应

于位置偏移量∆pn，最末通道通过激活函数得到调制

量∆mn。该卷积层的卷积核权重初始化为 0，因此偏

移量和调制量的初始值应分别为 0 和 0.5。 
1.3  局部放电诊断流程 

在本文提出的基于改进可变形卷积神经网络

的自监督对比学习流程中，模型通过对无标签数据

的对比学习构建数据的对比损失，进而学习到输入

图像有效的特征表示。具体流程如图 4 所示。 
1）数据集预处理。数据被划分为无标签数据

和有标签数据，需要保证数据样本的平衡性和多样

性，避免出现偏差或过拟合等问题，提高模型鲁棒

性。将有标签数据划分为训练集与测试集，并对所

有样本进行最大归一化处理。 
2）模型构建及上下游任务训练。在特征提取

网络中，选择残差神经网络作为基础网络，并利用

DCN 替换末端卷积层，以学习输入特征图的非线性

空间变换，从而更好地适应目标的形状和结构。此

外，加入调制层能够对 DCN 的卷积过程进行精细

调节，以更好地区分同一图像的不同区域，在模型

中生成更显著的对比特征。利用无标签数据对对比

学习部分进行训练，利用全连接网络作为投影网络

获得高维特征，基于对比损失函数对模型参数进行

优化，完成局部放电诊断模型训练上游任务，得到

适用于局部放电图谱的特征提取网络。将有标签数

据送入训练好的特征提取网络中，基于输出的特征

表示对分类器进行训练，完成局部放电诊断模型训

练下游任务。 
3）局部放电数据诊断。从对比学习预训练模

型中加载参数，获得特征提取网络，并抛弃全连接

层投影网络。将待测数据集输入到特征提取网络中，

获得其特征表示，并利用下游任务中获取的模型对

该特征进行分类，以实现局部放电缺陷诊断任务。 

2  试验分析 

2.1  特高频局放数据预处理 

本文搭建了 1 个 GIS 局部放电试验平台，如图

5 所示，该装置主要由 GIS 局部放电试验罐体、电 

 

图 3  可变形卷积网络结构示意图 

Fig.3  Structure diagram of deformable convolutional network 

 

 

图 4  基于自监督对比学习的局部放电诊断流程 

Fig.4  Partial discharge fault diagnosis process based on 

self-supervised contrastive learning 

压控制装置及局部放电检测装置构成，GIS 试验罐

体内充入气压为 0.4 MPa 的 SF6气体模拟 GIS 内部

环境，工频高压变压器的电源容量为 10 kVA，最大

输出电压为 120 kV。示波器型号为 Lecroy Wa-
veRunner 240MXI-A，最大采样频率为 10 GHz，带

宽为 2 GHz，特高频传感器型号为 JD-US02，检测

带宽为 300~1 500 MHz。 
在本文中，利用试验平台模拟典型的绝缘缺

陷，缺陷模型结构如图 6 所示。为模拟 GIS 运行过

程中内部出现金属碎屑导致的局部放电，将不同尺

寸的金属颗粒置于平板电极间，制成自由微粒放电

模型；为模拟 GIS 表面金属针尖凸起导致的局部放

电，将铜制尖端模型与底座相连接，制成尖端放电

模型；为模拟实际设备安装或运行过程中出现金属 
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图 5  GIS 局部放电试验平台 

Fig.5  GIS partial discharge test platform 

 

高压电极 高压电极

接地电极 接地电极

金属微粒
环氧树脂

金属件  

(a) 金属微粒放电              (b) 悬浮电极放电 

高压电极 高压电极

接地电极接地电极

空气隙
环氧树脂  

(c) 针尖放电                     (d) 气隙放电 

图 6  局部放电缺陷模型示意图 

Fig.6  Partial discharge defect model diagram 

 
零件松动而出现的悬浮电位，在环氧树脂支撑件顶

部放置金属件，置于低压端，制成悬浮电极放电模

型；为模拟 GIS 在加工过程中绝缘材料内部出现的

空隙引起的局部放电，在极板之间放置含有空气隙

的环氧树脂件，制成绝缘气隙放电模型。 
将特高频传感器输出和分压后的工频电压接

入示波器，以测量与工频相位同步的局放信号。为

了捕捉不同缺陷类型局部放电起始电压，并观察电

场强度变化对局部放电 PRPD 谱图造成的影响，在

20~80 kV 的阶升电压下进行局放试验，从而测得不

同外施电压下的局放信号。为了确保试验数据的多

样性，对缺陷位置进行调整后多次重复试验。 

局部放电相位分布 PRPD 谱图是一种建立在幅

值-相位平面上的 2 维谱图，图中相应区域的颜色深

浅代表放电次数的多少。PRPD 谱图反映了放电信

号的幅值、脉冲的相位以及放电次数 3 者间的分布

特征。 

在本文中，每组试验共记录连续 50 个周期的

局部放电脉冲数据。不同局放信号中，放电幅值存

在一定差异。本文提出的局部放电诊断方法关注

PRPD 谱图中的形状、边缘、颜色特征，因此在数

据预处理过程中，将缺陷类型、场强相同的数据归

类，得到每种类别中去除异常值的最大幅值，并根

据此值进行幅值归一化处理。试验采集到典型缺陷

的 PRPD 谱图如图 7 所示。 
2.2  试验配置及网络参数设置 

使用 PyTorch 作为深度学习框架，显卡型号为

NVIDIA RTX 3090，CPU 型号为 i7-12700K，内存

为 32 GB。上游任务中，自监督学习过程的批次大

小为 64，初始学习率大小设置为 10–3，下游任务中，

对全连接网络进行微调，批次大小为 128，初始学

习率为 2×10–4，均选择 Adam 作为优化器。在自监

督对比学习中，以残差网络作为上游任务的基础网

络，采用加入可变形卷积模块的 ResNet-50 作为特

征提取网络。自监督对比学习模型结构与参数见表 1。 

特征提取是对比学习中的关键环节，在对比学

习阶段，图像数据增强的方式决定了网络对于原始

输入特征的捕捉能力，且自监督学习对数据增强有

较强依赖[32]。在局放 PRPD 谱图中，每个点代表当

前相位下局部放电脉冲数目，数据相对位置及不同

点间的相位差关系不宜改变，否则会造成数据失真

和噪声增加，影响模型的训练，因此不适合进行随

机镜像、随机旋转等图像增强方式。本文使用了添

加随机噪声、随机颜色失真、随机高斯模糊、随机

灰度变换 4 种数据增强的方式，如图 8 所示。 
2.3  模型分析 

2.3.1  温度参数与对比学习模型性能分析 

在自监督对比学习中，温度参数 τ 是一个用于

缩放相似度分布的超参数，它会影响模型相似度计

算额对比损失函数的优化过程。较小的温度参数将

会使得相似度分布集中，增加相似度较高的样本之

间的区分度；相反，较大的温度参数会使得相似度

分布更加平缓。 
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图 7  不同缺陷下的 PRPD 谱图 

Fig.7  PRPD patterns of partial discharge under different  

defects 

表 1  自监督对比学习模型结构与参数 

Table 1  Model structure and parameters of self-supervised 

contrastive learning 

网络 模块 类型 通道数 网络参数 

特征提

取网络

卷积模块 Conv 128 3×3, stride 1

(残差模块 1)×3 Conv 
64 1×1, stride 1
64 3×3, stride 1
256 1×1, stride 1

(残差模块 2)×4 Conv 
128 
128 
512 

1×1, stride 1
3×3, stride 2/1
1×1, stride 1

(残差模块 3)×6 Conv 
256 
256 
1024 

1×1, stride 1
3×3, stride 2/1
1×1, stride 1

(可变形卷积 
模块)×3 

Conv 
Conv 

Deform. Conv 
Conv 

512 
512 
512 

1 024 

1×1, stride 1
1×1, stride 2/1
1×1, stride 1
1×1, stride 1

平均池化模块 AvgPool 2 048 1×1 

投影

网络
全连接层 

Linear 
Linear 

512 
128 

— 

 

  

(a) 高斯模糊            (b) 灰度变换 

  

(a) 添加噪声             (b) 颜色失真 

图 8  自监督对比学习数据增强效果图 

Fig.8  Data augmentation renderings of self-supervised con-

trastive learning 

 
此外，温度参数大小也会影响模型对损失函数

反向传播过程，过小的温度参数可能导致梯度消失

或梯度爆炸，进而无法收敛；过大的温度参数可能

导致模型忽略输入的细节，影响模型的性能。因此，

在训练中根据输入数据的类型特点，选择合适的温

度参数有重要意义。 
对于局部放电现象，不同绝缘缺陷产生的局放

信号可能具有较相似的频谱特征、幅值分布及相位
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分布，进而导致局部放电 PRPD 谱图相较普通多分

类任务具有较高的输入相似度，因此在温度参数的

选择上，需要选取较小的数值，由此使模型更多关

注到相似度较高样本对之间的区分度。 
温度参数的选取将会直接决定特征提取网络

的性能，以下游任务中的识别准确率和损失变化情

况作为特征提取网络性能判断标准。本文将温度参

数 τ分别设置为 0.05、0.1、0.5、1、2 并进行试验，

上游任务进行 200轮次训练后，在下游任务进行 200
轮次微调，得到局部放电诊断准确率随迭代次数变

化情况，试验结果如图 9 所示。 
通过试验结果可以看出，τ取值为 0.5 时，目标

任务的识别准确率最高，下游任务中分类器误差损

失下降速度较快。 
2.3.2  特征提取性能分析 

在自监督对比学习中，经过训练的特征提取网

络可以将无标签数据转化为有用的特征表示，以供

下游任务使用。利用 t- 分布随机邻域嵌入

(t-distributed stochastic neighbour embedding, t-SNE)
算法将原输入数据、对比学习输出特征及下游任务

分类器输出降维映射到 2 维空间中进行可视化，通

过观察数据点在可视化空间中的分布来评估特征提

取的性能。 
t-SNE 算法是一种用于研究高维数据的非线性

降维算法，可将高维数据映射到易于观察的低维度，

同时保持数据在高维空间内携带的信息。其原理是

通过相似度匹配的方法不断优化高维数据在低维空

间中点的位置，从而最小化低维空间与高维空间相

似度分布的差异。t-SNE 算法的基本步骤如下： 
1）首先计算所有点之间的相似度，将数据点

之间的高维欧几里得距离转换为相似性条件概率。

对于高维数据点 ai，aj，2 者相似度的计算式为： 
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式中：σi表示数据点 ai为中心的高斯方差。 
2）在低维空间中，随机初始化每一个点的位

置，并计算降维后数据点 bi和 bj之间的相似度。为

了使得降维后数据的差异度被更清晰体现，在相似

度计算上使用 t 分布，计算式为： 
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图 9  不同温度参数取值时的准确率、误差损失随迭代次数

变化情况 

Fig.9  The variation in accuracy and error loss as a function of 

iteration count across diverse temperature parameter settings 

 
3）计算每个点的条件概率分布，即以特定点

为中心的一定范围内出现另一个点的概率。SNE 的

目的是最小化低维与高维下分布条件概率 Pi，Qi的

差异，计算分布间所有数据点对 i, j 的 KL 散度 DKL： 

 ( )KL 2log j i
i i j i

i i j j i

p
D P Q p

q
=∑ ∑∑ ∣

∣

∣

‖  (18) 

4）通过迭代优化的方式不断调整点的位置，

最终得到低维空间中的数据分布表示。 
在 t-SNE 分析中，温度参数 τ设置为 0.5，降维

映射在二维坐标系 x1−x2中的结果如图 10 所示。经

过 t-SNE 降维后的 2 维图像可以体现出数据样本之

间的相对距离关系，由图像可知，在原始数据中，

不同类型局放数据在高维特征空间中的相对距离较

近，而对比学习仅通过无标签数据即可得到良好的

特征表示，使得同类型缺陷数据聚集成簇，不同标

签数据间具有更大的相对距离。在经过下游分类器
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运算后，同一局放缺陷类型数据点在图中较接近，

不同类别的数据点较分散，从而可得到良好的局部

放电诊断效果。 
2.4  结果验证与分析 

2.4.1  识别准确率分析 
为验证本文中提出的可变形卷积-自监督对比

学习(DCN-SSCL)方法在局部放电诊断中的识别性

能，选取 2 种无监督学习方法和 3 种在局部放电诊

断中应用较广泛的有监督学习方法进行对比，其中，

在自监督对比学习中，温度参数为 0.1，使用 2 000
组无标签数据对上游任务进行 200 轮次训练，并在

下游任务中，分别将 100、200、300、400 个有监督

训练数据应用在自监督学习中的下游任务与有监督

学习的训练中。其中，利用支持向量机模型测试准

确率时选取上升时间、峰值时间、平均频率等 11
个特征参数[33]，特征参数详见表 2。识别准确率结

果如表 3 所示。 
由表 3 可知，相较于有监督学习模型，自监督

学习在标签数据量有限的前提下在测试集上获得较

高的准确率。其中，加入可变形卷积层的自监督对

比学习方法具有更强的特征提取能力，其高维特征

表示在有监督任务下获得了更优的效果，识别准确

率平均提高 1.34%。DCN-SSCL 在目标任务中比

ResNet-50 的识别准确率平均提高 9.34%，其中，在

样本数量仅为 100 时，识别准确率提高 12.77%。本

文提出的自监督对比学习方法可以利用无标签模式

预先训练对比学习模型，之后在下游任务中对分类

器进行微调，提高识别准确率。 
为充分比较本文提出的方法和其他基准方法

的性能，利用全部有标签数据对自监督模型下游任

务做微调，并对有监督模型利用准确率 yacc、精确

率 ypre、召回率 yrec、yF1分数 4 个指标来评价分类器

的性能，其计算式分别为： 

 TP TN
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TP FP TN FN

x x
y

x x x x
+

=
+ + +  (19) 
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式中：xTP 代表真阳性样本数；xTN 代表真阴性样本

数；xFP代表假阳性样本数；xFN代表假阴性样本数。 

 

图 10  t-SNE 数据降维可视化结果 

Fig.10  t-SNE data dimensionality reduction  

visualization results 

通过各个类别的 yacc、ypre、yrec算数平均值得到模型

的准确率、精确率、召回率，并计算得到 F1分数。 
自监督学习与有监督学习性能比较结果如表 4

所示，经过自监督对比学习预训练后，模型在各个 
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表 2  局部放电特征参数描述 

Table 2  Partial discharge characteristic parameter description 

局部放电特征 参数名称 特征描述 

时域波形特征 

上升时间 
峰值时间 
脉冲宽度 
脉冲个数 

首个脉冲波头到波峰持续时间

信号在峰值 90%以上的持续时间

信号在峰值 50%以上的持续时间

信号的波峰数量 

频域波形特征 

平均频率 
第一主频率 
频谱方差 

连续小波分解总能量

连续小波分解频带 
能量 

频域信号的平均频率 
频谱信号的主频频率 
频域信号的频谱方差值 

连续小波分解后信号的总能量

连续小波分解后特定频带的总

能量 

PRPD谱图特征
放电相位 脉冲幅值达到阈值的相位均值

放电次数 脉冲幅值达到阈值的次数 

 
指标上都获得了较优秀的表现，其中，SSCL 在 4
个指标上的表现相较于有监督学习模型 ResNet-50
平均提升 2.31%。加入可变形卷积模块后，4 项指

标平均提升 0.48%。由此可知，本文提出的基于可变

形卷积及自监督对比学习方法可有效提升模型性能。 
2.4.2  外界条件变化下局部放电识别准确率分析 

在实际环境下，局部放电信号受到许多外界条

件的干扰，例如：缺陷位置所处场强大小、环境噪

声等。因此，外界条件变化下局部放电诊断准确率

的研究对自监督对比学习性能的验证有意义。 
为了验证实验室环境下训练得到的深度模型 

是否适用于实际生产环境下，调节外施电压以模拟

缺陷在不同电场强度下的局部放电信号差别。利用

阶升调压的方式观察放电幅值，得到各种缺陷的局

放起始电压。在前置任务中，在外施电压为 1 倍起

始电压与 1.2倍起始电压下得到训练集 PRPD谱图，

以训练自监督对比学习模型与有监督学习模型；在

后置任务中，将缺陷的外施电压设置为 1.5 倍起始

电压，为模拟生产环境下可能存在的噪声干扰，在

局放数据样中叠加均值为零的高斯白噪声，得到信

噪比为–1 dB 的含噪数据，利用无标签数据继续对

特征提取网络进行自监督训练，使用少量有标签数

据对分类器模型进行微调。试验结果如表 5 所示。 
在数据微调阶段，通过少量有标签数据即可对

分类器性能进行优化，得到良好的局部放电诊断效

果。结果显示，自监督学习得到的模型在外界条件

变化下具有更优秀的识别性能，在 2 组试验中识别

准确率分别提高 17.40%、16.55%；考虑到在实际应

用场景中，无标签数据容易获取、数量充足，因此

本文提出的自监督对比学习方法对于改善局部放电 

表 3  不同数量训练数据下模型准确性 

Table 3  Model accuracy under different amounts of  

training data 

学习

类型
模型 

准确率/% 

训练数据

为 100 
训练数据 
为 200 

训练数据

为 300 
训练数据

为 400 

有监督

学习

SVM  63.48 67.21 72.19 74.82 
Vgg-19 72.93 76.32 80.08 85.47 

ResNet-50 73.83 76.91 81.78 87.82 

自监督

学习

SSCL 84.62 87.28 89.21 91.23 
DCN-SSCL 86.60 88.59 90.14 92.38 

表 4  自监督学习与有监督学习性能比较 

Table 4  Performance comparison between self-supervised 

learning and supervised learning 

学习

类型
模型 准确率/% 精确率/% 召回率/% F1分数 

有监督

学习

SVM  75.62 74.29 77.32 0.757 7 
Vgg-19 88.63 88.52 87.72 0.881 1 

ResNet-50 89.30 89.76 87.91 0.888 3 

自监督

学习

SSCL 92.44 92.52 91.28 0.919 0 
DCN-SSCL 93.12 92.74 91.89 0.923 1 

表 5  外界条件改变下试验配置及测试结果 

Table 5  The experimental configuration and test results under 

varying external conditions 

学习

类型
模型 

前置试验数据量 后置试验数据量 识别准确

率/% 有标签 无标签 有标签 无标签

有监督

学习
ResNet-50

100 — 100 — 68.22

240 — 240 — 74.28

自监督

学习
DCN-SSCL

100 720 100 720 85.62

240 1 000 240 1 000 90.83

 
诊断准确率有积极意义。 

3  结论 

GIS 内绝缘缺陷导致的局部放电为偶发性现

象，具有标注的数据数量有限。为解决局部放电诊

断任务中有标签数量少，模型性能受训练样本量制

约的问题，本文提出一种基于可变形卷积及自监督

对比学习的局部放电诊断方法，主要结论如下： 
1）自监督对比学习框架可以充分利用局部放

电无标签数据进行训练，学习各类别数据间的相似

性与差异性，从而得到更多关于输入数据的有效特

征，通过 t-分布随机邻域嵌入降维结果可知，在局

部放电诊断任务上，经过特征提取网络的特征表示

优于源数据样本。 
2）对于局部放电诊断任务，自监督对比学习
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首先在无标签数据集上进行无监督模式训练，利用

数据增强的方式生成正负样本对，利用样本对的相

似性和差异性学习到输入数据的通用特征表征，从

而提升识别的准确率。DCN-SSCL 在局部放电诊断

任务中比 ResNet-50 的识别准确率平均提高 9.34%，

其中，在有标签样本数量为 100 时，识别准确率提

高 12.77%。 
3）自监督对比学习可以学习到局放 PRPD 谱

图抽象且通用的特征表示，在外界条件变化的情况

下，能在小规模有标签数据微调后适应缺陷场强改

变的局放信号特征，这使得自监督对比学习可以在

有标签数据数量缺少的情况下，仍然获得较好的局

放诊断性能。在 2 组试验中，经过部分有标签数据

进行微调后，识别准确率分别提高 17.40%、16.55%。

在实际现场的应用，本文提出的方法可以适应数据

的复杂性，克服训练样本与待测试样本的差异，提

升局放缺陷诊断准确率，满足工程场景需要。 
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