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摘 要：电力设备的在线监测系统常出现不同程度的数据缺失，而传统的缺失数据填补模型精度较低。因此提出

一种基于自注意力生成对抗网络(self-attention generative adversarial networks，SA-GAN)的电力设备在线监测缺失

数据填补模型。首先搭建基于自注意力机制的时间序列填补模型，并对权重融合模块进行改进，然后将时间序列

填补模型作为生成器，构造对应的判别器与损失函数，提出了具有自注意力机制的生成对抗网络 SA-GAN，对电

力设备在线监测数据进行缺失填补。最后通过实际工程中的电力变压器、高压电缆在线监测数据对模型进行训练

与测试，验证了模型的有效性。结果表明，通过局部遮掩对 110 kV 变压器在线监测数据进行自然缺失模拟并通过

各类缺失填补模型进行补全时，SA-GAN 模型的平均绝对误差(mean absolute error，MAE)最高为 0.11，均方根误

差(root mean square error，RMSE)最高为 0.17，较其他模型分别至少降低 19.10%、14.07%，验证了 SA-GAN 模型

的有效性；对 9.51%自然缺失率下的 220 kV 高压电缆在线监测数据进行填补时，SA-GAN 模型的 MAE 为 0.58，
RMSE 为 0.84，较其他模型分别至少降低 21.71%、14.43%，表明该模型可在电力设备状态异常且部分监测数据缺

失的条件下有效恢复缺失数据。此外，经 SA-GAN 模型填补之后的数据有效提高了高压电缆序列的预测精度，间

接验证了 SA-GAN 模型缺失数据填补的有效性。 
关键词：自注意力；生成对抗网络；在线监测；缺失数据填补；时序特征 
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Abstract：Different degrees of missing data frequently appear in the online monitoring system of power equipment, while 
the accuracy of traditional missing data imputation models is relatively low. Consequently, a self-attention generative ad-
versarial networks (SA-GAN) based model is proposed to impute the missing online monitoring data of power equipment. 
Firstly, the time series imputation model based on the self-attention mechanism is built, and the weight fusion module is 
improved. Then, the time series imputation model is adopted as the generator, and the corresponding discriminator and 
loss function are constructed, so that the SA-GAN with the self-attention mechanism is proposed to impute the missing 
online monitoring data of power equipment. Finally, the model is trained and tested with online monitoring data of power 
transformers and high-voltage cables in actual projects to verify the effectiveness of the model. The results show that, 
when the online monitoring data of 110 kV transformers is partially masked to simulate natural data missing and filled by 
various imputation model, the mean absolute error (MAE) of the SA-GAN model is less than 0.11 and the root mean 
square error (RMSE) is less than 0.17, which are at least 19.10% and 14.07% lower than those of other models, verifying 
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the validity of SA-GAN model. The MAE and RMSE of the SA-GAN model are 0.58 and 0.84 when the online monitor-
ing data of 220 kV high-voltage cables are filled with 9.51% missing rate, which are at least 19.10% and 14.07% lower 
than those of other models, indicating that the model can effectively restore the missing data when the power equipment is 
abnormal and the monitoring data partially miss. Moreover, the data imputed by the SA-GAN model can effectively im-
prove the prediction accuracy of high-voltage cable sequences, indirectly verifying the effectiveness of missing data 
imputation of the SA-GAN model. 
Key words：self-attention; generative adversarial network; online monitoring; missing data imputation; time series fea-
tures 
 

0 引言 

新型电力系统是推动我国经济发展、实现“碳

达峰、碳中和”目标的关键所在[1-2]。基于数据驱动

的电力装备数字孪生模型[3-5]将广泛应用于输变电

设备全生命周期管理的各个环节，助力新型电力系

统运维向智能化、精益化、高效化转型。但是，高

压电力设备在线监测数据的采集、测量、传输、处

理等各个环节均可能因传感器故障、通讯中断或信

号受到干扰等，使在线监测数据存在缺失、数据质

量下降[6-7]。然而，完整、准确的在线监测数据是电

力设备数字孪生模型开展状态监测和时序预测的基

础，存在缺失的数据一方面无法准确反映电力设备

的工作状态，另一方面会导致装置误报警、漏报警，

为电力设备带来安全隐患，影响电力设备的运维决

策[8]。因此，研究电力设备在线监测缺失数据填补

对电力设备数字孪生建设及新型电力系统的安全稳

定运行至关重要。 
目前时间序列缺失填补主要分为以下 3 种方

法：一是直接删除，但会造成数据信息的缺失，使

用较少。二是基于数学统计的填补方法[9]，通常采

用中位数(median)填补、均值填补等，此类方法只

关注数据的统计特征，没考虑数据间的相关性与数

据的时序特征。三是基于机器学习[10-11]的填补方法，

主要包括最大似然期望插值、k 最近邻(k-nearest 
neighbor，KNN)[12]、矩阵分解理论[13]等，具有模型

简单、参数较少、计算花费小等优点。基于机器学

习的模型主要通过数据分布假设与参数估计或特征

向量欧式距离计算与插值的方法实现缺失数据填

补。然而，一方面，电力设备在线监测不同状态量

之间基本不受物理拓扑影响，相对独立，电力设备

不同类型在线监测数据的分布不尽相同，同时电力

设备在线监测数据会受到电力设备固有的机械、电

气内部复杂性和设备故障信号固有的传播衰减、耦

合干扰、反射振荡等特性影响，数据的分布难以确

定，机器学习假设的分布与其实际分布不一定相符；

另一方面，电力设备在线监测主要获得设备绝缘性

能参数，而电气绝缘具备明显的老化过程，具有显

著的时序性，传统的机器学习模型几乎只关注数据

本身的统计学特征，忽视了时间序列数据中的时序

特征。因此，机器学习模型难以胜任电力设备在线

监测数据的填补任务。 
近年来，深度学习方法在缺失数据填补领域应

用广泛，文献[14]提出基于循环神经网络(recurrent 
neural networks，RNN)的时间序列数据缺失填补方

法，较机器学习模型获得了更高的填补精度。但

RNN 属于序列模型，采用序列化方式进行信息处

理，需要大量的计算时间，且难以实现并行处理。

然而，实现快速的缺失数据填补，对提高电力系统

在线监测系统的可靠性至关重要。因此，部分学者

提出了自注意力机制时间序列填补(self-attention 
based imputation for time series，SAITS)模型[15]，其

使用的自注意力(self-attention，SA)机制[16]能在获取

全局信息的同时完成并行训练，对不同类型的时序

数据均有较高的填补精度和速度。但 SAITS 模型对

样本分布的拟合能力还有待提高，Goodfellow 提出

的生成对抗网络 (generative adversarial networks，
GAN)[17]是一种生成模型，可以无监督地学习到高

维复杂的数据分布，生成符合真实样本分布规律的

数据，目前广泛应用于电力系统数据样本增强领 
域 [18-21]。文献 [22]针对 GAN 过去采用 Jensen- 
Shannon(JS)散度、Wasserstein 距离衡量数据分布时

出现的梯度消失问题进行优化改进，提出了光伏数

据缺失重构方法，实现了多特征缺失数据并行重构，

说明 GAN 网络能够很好地学习到光伏数据真实样

本潜在的特征；文献[23]提出了基于 GAN 的负荷数

据缺失填补模型，提高了负荷数据的质量，验证了

GAN 具备提取负荷数据间存在的时序特征和相关

性的能力。 
综上所述，现有模型无法满足在线监测状态量
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缺失数据填补精度和速度的需求，且模型训练使用

的数据集与实际工程存在自然缺失的数据集有较大

差异。针对以上问题，本文利用自注意力机制提取

单一序列的自相关信息和多维状态量间的互相关信

息获取不同在线监测状态量数据间的相关性，再结

合生成对抗网络学习数据分布、挖掘时序特征，提

出一种基于自注意力生成对抗网络(self-attention 
generative adversarial networks，SA-GAN)的电力设

备在线监测缺失数据填补模型，并通过实际工程中

的变压器与电力电缆在线监测数据集对模型的理论

有效性与工程适用性进行验证。 

1  在线监测缺失数据填补模型 

1.1  任务描述 

实际工程中采集的电力设备在线监测数据一

般为 T×S 的离散时间序列矩阵 X，其中 T 为时间窗

长度，S 为在线监测状态量的维度。引入维度为 T×S
的二值掩码矩阵 M 对时间序列中缺失情况进行表

征，采集数据出现缺失时对应的元素值为 0，否则

为 1，则含有缺失的数据 X̂ 可由输入 X与M表示，

如式(1)所示。 

 ˆ =X M  X (1) 
式中⊙为矩阵的哈达玛积运算。 

定义数据填补模型输出的时间序列矩阵为 X ，

模型在填补缺失数据的同时，也将原始未缺失数据

进行了生成和替换，此时定义最终模型输出的完整

序列矩阵为 %X 。 %X 中应保留原数据未缺失部分、

并将缺失的部分用模型填补的数据进行填补。计算

方法如式(2)所示。 
 ˆ ( )= + −X X E M%  X  (2) 
式中，E为维度与 M 相同、元素全为 1 的矩阵。 

为实现缺失数据填补，引入维度同为 T×S 的二

值掩码矩阵 I 对数据进行人工缺失，人工缺失处理

时对应的矩阵元素值为 1，否则为 0，通过量化人工

缺失数据的填补损失和原始存在数据的重建损失对

模型进行训练。目前用于验证填补模型准确性的方

法主要有两种：一种是使用无自然缺失数据的时间

序列进行验证，此时序列中真值已知，可在样本生

成前先通过二值掩码矩阵对其进行模拟自然缺失，

隐藏该部分数据的真值。完成样本划分后再引入人

工缺失，使用的方法与模拟自然缺失相同，用于模

型训练时对模型参数进行优化，最终利用提出的缺

失数据填补模型得到填补数据后，与前述通过模拟

自然缺失隐藏的真实数据进行误差计算即可直接量

化填补精度，验证模型的填补性能，方法示意图如

图 1(a)所示。另一种是使用存在自然缺失数据的时

间序列进行填补并验证，由于序列中自然缺失部分

的真实数据始终未知，这部分误差无法直接量化，

此时利用模拟自然缺失数据按照上述流程对不同模

型的填补误差进行衡量，并通过对比填补与否对序

列预测结果的精度影响来间接量化填补误差，方法

示意图如图 1(b)所示。 
1.2  基于 SA-GAN 的电力设备在线监测缺失数据

填补模型 

1.2.1  基于自注意力机制的时间序列缺失填补模型 
时序数据缺失填补本质是回归问题，模型对观

测到的数据和缺失数据位置进行学习，根据学到的

数据特征填补缺失数据。SA 机制[16]通过权重概率

分配，能实现对重要信息的关注，适合缺失填补任

务。输入 X经过 3 种不同的线性变换得到查询矩阵

Q、键矩阵 K、值矩阵 V，数据经自注意力机制运

算后的输出为 X中所有特征的加权矩阵，计算方法

如式(3)、式(4)所示： 

 

=⎧
⎪

=⎨
⎪ =⎩

Q

K

V

Q XW

K XW
V XW

 (3) 

 

图 1  时间序列缺失数据填补及准确性验证示意图 

Fig.1  Scheme of time series missing data imputation and ac-

curacy verification 
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T

SA( , , ) Softmax( )
kd

= =
QKQ K V V AV  (4) 

式中：WQ、WK、WV分别为模型学习到的参数矩阵；

SA(Q,K,V)为自注意力函数；A为注意力头部权重矩阵；

Softmax 为常用的激活函数；dk为键矩阵K的维度。 
目前，SAITS 模型应用了 SA 机制，由 2 个对

角掩码多头自注意力机制 [24-25](diagonally masked 
multi-head self attention，DMMHSA)模块和 1 个权

重融合模块组成，有较好的缺失填补精度。首先将

X与M拼接后输入到模型中，经线性层映射后再进

行位置编码(position embedding，PE)，使模型能够

感知输入数据位置信息，计算方法如式(5)所示。 

 
PE

PE

2 /

2 1/

PE( ,2 ) sin( / 10 000 )
PE( ,2 1) cos( / 10 000 )

c d

c d

p c p
p c p +

⎧ =⎪
⎨

+ =⎪⎩
 (5) 

式中：PE(p, c)为表征时间序列各元素相对位置的编

码函数，可将各元素在时间序列中的位置索引从 1
维非负整数域映射到 dPE维实数空间；p 为各元素在

时间序列中的位置索引；2c、2c+1 分别为位置编码

向量的偶数、奇数维度下标；dPE为位置编码向量的

维度。 
完成位置编码后输出矩阵为 e，通过式(3)计算

e的 Q、K、V矩阵进行，并进一步通过对角掩码函

数、自注意力计算函数得到单头自注意力输出结果

hi，最终通过多头自注意力融合计算函数得到输出

f。计算方法如式(6)—式(9)所示。 

 DM( )( , )
( , )

i j
i j

i j i j
−∞ =⎧

= ⎨ ≠⎩
Y

Y
，

，
 (6) 

 
T

DMSA( , , ) Softmax(DM( ))
kd

=
QKQ K V V  (7) 

 DMSA( , , )i i i i=h Q K V  (8) 
 1 2DMMHSA( ) Concat( , , , )h O= =f e h h h WL  (9) 
式中：DM(Y)为对角掩码函数；Y为输入矩阵；i、
j 分别为 Y矩阵的行、列索引；DMSA(Q, K, V)为自

注意力计算函数；DMMHSA(e)为多头自注意力融

合计算函数；Concat 为矩阵拼接函数；hi为多头注

意力机制中第 i 个头，且每个头的 Qi、Ki、Vi可以

通过式(3)计算得到；WO为模型学到的权重矩阵。 
再将 f 通过前馈网络(feed-forward networks，

FFN)层运算得到矩阵 z，其中 FFN 层的计算方法如

式(10)所示，运算流程图如图 2 所示。 
 1 1 2 2FFN( ) ReLU( )= + +f fW b W b  (10) 
式中：FFN(f)为前馈网络函数；ReLU 为深度学习

常用的激活函数；W1、b1、W2、b2分别为 2 个全连 

 

图 2  FFN 层流程图 

Fig.2  The flowchart of FFN 

 
接层的权重和偏置参数。 

由图 2 可知，FFN 层由 2 个全连接层和 1 个激

活函数组成，用于强化数据的非线性表示，不改变

输入数据的维度。 
最后，将 z 经过线性层映射得到模块一的输出

1X% ，完成原始存在数据的重建、人工缺失与自然缺失

数据的填补。SAITS 模型的模块二亦为 DMMHSA 模

块，输入为 1
′X% ，其中定义完成位置编码后的输出矩

阵为 α、通过前馈网络层运算得到矩阵为 β，通过 1
%X

与输入 X经式(2)方法计算得到，输出为 2X% ，运算流

程同上。再结合模块三权重融合模块，计算出 1X% 与 2X%

的不同权重，进而得到最终的输出。 
1.2.2  基于 SA-GAN 的电力设备在线监测缺失数

据填补模型 
为进一步提升缺失填补模型的精度，本文首先

搭建了基于自注意力机制的时间序列填补模型，对

模型权重融合模块进行改进，增加可学习参数，实

现了对来自不同注意力机制头部的加权融合。然后

将时间序列填补模型作为生成器，并构造对应的基

于自注意力机制的判别器，同时构造损失函数优化

模型训练过程，提出具有自注意力机制的生成对抗

网络 SA-GAN，对电力设备在线监测数据进行缺失

填补，模型结构如图 3 所示。 
SA-GAN 模型由生成器(generator，G)、判别器

(discriminator，D)构成。生成器中①、②部分沿用

SAITS 模型的 DMMHSA 模块，较 SAITS 模型具体

改进如下： 
1）优化权重融合模块 
生成器中③部分为权重融合模块，SAITS 模型

在 DMMHSA 模块权重融合时直接取平均值，模糊

了不同注意力机制头部的信息差异。SA-GAN 模型

在权重融合模块引入反向传播参数，实现了多头注 
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图 3  SA-GAN 模型结构图 

Fig.3  The structure of SA-GAN model 

 
意力机制权重的合理分配。然后计算以上 2 个

DMMHSA 模块的权重，将 1
%X 、 2

%X 进行组合，获

得模块三输出，并与原输入数据组合，得到最终输

出。计算方法如式(11)所示。 
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式中： Â 为加权后的 DMMHSA 头部注意力矩阵；

wi 为模型经反向传播计算得到单个 DMSA 头部的

权重；Ai 为计算得到的单个 DMSA 头部注意力矩

阵；η为融合后的权重系数矩阵；Sigmoid 为常用的

激活函数；Wη、bη 为权重和偏置参数； 3
%X 为模块

三输出数据； X% 为生成器最终输出。 
2）引入判别机制 
相较 SAITS 模型，SA-GAN 模型引入判别器结

构，构建了具有自注意力机制的生成对抗网络训练

框架。判别器的任务是区分输入数据中哪些值是原

始数据，哪些值是生成器的填补数据，进而实现缺

失数据填补质量评价功能，提升生成器的数据填补

能力。判别器应用的是 MHSA 模块，将 X% 输入到

模块中，经过判别器运算得到判别结果矩阵 v，计

算方法如式(12)所示。 

 

[ ]
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Sigmoid( )

d d d
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⎧ = + +
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⎪ = +⎩
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式中：g为判别器的输入；Wd、bd分别为权重和偏

置参数；pd为 PE 矩阵；u为经过 N 次 MHSA 层、

FFN 层运算后的输出；v为判别器最终输出矩阵，v
中每个元素代表该值被判别器判为原始数据的概

率；Wv、bv分别为权重和偏置参数。 
3）构造损失函数 
判别器输出矩阵 v与 M维度相同，v中值为 1

代表判别器判断这个值为原始数据、v 中值为 0 代

表判别器判断这个值为生成的填补数据。因此在计

算 SA-GAN 模型损失函数时，判别器的损失函数构

造为矩阵 v与M的交叉熵损失，而M是已知矩阵，
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使判别器处于有监督学习状态，可进一步提升判别

器的判别能力。同时构造生成器的损失函数为矩阵

v与 E−M的交叉熵损失，再结合生成器中原始数据

的重建损失与人工缺失数据的填补损失共同构成生

成器的损失函数。可以看出，判别器对生成的填补

数据交叉熵损失越大，生成器损失越小，此时生成

器与判别器处在相互对抗的过程。 

2  SA-GAN 模型结构 

2.1  SA-GAN 模型结构设计 

经试验验证，通过增加 DMMHSA 模块可一定

程度上提升 SAITS 模型的填补精度，但同时使得模

型训练需要的计算资源急剧增加，单纯通过增加

DMMHSA 模块带来的边际效益过低 [15]，因此

SA-GAN 模型生成器中沿用 2 个 DMMHSA 模块数

量。SA-GAN 模型中每个模块的数据维度变换与模

型参数有关，而微软开发了自动神经网络(neural 
network intelligence，NNI)工具，可通过设置超参数

的搜索空间，使用模型的损失函数作为性能指标，

进而获得较理想的超参数组合。本文算例分析中

SA-GAN 模型、其他深度学习对比模型使用的超参

数组合均为调用 NNI 工具得到的较优超参数组合，

统一设置试验次数为 200。以高压电缆在线监测缺

失数据填补为例，参数范围及调用 NNI 工具确定的

SA-GAN 模型参数如表 1 所示。 
表 1 中，nlayers为层数；nheads为 MHSA 中头的

个数；dmodel为 SA 的隐变量维度；dinner为 FFN 的隐

变量维度；dq为 Q的维度；dv为 V的维度；dropout 
rate 为丢弃率；learning rate 为学习率，在区间的 log 
uniform 分布上随机采样。 

完成 SA-GAN 模型参数设置后，将预处理后的

电力设备在线监测缺失数据输入 SA-GAN 模型中，

数据在模型模块间的运算过程如图 4 所示，其中生

成器中第 1 个 DMMHSA 模块和第 2 个 DMMHSA
模块结构相同，最终输出的数据维度相同，仅模型

参数不同，图 4 生成器结构中仅展示第 1 个

DMMHSA 模块。同时根据输入样本的数据维度，

能够计算出对应的生成器、判别器中各层输出数据

的维度变化，分别如图 5(a)、图 5(b)所示。 
生成对抗网络的训练过程是一个 min-max 过

程，生成器和判别器相互博弈，生成器提升填补能

力，判别器提升判别能力，迭代优化最终达到纳什

平衡。模型训练次数(epoch)为 1000，采用提前终止 

表 1  基于 NNI 的 SA-GAN 模型参数 

Table 1  Parameters of SA-GAN model based on NNI 

参数类型 参数名称 参数范围 取值 

生成器 

nlayers 

nheads 

dmodel 

dinner 

dq 

dk 

dv 

{1,2,3,4,5,6,7,8} 
{2,4,6,8} 

{64, 128, 256, 512, 1024} 
 {128, 256, 512, 1024, 2048, 4096}

{8,16,32,64,128,256,512} 

{8,16,32,64,128,256,512} 

{32, 64, 128, 256, 512} 

3 
8 

512 
256 
64 
64 
256 

判别器 

nlayers 

nheads 

dmodel 

dinner 

dq 

dk 

dv 

{1,2,3,4,5,6,7,8} 
{2,4,6,8} 

{64, 128, 256, 512, 1024} 
{128, 256, 512, 1024, 2048, 4096}

{8,16,32,64,128,256,512} 

{8,16,32,64,128,256,512} 

{32, 64, 128, 256, 512} 

3 
2 

128 
128 
64 
64 
128 

其他 
dropout rate
learning rate

{0,0.1,0.2,0.3,0.4,0.5} 
[0.0001,0.01] (log uniform) 

0 
0.0003

 
(early stopping)机制防止深度学习模型过拟合，其中

模型在验证集上损失值(loss)不再降低之后等待的

次数(patience)取 20，即 20 个 epoch 的 loss 没有下

降即停止训练。 
2.2  SA-GAN 模型损失函数 

SA-GAN模型将带有缺失的时间序列X引入人

工缺失补 0 后输入到模型中，通过迭代优化生成器、

判别器的损失函数来训练模型的缺失数据填补能

力，最终模型填补数据 3
%X 与 X 组合得到完整的输

出数据 X% ，完成缺失数据填补。由图 4 可知，

SA-GAN 模型损失函数由两部分组成： 
第一部分为判别器的损失函数。n 为样本数量，

将判别器的输出 v与生成器中M矩阵之间的交叉熵

作为判别器的损失函数 lD，计算方法如式(13)所示。 

D 2 2
1

1 ( log ( ) ( ) log ( ))
n

i

l
n =

= − + − −∑ M v E M E v  (13) 

第二部分为生成器的损失函数，包括无缺失数

据的重建损失 lRL 与人工缺失数据填补损失 lIL，通

过平均绝对误差(mean absolute error，MAE)计算。

同时为了与判别器迭代优化，需要计算判别器的输

出 v与生成器中的 E–M矩阵之间的交叉熵 lGCE，三

部分相加作为生成器的损失函数 lG，计算方法如式

(14)—式(18)所示： 

 
,
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1 1
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图 4  基于 SA-GAN 的在线监测缺失数据填补模型结构 

Fig.4  Model structure of online monitoring missing data imputation based on SA-GAN 

 

 

图 5  SA-GAN 模型的数据维度变换 

Fig.5  Data dimensionality transformation of SA-GAN model 

 

RL 1 2 3
1(MAE( , , ) MAE( , , ) MAE( , , ))
3

l = + +X X M X X M X X M% % %  (15) 

 IL MAE( , , )l = X X I%  (16) 

 GCE 2 2
1

1 (( ) log ( ) log ( ))
n

i

l
n =

= − − + −∑ E M v M E v  (17) 

 G RL IL GCEl l l l= + +  (18) 
式中：m为掩码矩阵，不同损失类型使用不同的掩

码矩阵。 
生成器和判别器通过不断优化各自的参数，在

每一次对抗中分别提升生成器的生成能力和判别器

的判别能力。 

3  算例分析 

本文共选取 2 个算例进行分析，其中算例 1 使

用实际工程中 110 kV 变压器在线监测系统的无自

然缺失数据集，所有缺失数据均具有对应的真实值，

能够直接验证模型的有效性；算例 2 使用实际工程
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中 220 kV 高压电缆在线监测系统存在自然缺失的

数据集，同时算例 2 存在异常护层电流数据，因此

设计试验将验证集、测试集中异常的护层电流数据

进行人工缺失处理，以验证模型能否在电力设备状

态异常且部分监测数据缺失的条件下对数据进行有

效填补。同时，对算例 2 的填补数据开展序列预测，

进而间接验证模型填补的有效性。 
进行算例分析时，选取 Median 为基准线模型，

并将 SA-GAN 模型与前推法(last observation carried 
forward，LOCF)填补模型、双向循环时间序列填补

(bidirectional recurrent imputation for time series，
BRITS)模型、双向循环生成对抗网络(bidirectional 
recurrent-generative adversarial network，BR-GAN)
模型及 SAITS 模型进行对比，获得不同模型对缺失

数据填补精度的影响。选取 MAE、均方根误差(root 
mean square error，RMSE)为模型评价指标，RMSE
计算方法如式(19)所示。 

2
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1 1

,
1 1

((( ) ) )
RMSE( , , )

T S

t s
t s

T S

t s
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3.1  数据预处理 

针对无缺失 110 kV 变压器在线监测数据集，设

置模拟自然缺失率为 10%~90%，模型训练过程中引

入人工缺失率为 20%，模拟自然缺失是为了对训练

后模型的填补精度进行直接量化，引入人工缺失是

为了模型训练时对模型参数进行迭代优化，最终得

到训练集样本数量为 3096、验证集样本数量为 387、
测试集样本数量为 387。针对含有自然缺失的 220 
kV 高压电缆在线监测数据，在含自然缺失数据基础

上，引入 10%模拟自然缺失率计算不同填补模型的

填补误差，再引入 20%人工缺失率用于模型训练，

同时为验证模型能否在电力设备状态异常且部分监

测数据缺失的条件下对数据进行有效填补，数据集

划分策略如下：首先考虑 11 个月正常数据，划分训

练集、验证集、测试集分别为 7 个月、2 个月、2
个月。将含有异常数据最后 1 个月按照时间顺序均

等划分，将前 20 天含有“注意”状态的数据均等划

分至训练集与验证集、将最后 10 天含有“注意”状

态和“缺陷”状态的数据划分至测试集，并将验证

集与测试集的异常护层电流数据全部缺失。划分好

日期后采用滑动窗口方法生成样本，窗口长度为

36，对应 6 h 的数据采集量，滑动长度 18。对状态

量进行标准化处理，最终得到训练集样本数量为

1790、验证集样本数量为 574、测试集样本数量为

550。数据预处理如表 2 所示。 
3.2  110 kV 变压器在线监测缺失数据填补 

数据集 ETTm1[26]是北京航空航天大学与北京

国网富达科技发展公司收集的 110 kV电力变压器 2
年的在线监测数据。ETTm1 无自然数据缺失，采样

频率为 15 min/次，共计 69 680 个采样点，含有负

载、温升等 7 个状态量，3 维可视化结果如图 6。 
针对变压器在线监测数据集 ETTm1，在 90%

模拟自然缺失率下，计算得到不同填补模型对变压

器每一项在线监测状态量的填补误差，MAE 与

RMSE 的 3 维可视化结果如图 7 所示。 
由图 7(a)、7(b)可知，不同类型的数据特性不

同，填补的误差也不尽相同，但 SA-GAN 模型在每

个在线监测状态量上表现均最优。 
温升数据是变压器性能考核的关键指标，对变

压器安全稳定运行至关重要，可用于量化评估变压

器在线运行状态。故以温升数据为例，在 90%模拟

自然缺失率下，选取 1000 组不同模型填补的温升数

据与原始温升数据进行对比，考虑到 Median 模型

误差较大，因此没有局部放大 Median 模型的填补

数据，结果如图 8(a)所示。同时将 4 个不同位置 20
组数据 4 种深度学习模型填补的结果与真实数据对

比，如图 8(b)—图 8(e)所示。1000 组不同模型填补

数据 MAE 误差的箱型图如图 9 所示。 
表 2  数据预处理 

Table 2  Data preprocessing 

项目 算例 1 算例 2 

对象 110 kV 变压器 220 kV 高压电缆 

有无自然缺失 无 有 

有无异常数据 无 有 

试验设计 
模拟自然缺失、引入人

工缺失 
模拟自然缺失、引入人

工缺失 

特征缩放 标准化 标准化 

样本生成 滑动窗口法 滑动窗口法 

状态量数量 7 15 

自然缺失率 0 9.51% 

模拟自然缺失率 10%~90% 10% 

人工缺失率 20% 20% 

窗口长度 36 36 

滑动长度 18 18 

样本数据维度 36×7 36×15 

样本数量 3870 2914 

数据集划分 8:1:1 3:1:1 
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图 6  电力变压器在线监测状态量 

Fig.6  Online monitoring features of power transformer 

 

图 7  不同填补模型下变压器不同在线监测状态量的填补误差对比 

Fig.7  Imputation error comparison of online monitoring features of power transformer under various models  

with missing rate of 90% 
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图 8  90%模拟自然缺失率下不同模型对温升数据 

填补效果对比 

Fig.8  Effectiveness comparison of different models for im-

puting oil temperature data under 90 percent missing rate 

 

由图 8(a)—图 8(e)可知，在 90%模拟自然缺失

率下，相较其他几种模型，SA-GAN 模型的填补结

果更接近真实值；BRITS 模型、BR-GAN 模型及

SAITS 模型和真实值变化趋势相同，但填补结果较

真实值有一定误差；LOCF 模型在波动较大的数据

点填补质量较差；Median 模型填补数据的质量最

差，会对基于数据驱动的下游任务引入更高的误差。

由图 9 可知，SA-GAN 模型较其他几种模型，填补

误差更小，误差更集中，表明 SA-GAN 模型在 6 种

模型中填补的数据最准确、最稳定。 
不同模型在不同模拟自然缺失率下全部状态

量数据的 MAE、RMSE 结果如图 10 所示。 
由图 10 可知，SA-GAN 模型 MAE、RMSE 均

是最优的。数据模拟自然缺失率为 90%时，SA-GAN 
模型的 MAE 为 0.11，RMSE 为 0.17，较次优 SAITS
模型分别降低 19.10%、14.07%，说明 SA-GAN 能

很好地拟合数据特征分布，对随机缺失、连续缺失 

 

图 9  不同模型对温升数据的填补误差箱型图 

Fig.9  Box chart of oil temperature imputation error under 

various models 

 

 

图 10  不同模型的填补 MAE、RMSE 结果 

Fig.10  MAE and RMSE results of different models 

 
数据有良好的填补能力。 

综上所述，SA-GAN 模型可通过自注意力机制

提取单一序列的自相关信息和多维状态量间的互相

关信息来获取数据间的相关性，并结合生成对抗网
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络拟合数据分布、提取时序特征，获得了更优的缺

失数据填补效果。 
3.3  220 kV 高压电缆在线监测缺失数据填补 

本算例数据集是国家电网某 220 kV高压电缆 1
号接头处全年的在线监测数据，包括三相负荷电流、

护层电流、局部放电、介质损耗、温度等数据，采

样频率为 10 min/次，共计 52 560 个采样点，自然

缺失率为 9.51%。其中 2022 年 4 月 1 日 10:00:00
点之前监测到的数据均为正常数据，之后监测到的

护层电流是异常数据，监测值明显大于正常值。根

据国家电网公司企业标准《Q/GDW 11223—2014 高

压电缆状态检测技术规范》判断 4 月 1 日至 29 日在

线监测数据中护层环流监测量为“注意”状态，应

加强监测，适当缩短巡视周期。而 30 日的在线监测

数据中观测到护层电流超过 100 A，根据上述标准

判断为“缺陷”状态，拟于 5 月 1 日停电检查，及

时消缺。状态量的3维可视化展示结果如图11所示。 
3.3.1  结果分析 

对高压电缆在线监测数据进行缺失填补，得到

不同填补模型对高压电缆不同在线监测状态量的填

补误差，MAE 与 RMSE 的 3 维可视化结果如图 12
所示。 

 

图 11  高压电缆在线监测状态量 

Fig.11  Online monitoring features of high voltage cable 

 

图 12  不同填补模型下高压电缆不同在线监测状态量的填补误差对比 

Fig.12  Imputation error comparison of online monitoring features of high voltage cable under various models 
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由图 12(a)、12(b)可知，不同类别在线监测状

态量的缺失数据填补误差各不相同，且由于数据集

中电缆护层电流包含异常数据，因此不同模型对护

层电流监测状态量进行缺失填补时误差均较大。 
为验证本文所提模型是否具备工程应用价值，

即在电力设备存在状态异常且在线监测系统数据缺

失时，模型能否有效填补缺失数据，本文以 A 相护

层电流为例，选取测试集中连续缺失的 200 组异常

数据及发生异常前无缺失的 50 组数据，使用不同模

型对缺失数据进行填补，结果如图 13 所示，不同模

型填补 MAE 误差的箱型图如图 14 所示。 
由图 13 可知，SA-GAN 模型不仅能够学习到

护层电流发展的趋势，同时能根据其他状态量的变

化很好地拟合护层电流的变化，在曲线“拐点”处

的缺失填补效果为 6 种模型中最优。填补数值也大

于 100 A，符合实际高压电缆运行情况，能对高压

电缆的运行状态进行较准确的评价；而 SAITS 模型

可学习到护层电流相近的变化趋势，但填补数据与

真值存在一定误差；BRITS 和 BR-GAN 模型学习到

一定的时序规律性，可用于正常状态运行下的缺失

数据填补，但对含有异常的数据缺失不能很好地填

补；LOCF 模型由于最后一个月中前 20 天已经有部

分异常数据，因此较 Median 填补的值更接近实际

值，但是两种模型均没有反应出变化趋势。由图 14
可知，SA-GAN 模型较其他几种模型，填补误差更

小，误差更集中，表明 SA-GAN 模型填补的高压电

缆在线监测异常数据是最稳定、最准确的。 
使用不同模型对测试集中的异常护层电流进

行数据填补，对其 MAE、RMSE 进行对比，结果如

图 15 所示。 
由图 15 可知，SA-GAN 模型填补异常护层电

流的 MAE 为 0.58，RMSE 为 0.84，较次优 SAITS
模型分别降低 21.71%、14.43%。SA-GAN 模型在护

层电流状态异常且数据缺失的情况下填补的数据与

真值最接近、误差最低。分析可得，SA-GAN 模型

通过提取多维状态量间的互相关信息对序列“拐点”

进行识别，并结合异常护层电流时间序列自身的发

展趋势进行缺失数据填补。因此在测试集三相护层

电流异常数据缺失的情况下，SA-GAN 模型依然能

够获得较好的填补效果。 
3.3.2  序列预测 

由于算例中的原始自然缺失数据没有真值，无

法直接量化不同模型填补的自然缺失数据精度，为 

 

图 13  高压电缆异常护层电流数据不同模型填补效果对比 

Fig.13  Comparison of different models under high voltage 

cable abnormal sheath current data 

 

 

图 14  不同模型对护层电流数据的填补误差箱型图 

Fig.14  Box chart of sheath current imputation error under 

various models 

 

对填补模型的误差进行间接量化，进而验证模型的

填补效果，分别利用长短期记忆网络 (long 
short-term memory，LSTM)、双向长短期记忆网络

(bi-directional long short-term memory，BiLSTM)、
门控循环单元神经网络(gated recurrent unit，GRU)、
双向门控循环网络 (bi-directional gated recurrent 
unit，BiGRU)4 种时间序列预测模型对高压电缆的

状态量进行预测。模型的输入是含自然缺失高压电

缆数据在不同填补模型下填补得到的完整数据，包

括 15 个状态量 6 h(36 个时间采样点)的数据，输出

是模型预测的未来 1 h(6 个时间采样点)的数据。其

中用于训练的 36 个时间采样点来自不同模型的填

补数据，而 6 个预测点的真实数据来源于原始数据

集。模型预测的误差仅对非自然缺失数据进行计算，

即自然缺失数据位置上填补的数据不参与误差的计

算。4 种预测模型的参数一致，批次大小（Batch）
为 32、epoch 为 1000、learning rate 为 0.001，同样 
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图 15  不同填补模型的 MAE、RMSE 结果 

Fig.15  MAE and RMSE results of different models 

 

采用 early stopping 机制防止模型过拟合，其中参数

patience 取 5，即 5 个 epoch 的 loss 没有下降即停止

训练，预测结果如图 16 所示。 
由图 16 可知，SA-GAN 模型的平均 MAE 为

3.05、平均 RMSE 为 7.67，较其他几种填补模型预

测误差最低，较次优 SAITS 模型分别降低 17.95%、

12.76%。由此可知，SA-GAN 模型提取了多维时间

序列的分布特征，通过数据填补提高数据完整性，

实现样本增强，提升了预测模型的泛化能力，使得

预测模型能够捕获更加精确的信息，从而提高了预

测结果精度，故使用 SA-GAN 模型填补后的数据开

展序列预测的效果优于其他填补模型，间接验证了

SA-GAN 模型对缺失数据填补效果最优。同时也说

明缺失数据的填补质量会影响高压电缆序列预测效

果，进而影响高压电缆设备精益化管理水平。 

4  结论 

1）对 110 kV 变压器在线监测数据进行模拟自

然缺失和填补，SA-GAN 模型的 MAE 最高为 0.11， 

 

图 16  不同预测方法下不同模型填补数据 15 个状态量预测

的 MAE、RMSE 结果 

Fig.16  MAE and RMSE results of different forecasting mod-

els under different imputed data 



1808 高电压技术 2023, 49(5) 

RMSE 最高为 0.17，较其他模型分别至少降低

19.10%、14.07%。SA-GAN 模型可通过自注意力机

制提取单一序列的自相关信息和多维状态量间的互

相关信息来获取数据间的相关性，并结合生成对抗

网络拟合数据分布、提取时序特征，获得了更优的

缺失数据填补效果。 
2）对状态异常且部分监测数据缺失的 220 kV

高压电缆在线监测数据进行填补，SA-GAN 模型的

MAE 为 0.58，RMSE 为 0.84，较次优 SAITS 模型

分别降低 21.71%、14.43%。SA-GAN 模型通过提取

多维状态量间的互相关信息对序列“拐点”进行识

别，并结合异常护层电流时间序列自身的发展趋势

对处于异常状态的护层电流缺失数据进行较为准确

的填补。 
3）基于不同模型填补的数据对高压电缆状态

量进行序列预测，SA-GAN 模型的平均 MAE 和

RMSE 较 SAITS 模型分别降低 17.95%、12.76%。

SA-GAN 模型提取了多维时间序列的分布特征，通

过数据填补提高了数据完整性，实现了样本增强，

提升了预测模型的泛化能力，因此使用该模型填补

的数据开展序列预测的效果优于其他填补模型，间

接验证 SA-GAN 模型对缺失数据的填补效果最优。 
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