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基于相关变分模态分解和 CNN-LSTM 的变压器油

中溶解气体体积分数预测 
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摘 要：为解决变压器油中溶解气体实际监测数据中噪声信号对模型预测性能的影响以及单一长短期记忆神经网

络(long short-term memory，LSTM)无法对数据间的深层特征进行有效提取的问题，提出了一种融合了相关变分模

态分解(correlation variational mode decomposition，CVMD)、1 维卷积神经网络(one dimensional convolutional neural 
network，1D-CNN)和 LSTM 的组合预测模型。首先，利用 CVMD 去除原始气体序列中的噪声信号，并将去噪序

列分解为 1 组相对平稳的子序列分量；然后，针对各子序列分量分别构建 CNN-LSTM 预测模型，利用 1D-CNN
挖掘数据间的深层特征形成特征向量，并将其输入到 LSTM 中进行预测；最后，对各子序列预测结果叠加重构，

得到最终的气体预测值。并通过 4 组对比实验对所提模型进行了全方位、多角度的验证。算例研究结果表明，所

提模型单步和多步预测的平均绝对百分比误差分别为 1.53%和 2.09%。相较于现有模型，该文所提模型在单步和

多步预测性能上均有明显提升，为变压器在线监测和故障预警提供了重要技术支撑。 
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Abstract：To address the issues of noise interference in actual monitoring data of dissolved gases in transformer oil and 
the ineffective extraction of deep features between data by a single long short-term memory (LSTM) neural network, a 
combined prediction model combining correlation variational mode decomposition (CVMD), 1D convolutional neural 
network (1D-CNN) and LSTM is proposed. Firstly, CVMD is used to remove the noise signal from the original gas se-
quence, and the denoising sequence is decomposed into a group of relatively stable subsequence components. Then, 
CNN-LSTM prediction models are constructed for each subsequence component, and 1D-CNN is used to mine deep fea-
tures between data to form feature vectors, which is input into LSTM for prediction. Finally, the prediction results of each 
sub-sequence is superimposed and reconstructed to obtain the final gas predicted value. Four groups of comparison ex-
periments were carried out to verify the proposed model in a comprehensive and multi-angle way. The results of the 
example study show that the average absolute percentage errors of single-step and multi-step prediction of the proposed 
model are 1.53% and 2.09%, respectively. Compared with the existing model, the proposed model in this paper has sig-
nificantly improved the performance of the single-step and multi-step prediction. The study provides important technical 
support for transformer on-line monitoring and fault warning. 
Key words：dissolved gas in oil; correlation variational mode decomposition; one dimensional convolutional neural 
network; long short-term memory; gas volume fraction prediction 
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0 引言 

作为电网中最关键的枢纽设备之一，变压器的

运行状态关系到整个电网的运行可靠性。油中溶解

气体是表征变压器运行状态的重要特征量，通过对

变压器油中溶解气体的体积分数进行预测，可以提

前评估变压器的运行状态，进而引导运行维护人员

制定相应检修策略，避免重大事故的发生[1-2]。 
对于变压器油中溶解气体体积分数预测，通过

对油中溶解气体体积分数历史数据的分析，实现对

未来气体体积分数的精准预测。由于变压器工作环

境复杂，收集到的数据中通常会掺杂一定程度的噪

声信号，使得数据呈现高度非线性及非平稳性[3]。

因此，如何有效地进行数据去噪，成为研究人员必

须面对的问题。此外，变压器油中溶解气体体积分

数预测本质上是一种时间序列预测问题，而传统预

测方法往往存在对于非线性时间序列的拟合能力较

差，且在大量数据样本下无法有效挖掘数据间的深

层特征，具有较大的局限性。 
在数据去噪方面，文献[4-5]指出，噪声信号有

两个主要特点：一是能量主要集中在高频；二是频

谱分布于一个有限的区间。针对以上两个特点，国

内外学者进行了一系列探索研究，提出了许多有效

的噪声削减方法，主要包括经验模态分解(empirical 
mode decomposition ， EMD) 和 变 分 模 态 分 解

(variational mode decomposition，VMD)等。EMD 可

根据原始数据本身特征将数据分解为多个本征模态

分量(intrinsic mode functions，IMF)，实现了数据的

自适应分解，因此，EMD 被广泛应用于数据去噪领

域，并取得了显著成效。文献[6]利用 EMD 进行数

据去噪，准确地呈现出了数据的特征信息，有效抑

制了噪声信号并且较完整地保留了有效数据。尽管

EMD 有良好的去噪效果，但由于 EMD 在分解过程

中极易出现模态混叠以及端点效应，在一定程度上

影响了 EMD 的去噪效果。进一步，为克服上述不

足，有学者提出了 VMD 方法。VMD 是一种完全非

递归的数据分解方法，采用非递归方法不会传递误

差，因此其有效抑制了模态混叠和端点效应。文献

[7]首次将 VMD 引入到变压器油中溶解气体体积分

数预测领域，其将气体体积分数序列分解为多个周

期性和平稳性都较强的 IMF，有效抑制了原始数据

中的噪声信号，并同支持向量机 (support vector 
machine，SVM)相结合，实现了变压器油中溶解气

体体积分数的预测。尽管 VMD 解决了 EMD 的不

足之处，但其仍然存在噪声信号提取不充分、无法

判断各 IMF 中噪声信号含量等问题，严重影响了

VMD 的噪声抑制效果。相关变分模态分解

(correlation VMD，CVMD)是 VMD 的一种改进方

法，其将相关系数与 VMD 相结合，利用 VMD 分

解实现噪声信号与有效数据的初步分离，进而利用

IMF 与原始序列之间的相关系数来实现数据去噪。

文献[8]将 CVMD 应用于全球定位系统和重力恢复

与气候实验的数据去噪中，有效克服了 VMD 的局

限性，实现了更好的去噪效果。 
在预测方法方面，较常用的方法有 SVM、人工

神经网络等。文献[9]提出一种基于时间序列和SVM
的变压器油中溶解气体体积分数预测模型，实现对

变压器故障的早期预警。尽管 SVM 可在小样本、

贫信息数据情况下取得较高的预测精度，但随着数

据量不断增加，其逐渐出现误差累积、无法准确提

取数据时序相关性等问题[10]，大大限制了其应用范

围。文献 [11] 利用长短期记忆神经网络 (long 
short-term memory，LSTM)实现变压器油中溶解气

体体积分数预测，解决了 SVM 预测过程中存在的

误差积累以及无法准确提取数据时序相关性等问

题。然而，单一 LSTM 模型依然存在不能有效提取

数据间深层特征的缺陷，限制了其预测精度进一步

提升。卷积神经网络(convolutional neural network，
CNN)因其自身的结构优势，能够逐层挖掘数据间的

抽象规律，实现数据的深度挖掘。文献[12]利用 CNN
挖掘数据间的深层特征，并与 LSTM 相结合，对时

序数据进行预测，结果表明，利用 CNN 进行特征

提取可加快预测模型的收敛速度，进一步提高预测

精度。 
综上所述，本文将 CVMD 同 CNN-LSTM 相结

合，提出了一种基于 CVMD-CNN-LSTM 的变压器

油中溶解气体体积分数预测模型，该模型利用

CVMD 去除变压器油中溶解气体原始序列中的噪

声信号，并将其分解为一组平稳的子序列分量，有

效克服了传统 VMD 无法判断各 IMF 中噪声信号的

含量，进而导致噪声信号提取不充分的问题。此外，

该模型还利用 CNN 的结构优势，挖掘油中溶解气

体连续数据与非连续数据之间的深层特征，并形成

特征向量输入到 LSTM 中，解决了单一 LSTM 模型

对数据特征信息提取不充分的缺陷。实例分析表明，

本文所提模型能够在去除噪声的同时保留原始序列
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中的有用信息，并能对这些信息进行深度挖掘，使

得模型能够以更快的收敛速度获得更高的预测精

度，大大提高了模型的预测稳定性与可靠性。 

1  CVMD-CNN-LSTM 预测模型的基本原理 

1.1 相关变分模态分解 CVMD 

1.1.1 VMD 的基本原理 
VMD 算法是一种基于频域的非递归数据分解

方法，其通过求解变分问题来提取各模态分量，主

要包括变分问题的构造以及求解，其过程如下[13]： 
1）构造变分问题。基于 Hilbert 变换、Wiener

滤波与外差解调构造变分问题，用来寻求 k 个具有

中心频率的有限带宽，使每个模态的带宽估计之和

最小。带约束的变分问题模型如下： 
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式中：uk 为各模态分量；t 为时间； kω 为各模态分

量中心频率；δ(t)为冲激函数； t∂ 为对 t 求偏导；f
为原始序列。 

2）求解变分问题。通过引入 Lagrange 乘子 λ(t)
与二次惩罚因子 α，将约束性变分问题转化为非约

束性变分问题： 
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式中：
2
2∗ 为梯度二范数运算；<*>为约束附加项。 

利用交替方向乘子法求取式(2)的鞍点，进而得

到函数的最优解。 
3）经 VMD 分解后，原始序列 f 被分解 k 个模

态的叠加，如下： 
 1 2 kf M M M= + + +…  (3) 
式中：Mi为第 i 个模态，其中，i=1,2,…,k。 
1.1.2 CVMD 的基本原理与实现过程 

由于传统 VMD 在数据分解过程中仍然会产生

较大的精度损失，因此，Y. Shen 和 W. Zheng 等将

相关系数与 VMD 相结合，提出一种新的相关变分

模态分解(CVMD)。CVMD 通过预分解实现噪声信

号与有效数据的初步分离，之后利用 IMF 与原始序

列间的相关系数判断各 IMF 中噪声信号的含量，然

后通过设置合理的去噪阈值实现数据去噪，最后，

将去噪序列作为输入对特征序列进行二次分解。 
CVMD 的结构如图 1 所示，其主要过程如下： 
1）预分解。对原始序列进行一次变分模态分

解，采用中心频率观察法[14]确定 k1值，将原始序列

分解为 k1个 IMF。 
2）构造去噪序列。计算各 IMF 与原始序列之

间的相关系数 Ri，计算式如下： 
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式中：Cov 为协方差运算；Var 为方差运算。 
根据Ri值及表 1所描述的相关系数与相关性的

对应关系[15]，可得各 IMF 与原始序列间的相关性。 
根据相关系数大小判断各 IMF 中噪声信号的

含量，并利用各 IMF 的能谱指数确定去噪阈值 cc，

使得噪声信号可以被有效去除，将剩余 IMF 叠加，

得到去噪序列 fdenoise，其表达式如下： 
 denoise if M= ∑  , i|cc<Ri <1 (5) 

3）二次分解。将去噪序列作为输入，进行二

次变分模态分解，利用中心频率观察法确定k2的值，

将去噪序列分解成 k2个 IMF。 

 

图 1  CVMD 流程图 

Fig.1  Flow chart of CVMD 

表 1  相关系数与相关性的关系 

Table 1  Relationship between the correlation coefficient and 

correlation 

条件 不相关 弱相关 中度相关 强相关 

Ri 0~0.1 0.1~0.3 0.3~0.5 0.5~1 
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1.2 卷积神经网络 CNN 

卷积神经网络(convolutional neural network，
CNN)是深度学习的代表算法之一，作为具有深度结

构的前馈神经网络，其主要由对数据进行卷积计算

的卷积层和对网络参数进行下采样的池化层组成，

采用局部感知与权值共享的方式深度挖掘数据间的

内在联系，进而对数据的深层特征进行有效提取。

其中，针对时间序列数据，主要采用 1 维卷积神经

网络(one dimensional CNN，1D-CNN)提取特征，其

结构图如图 2 所示，数学模型[16-17]描述如下： 
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式中：
l
jx 为第 l 层的第 j 个特征映射；f(*)为激活函

数；N 为输入特征映射数量；
1l

jx −
为第 l–1 层的第 j

个特征映射；
l
ijk 为可训练的卷积核；

l
jb 为偏置项。 

1.3 长短期记忆神经网络 LSTM 

1.3.1 LSTM 的基本原理 
LSTM 是目前最成熟的循环神经网络(recurrent 

neural network，RNN)架构，其在 RNN 的基础上增

加了 3 个单独的门控单元来控制信息传递，使其对

长时间序列数据具有更强的学习能力，有效解决了

RNN 对较长时间跨度序列进行建模时出现的梯度

消失和梯度爆炸问题，被广泛应用于时间序列预测

领域[18]。 
LSTM 由遗忘门、输入门和输出门组成，其网

络结构如图 3 所示。遗忘门是将上一时刻神经元的

状态选择性遗忘，在保留有用信息的同时避免了无

用信息的向后传递；输入门是读取数据并利用激活

函数将数据映射至[0,1]之间；输出门是将处理后的

数据向下一时刻传递。 
图 3 中，LSTM 在当前时刻 t 的输入包括输入

序列 xt、t–1 时刻的单元状态 ct–1和 t–1 时刻的中间

状态 ht–1，输出包括当前时刻 t 的单元状态 ct和中间

状态 ht，具体计算式如下： 

 [ ]( )f 1 f,t t tσ −= ⋅ +f W h x b  (7) 

 [ ]( )i 1 i,t t tσ −= ⋅ +i W h x b  (8) 

 [ ]( )o 1 o,t t tσ −= ⋅ +o W h x b  (9) 

 [ ]( )c 1 ctanh ,t t t−= ⋅ +�c W h x b  (10) 

 1 tt t t t−= + �: :c f c i c  (11) 
 ( )tanht t t= :h o c  (12) 

式中：ft、it、ot 为遗忘门、输入门和输出门在当前

时刻 t 的状态计算结果；Wf、Wi、Wo为遗忘门、输 

 

图 2  1D-CNN 结构图 

Fig.2  Structure diagram of 1D-CNN 

 

 

图 3  LSTM 结构图 

Fig.3  Structure diagram of LSTM 

 
入门和输出门的权重矩阵；bf、bi、bo为遗忘门、输

入门和输出门的偏置项； t�c 为当前时刻 t 的单元状

态；Wc为单元状态权重矩阵；bc为单元状态偏置项；

σ为 sigmoid 激活函数；tanh 为双曲正切激活函数；

:为各元素按位置相乘。 
1.3.2 LSTM 关键参数优化 

LSTM 存在明显的参数依赖问题，参数选取是

否合理直接影响其预测性能。在LSTM众多参数中，

最大迭代次数、初始学习率以及隐藏层神经元数对

模型的训练和拟合效果影响最大，通常情况下这些

参数依靠人工经验来确定，主观性和不确定性较强，

严重影响了模型的预测准确性。 
针对上述问题，文献[19-20]分别采用粒子群优

化算法(particle swarm optimization，PSO)和改进果

蝇优化算法(improved fruit fly optimization algo-
rithm，IFOA）对 LSTM 网络中相关超参数进行优

化，有效克服了依据经验选取参数导致模型预测性

能不佳的问题。因此，为了正确选择上述 3 个关键

参数的值，本文参照上文思路，采用鹈鹕优化算法

(pelican optimization algorithm，POA)对这 3 个关键

参数进行寻优，进一步提升模型的预测准确性，同
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时使预测结果更加客观。优化过程参照文献[21]，3
个参数的优化范围如表 2 所示。 

2  CVMD-CNN-LSTM 预测模型的实现过程 

本文将数据去噪算法与神经网络模型相结合，

提出了一种基于 CVMD-CNN-LSTM 的组合预测模

型，模型结构如图 4 所示，具体实现步骤如下： 
1）按照文献[22]中的方法对变压器油中溶解气

体原始数据进行预处理。 
2）对数据进行预分解，采用中心频率观察法

确定分解模态数并计算各 IMF 与原始序列之间的

相关系数，根据相关系数的大小判断各 IMF 中噪声

信号的含量，并同去噪阈值结合实现数据去噪，构

建去噪数据集。 
3）对去噪数据进行二次分解，同样采用中心

频率观察法确定分解模态数。 
4）采用增强 Dickey-Fuller 检验 (augmented 

Dickey-Fuller test，ADF)对二次分解后的各模态进

行平稳性检验，验证分解的有效性。 
5）对二次分解后的各模态进行 Min-Max 归一

化处理，计算式如下： 

 min

max min

y yy
y y

−′ =
−  (13) 

式中： y′为归一化后的数据；y 为原始数据；ymax

为原始数据集中的最大数据；ymin 为原始数据集中

的最小数据。 
6）利用 1D-CNN 对各模态归一化后的数据进

行充分挖掘，获取序列的深层特征，形成特征向量

并输入到 LSTM 中。 
7）利用 POA 对影响 LSTM 预测精度的 3 个最

关键的超参数——最大迭代次数、初始学习率以及

隐藏层神经元数进行寻优，确定上述 3 个关键参数

的最优参数组。 
8）利用最优参数组下的 LSTM 对各模态进行

预测，将各模态的预测值叠加重构，得到最终的预

测结果。 

3  实例分析 

3.1 数据选取 

本文采用文献[23]提供的变压器油中溶解气体

体积分数监测数据，采集时间为 2013-11-07 至

2014-10-25，采集周期为 8 h，共计 1050 组数据，

气体体积分数单位为 10–6。其中，将 2013-11-07 至 

表 2  LSTM 关键参数优化范围 

Table 2  Optimization range of key parameters of LSTM 

参数定义 参数符号 参数优化范围 

最大迭代次数 MaxEpochs [10, 200] 
初始学习率 InitialLearnRate [0.001, 0.02] 

隐藏层神经元数 numHiddenUnits [10, 200] 

 

图 4  CVMD-CNN-LSTM 结构图 

Fig.4  Structure diagram of CVMD-CNN-LSTM 

2014-08-16 的 840 组数据作为训练样本，将

2014-08-17 至 2014-10-25 的 210 组数据作为测试样

本。限于文章篇幅，本文以 H2为例展开分析。 
3.2 模型评价指标 

为了对本文所提算法及其对比算法进行准确

评估，本算例采用平均绝对误差 (mean absolute 
error，MAE)、均方根误差(root mean square error，
RMSE)、平均绝对百分比误差(mean absolute per-
centage error，MAPE)和拟合优度 R2对模型预测效

果进行评价。MAE 表征了在不考虑方向的情况下预

测值平均误差幅度，RMSE 表征了模型的拟合能力，

MAPE 表征了模型预测的准确性，R2表征了预测值

和真实值之间的相关程度。其中，MAE、RMSE 和

MAPE 为损失型指标，R2为增益型指标，即 MAE、
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RMSE、MAPE 越小，R2越大，模型拟合效果越好，

预测结果越准确。各指标计算式如下： 

 MAE
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i i
i

y y y
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−∑  (14) 
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式中：n 为数据样本数量； ˆiy 和 iy 分别为第 i 时刻

油中溶解气体体积分数的预测值与实际值； y 为实

际数据的平均值。 
3.3 数据预处理与 CVMD 分解 

因为 H2数据序列具备等间隔性，无需对其进行

等时间间隔处理，因此本文主要采用插值法对 H2

数据序列中的异常数据进行修正以及对缺失数据进

行填充，即以该数据值前一时刻和后一时刻对应数

据均值作为该数据值。 
对预处理后的数据进行预分解，利用中心频率

观察法确定 k1的值，预设 k1从小到大取值，当各 IMF
分量的中心频率保持相对稳定，且无模态混叠现象

出现时，即认为 k1取得最佳值。在 k1从小到大取值

过程中，各 IMF 分量中心频率值如表 3 所示。 
从表 3 可见，在 k1>6 后，各 IMF 分量的中心

频率保持相对稳定，但当 k1>7 时，高频分量的中心

频率非常接近，存在一定的模态混叠现象。此外，

对不同 k1值下各 IMF 分量进行 ADF 检验，结果显

示 k1=9时 IMF1与 IMF2存在单位根，为不平稳序列，

其余分量均不存在单位根，为平稳序列。综上所述，

当 k1=8 时，高频分量存在一定的模态混叠现象；当

k1=9 时，不仅高频分量存在模态混叠现象，低频分

量中还存在不平稳序列，故认为 k1=7 为最佳值。

VMD 其他参数的设置参考文献[8]的方法，具体取

值如表 4 所示。H2序列预分解结果如图 5 所示，从

上至下依次为原始序列曲线、IMF1—IMF7曲线。 
从 H2 序列预分解结果看，H2 序列中明显存在

噪声信号，且噪声信号主要存在于高频 IMF 中。为

减小噪声信号的影响，后文对 H2 序列进行去噪处

理。首先根据式(4)计算各 IMF 与原始 H2序列之间

的相关系数，计算结果如表 5 所示。 

表 3  不同 k1值下各 IMF 分量中心频率 

Table 3  Frequency of each IMF component center under  

different k1 values 
k1 IMF1 IMF2 IMF3 IMF4 IMF5 IMF6 IMF7 IMF8 IMF9

2 0 0.068        
3 0 0.068 0.329       
4 0 0.017 0.075 0.329      
5 0 0.017 0.075 0.327 0.424     
6 0 0.016 0.072 0.148 0.328 0.424    
7 0 0.016 0.067 0.115 0.217 0.33 0.425   
8 0 0.016 0.067 0.115 0.217 0.329 0.412 0.454  
9 0 0.022 0.055 0.09 0.152 0.228 0.33 0.418 0.473

表 4  VMD 参数设置 

Table 4  Parameter settings of VMD 

惩罚因子 时间步长 直流效应 初始化频率 收敛容差 

2500 0 1 1 10–6 

本文参考文献[8]所示方法确定去噪阈值 cc，结

合表 1、表 4 与图 5，确定噪声信号存在于与原始序

列不相关的 IMF 分量中，即去噪范围为(0,0.1)。在

去噪范围内，以 0.01 为步长，分别令 cc=0.01n，1≤n≤9
且 n 为正整数，然后在 cc的每一个取值下分别构建

去噪序列并进行二次分解，最后利用 ADF 检验二

次分解后各 IMF 的平稳性，进而判断 cc取值是否可

行。实验结果表明，当 cc>0.5 时，无论二次分解 k2

取何值，利用 ADF 检验二次分解后各 IMF 的平稳

性，发现总有 IMF 存在单位根，即为不平稳序列，

故 cc>0.5 的值不可取；当 cc≤0.05 时，二次分解后

的各 IMF 均满足平稳性要求，故 cc≤0.05 的值均可

取。因此，为了在满足分解平稳性要求的同时尽可

能去除噪声信号，本文将去噪阈值设定为 0.05。之

后利用式(5)构建去噪序列 fdenoise 并对去噪序列进行

二次分解，同样利用中心频率观察法确定 k2=4。 
二次分解结果如图 6 所示，从上至下依次为去

噪序列曲线、IMF1—IMF4曲线，各 IMF 与原始 H2

序列之间的相关系数见表 5。由图 6 可见，尽管 H2

序列经二次分解后依然残留了少量噪声，但噪声的

幅度远小于原始序列。对各模态分别进行 ADF 检

验，结果显示各模态 Augmented Dickey-Fuller Test 
Statistic 的值显著小于 3 个置信度(1%，5%，10%)
的临界值，同时 p-value 接近于 0，证明各模态均平

稳，进一步证明了 CVMD 分解的有效性。 
3.4 数据特征提取与预测 

将 CVMD 分解后的各模态序列分别输入到

CNN-LSTM 组合预测模型中，CNN-LSTM 组合预 
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图 5  H2序列预分解图 

Fig.5  Pre-decomposition diagram of H2 sequence 

 

表 5  各 IMF 与原始 H2序列之间的相关系数 

Table 5  The correlation coefficient between each IMF and  

the original H2 sequence 

各 IMF IMF1 IMF2 IMF3 IMF4 IMF5 IMF6 IMF7

相关系数 0.99 0.24 0.1 0.07 0.05 0.04 0.03 

 
测模型由输入层、CNN 网络层、LSTM 网络层和输

出层组成。输入层负责将各模态分量输入到 CNN
网络层。因为经过 CVMD 分解后的各分量均为平 

 

图 6  H2序列二次分解图 

Fig.6  Secondary decomposition diagram of H2 sequence 

 

稳分量，为避免网络层数过深造成模型梯度消失或

梯度爆炸，CNN 网络层设置 2 层 1 维卷积层和 1 层

最大池化层，利用 1 维卷积层充分挖掘数据之间的

深层特征，利用池化层对 2 维卷积层所提取的特征

进行下采样，去除冗余信息，提高模型的运算效率。

为缩短学习周期同时避免模型训练过程中发生过拟

合，选择 ReLU 作为激活函数。为在保证模型预测

性能的同时缩短训练时间，LSTM 网络层设置 2 层

LSTM 层、1 层 Dropout 层和 1 层 Dense 层。LSTM
层用于对 CNN 网络层提取到的特征进行充分学习，

遗忘无效信息，保留有用信息，并对未来的数据进

行预测；Dropout层用于解决模型过拟合问题；Dense
层用于压缩数据，精简网络参数。输出层由一层

Dense 层组成，用于将 LSTM 网络层输出的预测值

进行全连接后输出。最后，将各模态分量预测结果

叠加重构，得到最终的气体预测值。模型结构如图

7 所示。 



270 高电压技术 2024, 50(1) 

3.5 实验设计与结果分析 

为全方位、多角度验证本文模型的优越性，本

文设计 4 组对比实验进行验证。为保证各模型均为

最优模型，各模型关键参数均采用 POA 进行优化。 
3.5.1 消融实验 

为验证 CVMD-CNN-LSTM 各部分的作用，将

LSTM 作为基准模型，分别加入 CVMD、CNN，构

建消融模型 CVMD-LSTM、CNN-LSTM。通过消融

实验，得到本文模型与消融模型的预测结果对比如

表 6 所示。 
由表 6 可见，同 LSTM 相比，CNN-LSTM 的

MAE、RMSE、MAPE 分别降低 38.4%、29.6%、

32.8%，R2提高了 13.8%，验证了采用 CNN 挖掘数

据的深层特征可有效提高模型的预测性能。同

LSTM 相比，CVMD-LSTM 的 MAE、RMSE、MAPE
分别降低 40.1%、44.4%、42%，R2提高了 16.3%，

验证了采用 CVMD 对数据进行去噪以及平稳性分

解对模型预测性能的提升效果。同 LSTM 相比，本

文所提模型的 MAE、RMSE、MAPE 分别降低

68.6%、71.3%、70.5%，R2 提高了 20.7%，同时相

较于 CVMD-LSTM 和 CNN-LSTM，本文所提模型

的 MAE、RMSE、MAPE 更小，R2更大，这 2 项结

果表明 CVMD 与 CNN 的组合更大限度地发挥了各

自的优势，进一步提升了模型的预测性能。表 6 中

各模型的测试样本预测曲线如图 8 所示，由图 8 可

见本文所提模型的预测值比另外 3 种模型更加贴近

实际监测值，证明了本文模型的优越性。 
3.5.2 单步预测实验 

为进一步验证 CVMD 数据去噪对模型整体预

测性能的提升效果，采用 VMD 和 CNN、LSTM 相

结合，构建 VMD-CNN-LSTM 和 VMD-LSTM，并

与 CVMD-CNN-LSTM 和 CVMD-LSTM 进行比较，

构造 2 组单步预测对比实验。模型评价指标对比结

果如表 7 所示，预测曲线对比结果如图 9 所示。 
从表 7 评价指标的定量分析可见，相较于

VMD-CNN-LSTM，本文所提模型的 MAE、RMSE、
MAPE 分别降低 42.2%、41.1%、42.3%，R2提高了

1.8%；相较于 VMD-LSTM，CVMD-LSTM 的 MAE、
RMSE、MAPE 分别降低 13.8%、19.7%、13.8%，

R2 提高了 3%。从图 9 可见，相较于没有进行数据

去噪的模型 VMD-CNN-LSTM 和 VMD-LSTM，采

用CVMD进行数据去噪的模型CVMD-CNN-LSTM
和 CVMD-LSTM 的预测曲线与实际监测曲线拟合 

 

图 7  CNN-LSTM 结构图 

Fig.7  Structure diagram of CNN-LSTM 

 
表 6  消融实验结果 

Table 6  Ablation experimental results 

模型  MAE RMSE  MAPE/% R2 

CVMD-CNN-LSTM 2.75 3.28 1.53 0.99 

CVMD-LSTM 5.18 6.35 3.01 0.938 

CNN-LSTM 5.4 8.04 3.49 0.911 

LSTM 8.77 11.42 5.19 0.785 

 

 

图 8  消融实验各模型预测曲线对比图 

Fig.8  Comparison of prediction curves of each model in abla-

tion experiment 

 
表 7  单步预测实验结果 

Table 7  Single-step prediction of experimental results 

实验序号 模型  MAE RMSE  MAPE/% R2 

1 
CVMD-CNN-LSTM 2.75 3.28 1.53 0.990

VMD-CNN-LSTM 4.76 5.57 2.65 0.972

2 
CVMD-LSTM 5.18 6.35 3.01 0.938

VMD-LSTM 6.01 7.91 3.49 0.910
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性更好，预测数据的峰值更接近实际监测值，出现

拐点的时间也与实际监测值基本相符，这 2 项实验

结果也充分表明了 CVMD 数据去噪对模型整体预

测性能的提升效果。另外，相较于 VMD-LSTM，

VMD-CNN-LSTM 的 MAE、RMSE、MAPE 分别降

低 20.8%、29.6%、24.1%，R2提高了 6.4%，进一步

验证了利用 CNN 挖掘数据的深层特征对模型预测

性能的提升效果。 
3.5.3 多步预测实验 

为纵向验证本文模型的预测稳定性与可靠性，

对 H2体积分数进行了多步预测。本文采用滚动预测

方式构建多步预测，即每完成一次单步预测，都将

各模态的单步预测结果作为新的特征输入到模型中

来完成下一次单步预测，最终得到各模态的多步预

测结果。将各模态的多步预测值叠加重构，即可得

到 H2 体积分数的多步预测值。对比模型选择 3.5.1
节与 3.5.2 节中预测精度最高的 2 个模型

CVMD-CNN-LSTM 和 CVMD-LSTM，限于文章篇

幅，以 6 步预测为例进行说明，即对未来 2 天的 H2

体积分数进行延伸预测，表 8 给出了上述 3 种模型

多步预测值与实际值的结果对比，表 9 给出了 3 种

模型多步预测评价指标的结果对比。 
由表 8 可知，由于误差的累积效应，随着预测

步数增加，3 个模型的预测性能均有不同程度下降，

但在步数相同的情况下，本文所提模型的预测值与

实际值更加接近。由表 9 可知，与 VMD-CNN-LSTM
和 CVMD-LSTM 相比，本文所提模型的 MAE 分别

降低45.5%和50.1%，RMSE分别降低41%和46.6%，

MAPE 分别降低 41.9%和 52.3%，R2分别提高 7.7%
和 11.5%。结合表 8、表 9 可见，CVMD 数据去噪

和 CNN 深层特征提取对于模型单步及多步预测性

能均有提升作用，充分展现了本文模型的优越性。 
3.5.4 其他特征气体预测实验 

为横向验证本文模型的预测稳定性与可靠性，

分别对其他 6 种特征气体 2013-11-07 日至

2014-10-25 日的 1050 组数据进行预测，训练样本与

测试样本的划分同 H2，对比模型选择同 3.5.3 节，

预测结果如表 10 所示。 
从表 10 可以看出，针对其他 6 种特征气体，

本文所提模型的 MAPE 稳定在 0.88%~1.72%之间，

R2稳定在 0.948~0.997 之间，MAE 和 RMSE 也明显

优于 VMD-CNN-LSTM 和 CVMD-LSTM，保持着

最佳的预测性能，由此可见，本文所提模型在面对 

 

图 9  单步预测实验预测曲线对比图 

Fig.9  Comparative diagram of prediction curve of  

single-step prediction experiment 

 

表 8  各模型多步预测值与实际值的结果对比 

Table 8  Comparison between the results of multi-step  

prediction and actual value of each model 

实际值
模型预测值 

CVMD-CNN-LSTM VMD-CNN-LSTM CVMD-LSTM

138.7 138.5 142.2 136.2 
139.9 138.6 141.9 136.9 
141.2 139.3 148.4 136.9 
147.6 141.7 150.7 137.8 
146.8 143.1 154.7 139.2 
148.6 143.8 157.6 139.5 

 
表 9  各模型多步预测评价指标的结果对比 

Table 9  Comparison of the results of multi-step prediction and 

evaluation indexes of each model 

模型  MAE RMSE  MAPE/% R2 

CVMD-CNN-LSTM 2.97 3.58 2.09 0.923 

VMD-CNN-LSTM 5.45 6.07 3.6 0.852 

CVMD-LSTM 6.05 6.71 4.38 0.817 
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表 10  其他特征气体预测结果 

Table 10  Prediction results of other characteristic gases 

特征气体 模型 MAE RMSE MAPE/% R2 

CH4  
CVMD-CNN-LSTM 0.53 0.65 1.72 0.974
VMD-CNN-LSTM 0.63 0.77 2.04 0.968

CVMD-LSTM 0.79 0.97 2.45 0.763

C2H2 
CVMD-CNN-LSTM 0.008 0.01 1.66 0.973
VMD-CNN-LSTM 0.014 0.02 2.85 0.970

CVMD-LSTM 0.02 0.02 3.85 0.950

C2H4 
CVMD-CNN-LSTM 0.25 0.31 0.88 0.991
VMD-CNN-LSTM 0.57 0.69 1.99 0.966

CVMD-LSTM 0.64 0.85 2.18 0.821

C2H6 
CVMD-CNN-LSTM 0.31 0.36 1.15 0.997
VMD-CNN-LSTM 0.57 0.73 2.07 0.963

CVMD-LSTM 0.73 0.85 2.69 0.973

CO 
CVMD-CNN-LSTM 4.11 4.25 1.11 0.990
VMD-CNN-LSTM 9.16 9.39 2.48 0.978

CVMD-LSTM 10.18 10.72 2.77 0.868

CO2 
CVMD-CNN-LSTM 25.92 27.1 1.06 0.948
VMD-CNN-LSTM 41.93 44.77 1.72 0.800

CVMD-LSTM 36.63 49.82 1.51 0.566

 
不同数据样本时具有更强的自适应能力，进一步证

明了本文模型的预测稳定性和可靠性。 

4  结论 

为了更好地追踪变压器油中溶解气体体积分

数的变化规律，本文将数据分解算法与神经网络模

型相结合，构建了一种基于 CVMD-CNN-LSTM 的

组合预测模型。通过算例仿真得到如下结论： 
1）利用 CVMD 去除了原始序列中混入的噪声

信号，改善了数据质量，相较于传统 VMD，其 MAPE
降低了 42.3%，有效解决了传统 VMD 算法噪声信

号抑制不充分进而导致后续预测模型拟合能力不够

的问题，提高了模型整体的预测性能。 
2）采用 1D-CNN 充分挖掘数据间的深层特征，

减少了人为提取特征所带来的误差，相较于单一

LSTM，其 MAPE 降低了 32.8%，克服了单一 LSTM 
模型不能有效提取数据间深层特征的缺陷，提高了

模型的预测稳定性与可靠性。 
3）本文所提模型综合了 CVMD、1D-CNN 和

LSTM 这 3 者的优势，相较于未采取任何优化的基

础 LSTM 模型，MAE、RMSE、MAPE 分别降低了

68.6%、71.3%、70.5%，R2 提高了 20.7%，具有更

高的预测精度与效率。 
4）本文所提模型可根据不同的数据样本，自

适应调整模型的超参数，实现变压器油中溶解气体

体积分数的精准预测，为变压器在线监测和故障预

警提供了重要的技术支撑，具有较高的应用价值。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 

表 A1  变压器油中溶解气体体积分数数据样本示例 

Table A1  Sample data of dissolved gas volume fraction data in transformer oil 
单位：10−6 

采样时间  H2 CH4 C2H2 C2H4 C2H6 CO CO2 

2013–11–07 T03:00 179.4 37.2 0.6 36.3 24.0 294.3 1677 
2013–11–07 T11:00 182.7 36.3 0.4 37.0 27.6 294.0 1670 
2013–11–07 T19:00 184.6 36.8 0.5 36.5 25.0 293.1 1670 
2013–11–08 T03:00 185.7 36.7 0.5 37.1 26.1 293.7 1667 
2013–11–08 T11:00 187.0 36.6 0.3 36.2 26.5 293.5 1668 
2013–11–08 T19:00 186.8 36.3 0.4 35.8 25.1 292.1 1660 
2013–11–09 T03:00 182.6 36.2 0.5 32.5 18.8 293.8 1669 
2013–11–09 T11:00 182.7 37.0 0.3 36.5 25.4 290.1 1664 
2013–11–09 T19:00 181.8 36.3 0.3 34.4 19.7 293.3 1668 
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