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基于 ICEEMDAN 和时变权重集成预测模型的变压

器油中溶解气体含量预测 

马宏忠 1，肖雨松 1，孙永腾 1，李  勇 2，朱  雷 2，许洪华 2 
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摘 要：为了实现对变压器油中溶解气体体积分数的精确预测，同时克服仅使用单一预测模型导致预测精度及泛

化能力不足的局限，提出了一种基于改进完全自适应噪声集合经验模态分解(improved complete ensemble empirical 
mode decomposition，ICEEMDAN)和灰色关联系数时变权重集成预测模型的变压器油中溶解气体预测方法。首先

将溶解气体含量序列模态分解为一系列具有不同时间尺度的子序列。然后，使用门控循环神经网络和麻雀搜索算

法优化支持向量机对各子序列进行训练，组合为一个集成预测模型；并比较不同预测方法的预测精度，计算灰色

关联系数时变权重，形成各子系列的预测结果。最后将各子序列的预测结果叠加重构，得到最终预测结果。算例

分析结果显示：该方法单步预测的均方根误差、平均绝对误差和相关系数分别为 0.593、0.422 和 0.768，相比其他

算法在预测精度上有明显提升，同时具有很强的泛化性能，可以为油浸式变压器内部状态监测提供依据。 
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Prediction of Dissolved Gas Concentration in Transformer Oil Based on ICEEMDAN and 

Time-varying Weight Integrated Prediction Model 
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Abstract：In order to accurately predict the volume fraction of dissolved gas in transformer oil and overcome the limita-
tion that only using a single prediction model will facilitate a poor prediction accuracy and generalization performance, 
we put forward a prediction method of dissolved gas in transformer oil based on improved complete ensemble empirical 
mode decomposition (ICEEMDAN) and gray relational coefficient time-varying weight integrated prediction model. 
Firstly, the dissolved gas volume fraction sequences were decomposed into a series of subsequences with different time 
scales. Then, the gated recurrent unit (GRU) and sparrow search algorithm optimized support vector machine(SVM) were 
used to train each subsequence, and an integrated prediction model was combined; moreover, the prediction accuracy of 
different prediction methods were compared to calculate the time-varying weight of gray relational coefficient and form 
the prediction results of each sub series. Finally, the prediction results of each subsequence were superposed and recon-
structed to obtain the final prediction results. The analysis result of the example shows that the root mean square error 
(RMSE), average absolute error (MAE) and correlation coefficient (R2) of single step prediction of this model are 0.593, 
0.422, and 0.768, respectively, which has significantly improved the prediction accuracy compared with other algorithms, 
and it has a strong generalization performance. Therefore, the research results can provide a basis for the internal state 
monitoring of oil immersed transformers. 
Key words：dissolved gas in oil; ICEEMDAN; sparrow search algorithm; support vector machine; gated recurrent unit; 
time-varying weight; integrated model 

 

0 引言1 

油浸式电力变压器作为电力系统最重要的基
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础设备之一，其运行状况直接关系到整个电网的安

全稳定。对变压器的运行状况进行预测，从而及时

安排检修并消除安全隐患，能阻止早期潜伏性故障

发展恶化，避免造成重大事故。油中溶解气体分析

(dissolved gas analysis，DGA)技术是目前监测变压

器运行状态和诊断故障的重要方法，已经得到广泛
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应用[1]。对溶解气体的变化趋势进行时序建模预测，

可以为评估变压器状态、发现潜在故障和合理安排

检修计划提供参照[2-3]。 
目前，国内外针对变压器油中溶解气体的预测

方法大致可归纳为统计学预测法和机器学习预测法

两大类[4]。统计学预测方法包含时间序列模型、灰

色模型等，其模型简单，运算速度快，然而其非线

性拟合能力较差，且需要人工经验的辅助，在实际

应用中存在明显的局限性。相比之下，机器学习方

法在拟合复杂数据上有明显优势，减少了对人工经

验的依赖[5]。典型的机器学习模型有支持向量机

(support vector machine，SVM)[6]和极限学习机

(extreme learning machine，ELM)[7]等。周锋等采用

内建粒子群优化算法(intrinsic particle swarm opti-
miztion，IPSO)优化 ELM 参数，对变压器油中溶解

气体体积分数进行预测[8]。然而这些传统的机器学

习方法单独使用往往难以满足预测精度要求，需要

结合各种优化算法进行参数优化[9]。 
深度学习是一类采用了多层神经网络的机器

学习方法。其中，循环神经网络(recurrent neural 
network，RNN)具有链式递归的网络结构，能够反

映序列时间上的关联性，在时序建模上有很好的效

果。各种改进RNN模型如长短期记忆神经网络(long 
short-term memory，LSTM)[10]、门控循环神经网络

(gated recurrent unit，GRU)[11]等，克服了传统 RNN
存在的梯度消失和梯度爆炸等缺点，取得了广泛的

应用。如李小平等结合卷积神经网络(convolutional 
neural network，CNN)和双向 LSTM，对机车变压器

油中溶解气体进行预测[12]。 
深度学习方法的引入一定程度上提高了对溶

解气体含量预测的精度，但变压器油中溶解气体变

化受油温、气压和故障类型等多因素影响，具有较

强的非线性和不平稳性，其变化趋势难以捕捉，因

此可以借助模态分解方法，将原始序列分解为具有

不同时间尺度的固有模态分量(intrinsic mode func-
tion，IMF)，避免互相干扰[13]。对这些子序列分量

分别进行预测，再叠加重构，能得到更高精度的预

测结果。其中，模态分解方法主要包括经验模态分

解(empirical mode decomposition，EMD)、集合经验

模态分解(ensemble empirical mode decomposition，
EEMD)、完全自适应噪声集成经验模态分解

(complete ensemble EMD with adaptive noise ，
CEEMDAN) 等 [14-15] ， 改 进 CEEMDAN 算 法

(ICEEMDAN)进一步解决了虚假分量问题，适用于

提取子序列进行训练[16]。 
此外，虽然单一预测模型能够提取溶解气体体

积分数变化的特征，但单一预测模型的泛化性能不

足[17]，而变压器中具有多种溶解气体，存在多种运

行状态，溶解气体模态分量子序列具有不同的时间

尺度，难以通过一种预测方法满足预测的需求，导

致在不同场景下预测效果不稳定，鲁棒性较弱。而

针对输入数据的多样性，结合两种预测方法形成集

成预测模型，有助于增强泛化能力，提高多种场景

下的预测精度。 
基于以上分析，为综合多种算法的优势，本文

提出一种结合 ICEEMDAN 和集成预测模型的油中

溶解气体体积分数预测方法。首先使用 ICEEMDAN
进行模态分解，将溶解气体体积分数序列分解为多

组子序列。然后，分别使用 GRU 和麻雀搜索算法

(sparrow search algorithm，SSA)优化 SVM 对各子序

列进行训练，组合为一个集成预测模型；并比较不

同预测方法预测精度，计算时变权重[18]，形成各子

系列的预测结果。最后，将各子序列的预测结果叠

加重构，得到最终预测结果。算例分析结果表明，

本文方法能够把握气体序列不同时间尺度的特征，

在单步及多步预测精度上均有明显提升，并有很强

的泛化能力。 

1  基本理论 

1.1 ICEEMDAN 算法 

ICEEMDAN 算法是 CEEMDAN 算法的改进。

EMD 算法存在模态混叠现象主要是因为原始信号

具有间歇性，EEMD 算法向原始信号中添加高斯白

噪声，消除了信号间歇，但引入的白噪声很难消除，

增大了重构误差[19]。 
针对重构误差问题，CEEMDAN 算法在模态分

解各阶段添加正负互补的白噪声，从而消除残留白

噪声干扰，提高了重构精度。但 CEEMDAN 仍存在

虚假分量问题，而 ICEEMDAN 不直接添加白噪声，

而是添加白噪声 EMD 分解后的模态分量，进一步

消除了加入白噪声引起的的干扰和混叠[20]。 
ICEEMDAN 算法实现的具体步骤如下： 
1）在原始信号序列 x 中加入 i 组白噪声的模态

分量，得到加噪信号序列 X(i)： 

 ( )( ) ( )
1 1 1

i iX x B E w= +  (1) 

式中：Bk表示第 k 个信噪比；w(i)为白噪声信号；Ek(*)
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为 EMD 分解的第 k 个模态分量。 
2）使用 EMD 对加噪信号进行 N 次重复分解，

与加噪信号做差并计算平均值，得到第 1 个残差信

号 Rl和对应的模态分量 Imfl。 

 ( )( ) ( )
1 1 1 1

i iR X E X−=  (2) 

 mf1 1I x R= -  (3) 
式中：〈〉表示求平均值。 

3）向 Rl 添加多组白噪声分量，再求均值得到

X2(i)=R1+B2E2(w(i))，再与 Rl 做差得到第 2 个模态分

量 Imf2。 

 ( ) ( )( )22 22
i iR EX X= −  (4) 

 1mf 2 2RI R−=  (5) 
4）重复步骤 3），直到所得余量信号不能再继

续分解，满足分解终止条件，得到所有的模态分量。 
1.2 麻雀搜索算法 

麻雀搜索算法(SSA)是薛健凯等在 2020 年提出

的新型群体优化算法。相比其他搜索算法，SSA 引

入了发现者–追随者机制，提高了搜索效率；并通过

模仿麻雀的反捕行为，减少了陷入局部最优或无法

收敛等问题[21-23]。 
SSA 中麻雀可分为发现者、追随者及警戒者 3

类，每只麻雀的位置对应 1 个解。发现者为种群寻

找食物丰富(适应度高)的觅食范围；追随者会监视

周围发现者，向发现者位置移动；当遇到捕食者时，

警戒者会发出信号，提醒种群做出反捕行为。发现

者和警戒者数量分别占种群数量的 10%~20%，追随

者找到更好的食物来源时，可以转化为发现者，但

比例保持不变。 
迭代搜索过程中，发现者的位置更新为： 
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式中：xij为第 i 只麻雀在第 j 维的位置；t 为当前迭

代次数；Tmax 为最大迭代次数；L 为元素全为 1 的

向量；α 为(0,1]范围内均匀随机数；Q 为符合正态

分布的随机数；R2为预警值，取值范围[0,1]；ST为

安全值，取值范围[0.5,1]。当 R2<ST时，表示此时环

境中无捕食者威胁；当 R2≥ST时，表示已发现捕食

者，所有麻雀都需转移。 
在觅食过程中，追随者会跟随发现者改变觅食

位置，其位置更新如式(8)所示。 
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式中：xω为全局最差位置；xp为当前发现者中最优

的位置；A+=AT(AAT)–1，其中 A为元素随机赋值–1
或 1 的 1×d 矩阵。当 i>n/2 时，表明此追随者适应

度太低，需转移至其他位置。 
警戒者负责觅食区域周围的警戒，其位置更新

如式(9)所示。 
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式中：fi 为当前麻雀的适应度；fg 和 fω 分别为当前

全局最优和最差适应度；xB为当前全局最优位置；

β 和 K 为步长控制参数；δ 为一微小常量，用于避

免分母为零。 
SSA 中发现者位置会随迭代次数增加逐渐向 0

收敛，搜索范围不断向原点靠近，当最优解距离原

点较远时，搜索性能明显下降[24-25]。因此本文修改

发现者位置更新公式，加入正态分布变异算子[26]，

将发现者搜索公式改写为： 

 2 T1

2 T

normrnd(1, ) ,
,

t
ij it

ij t
ij

x R S
x

x Q R S
σ+ ⎧ ⋅ <⎪= ⎨ +⎪⎩ L

 (9) 
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πtan 1
4i

t
T

σ θ
⎛ ⎞⎛ ⎞

= − +⎜ ⎟⎜ ⎟⎜ ⎟⎝ ⎠⎝ ⎠
 (10) 

式中：normrnd(1,σi)是均值为 1、标准差为 σi的正态

分布；σi 为发现者的变异算子，开始迭代时其值较

大，以增强全局搜索能力，随着迭代不断减小转向

局部精细搜索；θ为一较小常量，用于避免 σi为零。 
1.3 支持向量机 

支持向量机(SVM)是一种基于统计学结构风险

最小原理的机器学习方法，需要的学习样本小，训

练速度快[27-28]。支持向量回归是 SVM 在回归问题

上的应用，其算法的核心在于构建一个超平面。设

样本集为(xi, yi)，xi、yi分别为输入、输出，超平面

可描述为： 
 ( ) ( ) 0f x x= + =ω b  (11) 
式中：ω为超平面的法向量；b为偏置量。使用 SVM
进行回归时需要使得距离超平面最远的点尽可能

近。最佳超平面可由式(13)来估计。  
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T

1

1min ( ) max(0, ( ) )
2

N

i i
i

c
N

y f x ε
=

+ − −∑ω ω  (12) 

式中：c 为惩罚系数；ε为回归允许的最大误差；N
为样本数量。 

SVM 回归应用中，往往引入核函数 K(xi,xj)将
低维空间中非线性回归转化为高维空间中线性回

归。常用的核函数包括高斯核函数、多项式核函数

和 Sigmoid 核函数等，其中高斯核函数能直观反映

两个向量之间的距离，其提取样本局部特性能力强，

应用最多。因此，本文选择使用高斯核函数。 
惩罚系数 c 和核函数参数 g 是决定 SVM 性能

的关键参数，其中 c 影响对噪声的容忍度，而 g 影

响高维空间投射。然而 c 和 g 若依靠经验和反复试

验选取，不仅费时费力而且难以取得最优解，因此，

需要使用优化算法进行自动寻优[29]。 
1.4 门控循环神经网络 

2014 年，Cho 等提出了 GRU 模型[30](见图 1)，
GRU 是 LSTM 的一种改进模型，其在结构上更加简

单，只有更新门和重置门两个门，并合并了单元状态

与输出向量。相比 LSTM，GRU 继承了其记忆重要信

息、遗忘次要信息、避免梯度爆炸或梯度消失的能力，

预测性能基本不变；同时减少了需要训练的神经网络

参数，缩短了训练时间。GRU 的数学计算式为： 

 

1

1

1

1

( [ , ] )
( [ , ] )

tanh( [ , ] )
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t r t t r

t z t t z

t h t t t h
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−

−

−
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r W h x b
z W h x b
h W r h x b
h I z h z h

 (13) 

式中：Wr、Wz和Wh为训练所获得的权重参数；br、

bz和 bh表示相应的偏置量；I为单位矩阵；σ和 tanh
分别为 sigmoid 函数和双曲正切函数；ht和 ht–1分别

为为 GRU 当前和上一时刻的状态输出量； t′h 为当

前时刻的候选状态量；rt 和 zt 分别为重置门和更新

门当前的状态，范围在[0,1]之间。更新门用于控制

前一时刻的状态信息和当前输出更新到当前状态信

息中的程度，重置门则控制前一状态历史信息被遗

忘的比例。 
1.5 灰色关联系数时变权重  

集成预测模型存在权重分配的问题。若采用固

定权重的方式，不仅权重难以确定，而且很难反映

预测过程中子预测模型预测精度的变化，不利于提

高最终预测精度；采取自适应时变权重分配，不仅

可提高预测精度，同时能明显减少预测过程中子预

测模型“坏点”的影响，提高鲁棒性[18]。 

 

图 1  门控循环单元神经网络结构 

Fig.1  Structure of gated recurrent unit neural network 

 
在预测过程中，根据未知的实际值来计算时变

权重是不合实际的，只能根据之前的预测表现为依

据进行权重分配。本文选用灰色关联分析法(grey 
relational analysis，GRA)确定时变权重[31]，其计算

式如式(15)所示： 

 , 1 , 1
1

/
n

it i t i t
i

w r r− −
=

= ∑  (14) 

式中：wit 为本时刻第 i 个预测模型时变权重；ri,t−1

为上一时刻的灰色关联度，计算式如式(16)： 

 1 ( 1)i j
i

m Mr
t M

ξ
ξ−

+
=
Δ − +，  (15) 

式中：ξ为分辨系数，一般取 0.5；m 和 M 分别为子

预测模型预测误差绝对值的最小值和最大值；Δi(t–1)
为 t–1 时刻第 i 个子预测模型的误差绝对值。 

2  变压器油中溶解气体预测模型 

2.1 基于麻雀搜索算法优化 SVM 流程 

使用 SSA 优化 SVM 的过程如图 2 所示。通过

优化确定最优的惩罚因子 c 和核函数参数 g，提高

SVM 的预测精度和抗干扰能力。 
1）首先构建训练样本集，设置麻雀搜索算法

的相关参数，包括种群规模、最大迭代次数和 SVM
参数 c、g 的初始值和取值范围。 

2）每只麻雀位置均代表一种 SVM 参数组合，

使用交叉验证精度计算麻雀个体的适应度。 
3）记录最优参数组合，根据麻雀个体适应度

值进行排序，划分发现者和追随者；计算预警值，

根据预警值大小，更新麻雀位置。 
4）判断是否达到最大迭代次数，若不满足，

重复以上步骤 2）和 3），直到达到最大迭代次数，

输出所得最优参数 c 和 g，构建 SVM 模型。  
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图 2  SSA 算法优化 SVM 流程图 

Fig.2  Flow chart of SVM optimization based on SSA 

 
2.2 变压器油中溶解气体预测流程 

变压器油中溶解气体序列具有明显波动性，而

ICEEMDAN 算法可以将序列分解为多个具有不同

时间尺度的子序列，子序列内部规律性更强，有助

于提高预测精度。此外，为了结合 SVM 和 GRU 两

种方法的优点，本文提出一种基于 ICEEMDAN 和

集成预测模型的变压器溶解气体预测方法，整体方

法流程如图 3 所示。 
1）使用 ICEEMDAN 分解油中溶解气体体积分

数序列，得到反映不同时间尺度下波动特征的各

IMF 分量，以及反映全局变化特征的剩余分量。  
2）对各子序列分量分别进行归一化处理，并

划分出训练集与测试集。 
3）选取 SSA-SVM 和 GRU 预测方法作为子预

测模型，分别对各子序列分量进行训练，得到集成

预测模型。 
4）使用集成预测模型对测试集进行预测，并

通过 GRA 系数计算时变权重，得到各子序列预测

结果，再进行叠加得到单步预测值。 
5）通过滚动多步预测法，用单步预测结果对

输入序列进行更新，输入预测模型得到第 2）步预

测结果，如此迭代实现多步预测。 

3  算例研究 

本文选用的变压器油中溶解气体数据采集时

间为 2014 年 8 月至 2015 年 7 月，数据检测周期为

8 h[32]。用插值法补齐缺失值和采样周期错误的数

据，获得 1004 个样本点，考虑到多步滚动预测的需 

 

图 3  基于 ICEEMDAN 和时变权重集成预测模型的变压器

油中溶解气体体积分数预测方法流程图 

Fig.3  Flow chart of dissolved gas in transformer oil prediction 

method based on ICEEMDAN and time-varting weight inte-

grated prediction model 

 
要，选取前 799 个样本点作为训练集，后 205 个样

本点作为测试集用于验证模型。限于篇幅，本文以

CH4为例进行详细分析。 
3.1 ICEEMDAN 预处理 

使用 ICEEMDAN 对原始 CH4体积分数时间序

列进行分解，逐级分离出 IMF 分量及剩余分量 res。

CH4体积分数序列分解结果见图 4，图中 5 组 IMF
分量具有不同的频率，反映了不同时间尺度的波动

特征，而剩余分量与原始波形皮尔森相关系数达到

0.986，很好地反映了溶解气体的整体变化趋势。 
图 5 为 EEMD 算法和 ICEEMDAN 算法分解溶

解气体序列的重构误差对比，可以看出 ICEEMDAN 
算法的重构误差较 EEMD 算法明显降低，有助于提

高预测精度。 
对各子序列分量分别进行归一化处理，将其映

射到[0,1]区间内，从而提高后续集成模型的计算速

度；同时归一化能避免原始数据数值大小对训练的

影响，提高了模型鲁棒性，归一化公式为： 

 min

max min

x xx
x x

−′ =
−  (16) 

式中：x′为归一化后结果；x 为子序列的原始数值；

xmax、xmin 分别为子序列数据中的最大值与最小值。 
3.2 评价指标  

为定量评估模型预测性能，选取均方根误差 
(root mean square error，RMSE)、平均绝对误差 
(mean absolute error，MAE)和决定系数 R2这 3 种评

价指标，其数学表达式分别为： 
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式中：yi为数据真实值；fi为预测值；n 为测试集中

样本个数。RMSE 和 MAE 值越小，R2值越大，预

测效果越好。 
3.3 集成模型训练  

使用SSA-SVM和GRU分别对各子序列进行训

练。训练中，SSA 算法麻雀个数设置为 30，最大迭

代次数 30 次，c 的搜索范围为(0,1000]内整数，g 的

搜索范围为[0.0001,1]。GRU 预测网络结构为：输

入层、两层 GRU 层、Dropout 层和全连接输出层，

最大训练次数为 400，优化器采用均方根传递(root 
mean square propagation，RMSprop)，初始学习率为 

 

图 4  CH4序列 ICEEMDAN 分解结果 

Fig.4  ICEEMDAN results of CH4 concentration 

0.001，若预测精度经过 20 次训练没有提升，学习

率会下降一半。 
各子序列预测模型训练完成后，分别对测试集

进行预测。通过灰色关联系数计算时变权重，形成

各子序列分量预测结果，将其叠加得到最终的单步

预测结果。单步预测结果如图 6 所示。 
3.4 对比分析 

3.4.1  单步预测结果分析 
单步预测精度是多步预测精度及泛化性能的

基础，本节为验证本文方法的有效性和优越性，从

两方面选择其他预测方法进行对比：一是选择结合

模态分解算法的单一预测模型如 GRU、SSA-SVM
和 BP 神经网络进行对比，证明集成预测模型预测

精度优于单一预测模型；二是选择未结合模态分解

算法，直接使用 GRU、SSA-SVM 和 BP 神经网络

进行预测的传统方法进行对比，证明模态分解对于 

 

图 5  重构误差对比 

Fig.5  Comparison of reconstruction errors 

 

 

图 6  正常状态下单步预测结果 

Fig.6  Single-step prediction results under normal conditions 
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提升预测精度的重要性。预测结果对比如图 6、7
和表 1 所示。 

对比图 6、7 和表 1 可见，本文方法相比 GRU、

SVM 和 BP 等传统预测方法，预测精度有明显提升；

与结合模态分解算法的单一预测模型相比，精度上

也有优势。相比结合 ICEEMDAN 的 GRU、

SSA-SVM 和 BPNN 单一预测模型，RMSE 分别降

低 12.6%、16.0%和 30.5%，MAE 分别降低 12.4%、

16.6%和 34.4%，R2提高 2.9%、10.0%和 40.9%。 

GRU 神经网络能够把握时间上的先后信息，表

现明显优于 BP 神经网络，在结合和未结合

ICEEMDAN 两种情况下，RMSE 分别降低 20.5%和

10.8%，MAE 分别降低 26.9%和 14.8%，R2分别提

升 29.0%和 24.3%。 
通过对比可见，ICEEMDAN 的使用对于单步

预测性能的提升非常显著， 3 种算法结合

ICEEMDAN 后，RMSE 分别降低 33.4%、38.4%和

25.4%，MAE 分别降低 37.2%、44.8%和 26.8%，R2 

 

图 7  正常状态下不同模型的单步预测结果 

Fig.7  Single-step prediction results of different models under normal conditions 
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表 1  正常状态下不同模型单步预测结果对比 

Table 1  Comparison of single-step prediction results of dif-

ferent model under normal conditions 

预测方法 RMSE MAE R2 

本文方法 0.593 0.422 0.768 
ICEEMDAN-GRU 0.679 0.482 0.746 

ICEEMDAN-SSA-SVM 0.706 0.506 0.698 
ICEEMDAN-BPNN 0.854 0.659 0.545 

GRU 1.021 0.768 0.428 
SSA-SVM 1.147 0.917 0.332 

BPNN 1.145 0.901 0.324 

 
分别提升 42.6%、49.5%和 38.7%。模态分解算法将

不同时间尺度的分量分离，减少了频率混杂对模型

训练的干扰，有助于学习不同时间尺度的特征。 
3.4.2  多步预测结果分析 

在单步预测的基础上，通过滚动预测法，使用

单步预测结果对预测输入进行更新，得到第 2 步预

测结果，如此反复迭代，从而得到多步预测结果。

本文对溶解气体进行了 2—6 步的滚动预测。多种

预测模型的预测效果对比如表 2 所示。 
由表 2 可见，随着预测步数增加，误差也因为

逐步积累不断增大，但预测步数相同时，本文所用

方法在预测精度上均优于其他方法。同时因为引入

了时变权重，避免了单一预测模型预测精度异常降

低时受到严重干扰。在第 2 步预测时，本文模型相

比两子预测模型，RMSE 分别降低 4.0%和 19.9%，

MAE分别降低 2.7%和 5.9%，R2提高 2.1%和 11.6%；

第 6 步时，RMSE 分别降低 13.3%和 2.1%，MAE
分别降低 13.6%和 2.4%，R2提高 36.3%和 3.9%。 
3.5 泛化能力检验 

泛化能力是评价预测方法的关键指标，将从两

方面验证本文方法的泛化能力：一是对甲烷(CH4)
之外多种溶解气体进行预测；二是对异常状态下溶

解气体含量进行预测。 
3.5.1  多种溶解气体预测 

变压器油中含有多种溶解气体，为验证本文方

法的泛用性，除 CH4外，还对变压器油内其他常见

溶解气体进行了预测，如一氧化碳(CO)以及三比值

法所用的其余 4 种指标气体氢气(H2)、乙炔(C2H2)、
乙烯(C2H4)和乙烷(C2H6)。预测结果如表 3 所示。 

由表 3 可见，本文方法对于多种溶解气体都有

很好的单步及多步预测效果，具有较小的预测误差，

能较好地反映多种溶解气体的变化趋势。这表明本

文方法不仅具有较高的预测精度，还具有较强的泛 

表 2  正常状态下不同模型多步预测结果对比 

Table 2  Comparison of multi-step prediction results of  

different model under normal conditions 

预测方法 预测步数 RMSE MAE R2 

本文方法 

2 0.748 0.643 0.662 

4 0.902 0.706 0.592 

6 1.013 0.789 0.480 

ICEEMDAN-GRU 

2 0.779 0.661 0.648 

4 0.972 0.762 0.565 

6 1.169 0.913 0.352 

ICEEMDAN-SSA- 
SVM 

2 0.901 0.683 0.593 

4 0.841 0.695 0.577 

6 1.035 0.808 0.462 

ICEEMDAN-BPNN 

2 0.952 0.714 0.442 

4 1.134 0.857 0.351 

6 1.322 1.012 0.220 

GRU 

2 1.041 0.795 0.397 

4 1.123 0.862 0.335 

6 1.173 0.933 0.306 

SSA-SVM 

2 1.174 0.922 0.321 

4 1.254 0.982 0.264 

6 1.443 1.076 0.205 

BPNN 

2 1.205 0.939 0.305 

4 1.306 1.020 0.251 

6 1.452 1.113 0.203 

 
表 3  对不同气体体积分数预测性能 

Table 3  Prediction performance of different gas volume fraction 

气体类型 预测步数 RMSE MAE R2 

CO 
1 0.247 0.209 0.846 
6 0.955 0.686 0.643 

H2 
1 0.540 0.393 0.623 
6 1.526 1.011 0.398 

C2H2 
1 0.202 0.157 0.820 

6 0.904 0.715 0.513 

C2H4 
1 0.295 0.221 0.892 

6 0.890 0.679 0.613 

C2H6 
1 0.378 0.256 0.652 

6 0.982 0.774 0.565 

用性，对多种溶解气体预测效果较稳定。 
3.5.2  异常状态下溶解气体预测 

当变压器处于低温过热、局部放电等异常状态

时，部分溶解气体含量迅速增加。为验证本文方法

能否对异常状态下变压器油中溶解气体做出有效预

测，选用 1 组来自 2012 年 3 月至 6 月的甲烷数据，

采样周期为 6 h，共计 343 组数据点，数据曲线如图

8 所示，可见甲烷体积分数自约第 150 个数据点开

始加速升高。同时油内乙烷含量也明显升高，而氢

气、乙炔和乙烯增长幅度不大，根据三比值法可判

定变压器出现了低温过热的异常情况。选用正常状
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态数据和异常状态前 238点数据进行训练，对后 105
点进行预测，单步预测结果如图 9 和表 4 所示，可

见本文方法能够很好地反映异常状态下溶解气体的

变化情况。虽然绝对误差大于正常状态，但参照决

定系数 R2，其仍然能够正确反映气体含量快速增长

的变化趋势。 
根据泛化能力检验，本文方法适用于多种溶解

气体，并在变压器异常状态下也有较好的预测能力。

使用本文方法对甲烷、氢气等多种指标气体进行预

测，若变压器出现异常情况，根据预测结果可在溶

解气体含量达到阈值之前发出警告，避免严重事故；

且根据多种指标气体的预测值，可借助三比值法等 

 

图 8  异常状态下溶解气体数据曲线 

Fig.8  Curves of dissolved gas under abnormal condition 

 

 

图 9  异常状态下单步预测结果 

Fig.9  Single-step prediction result under abnormal condition 

表 4  异常状态下的预测结果 

Table 4  Prediction results under abnormal conditions 

预测步数 RMSE MAE R2 

1 3.865 2.911 0.928 

6 6.045 5.142 0.807 

诊断方法进行变压器故障诊断，为识别故障类型提

供参考，便于安排相应的维护和检修。 

4  结论 

1）考虑到油中溶解气体序列的波动性和非平

稳性，运用 ICEEMDAN 分解，减少了不同时间尺

度分量互相之间对预测的影响，有利于提取不同时

间尺度的特征，从而提升预测精度。 
2）建立了时变权重系数集成预测模型对分解

所得各子序列进行预测，并叠加重构得到溶解气体

体积分数的预测结果。算例分析结果表明，集成预

测模型能有效把握溶解气体的变化趋势，在单步及

多步预测精度上有较大提升，各项指标均优于其他

预测模型。 
3）算例分析结果表明，本文预测方法具有很

好的泛用性，用于多种溶解气体和变压器异常状态

下都可以实现较为精准的预测，对变压器预防性维

护和检修具有一定参考价值。 
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