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基于 QMD-HBiGRU 的短期光伏功率预测方法 
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摘 要：为了解决光伏功率数据固有的强不确定性导致单一预测模型预测精度不高的问题，提出一种基于二次模

态分解和混合双向门控循环单元模型(hybrid bi-directional gated recurrent unit, HBiGRU)的短期光伏功率预测方法。

首先，为应对光伏功率数据的不确定性，基于自适应噪声完备集合经验模态分解、样本熵和变分模态分解对光伏

功率数据进行处理，得到一系列较为平稳的本征模函数分量；其次，构建 HBiGRU 模型以充分挖掘各分量与光伏

功率影响因素之间的特征关系，得到各分量预测结果；最后，将各分量预测结果叠加得到短期光伏功率预测结果。

以澳大利亚某地光伏电站数据进行测试，仿真结果表明：所提集成预测模型能够有效提高短期光伏功率预测精度，

与其他预测模型相比，其归一化平均绝对误差和均方根误差分别降低了 3.21%和 5.04%，决定系数提高了 22.7%。 

关键词：短期光伏功率预测；混合双向门控循环单元；自适应噪声完备集合经验模态分解；变分模态分解；二次

模态分解；深度学习 
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Abstract：In order to solve the problem that the inherent strong uncertainty in PV power data leads to the low prediction 
accuracy of a single prediction model, a short-term PV power prediction method based on quadratic modal decomposition 
and hybrid bi-directional gated recurrent unit (HBiGRU) model is proposed. Firstly, to cope with the uncertainty of PV 
power data, a series of smoother eigenfunction components are obtained by processing PV power data based on adaptive 
noise-complete ensemble empirical modal decomposition, sample entropy and variational modal decomposition. Secondly, 
the HBiGRU model is constructed to fully explore the characteristic relationship between each component and PV power 
influencing factors, and the prediction results of each component are obtained. Finally, the prediction results of each 
component are superimposed to obtain the short-term PV power prediction results. The simulation results show that the 
proposed integrated prediction model can be adopted to effectively improve the short-term PV power prediction accuracy. 
Compared with the results from other prediction models, the normalized mean absolute error and root mean square error 
are reduced by 3.21% and 5.04%, respectively, and the coefficient of determination is improved by 22.7%. 
Key words：short term PV power forecast; hybrid bi-directional gated circulation unit; complete ensemble empirical 
mode decomposition with adaptive noise; variational mode decomposition; quadratic mode decomposition; deep learning 

 

0 引言1 

近年来，随着化石能源的日益枯竭和环境污染

的加重，发展新能源替代传统化石能源已成为世界
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各国的共识[1]。其中，光伏发电安全高效和资源丰

富的优势，使其成为发展最快的新能源发电技术之

一[2]。但光伏发电功率受太阳辐照度、温度和昼夜

变化等多种气象因素的影响，具有明显的随机性和

波动性，大规模光伏并入电网后加剧了电网调度运

行的难度，给电力系统的安全经济运行带来了严峻

挑战[3]。高精度的光伏发电功率短期预测可为电网

制定和调整调度计划提供技术支持，有效降低电网



吉兴全，赵国航，叶平峰，等：基于 QMD-HBiGRU 的短期光伏功率预测方法 3851 

运行成本。因此，如何提高短期光伏功率预测精度

是亟需解决的关键问题[4]。 
短期光伏发电功率预测主要分为物理方法[5-6]

和统计方法[7-8]。由于物理方法建模过程复杂且对输

入数据精度要求较高[9]，越来越多的研究者倾向于

采用统计方法进行短期光伏发电功率预测。常用的

统计方法包括支持向量机(support vector machine, 
SVM)[10]、极限学习机[11]、回声状态网络[12]和神经

网络[13]等，但上述统计方法处理复杂非线性问题的

能力有限，难以全面捕捉光伏功率数据与相关影响

因素之间的特征关系，导致预测精度提升较为困难。 
随着人工智能技术的快速发展，深度学习方法

因其强大的非线性拟合能力和泛化能力，已被广泛

应用于电力系统故障诊断[14]、配电网重构[15]、状态

估计[16]、负荷预测[17]、新能源预测[18]等领域。近年

来，尤其是在新能源预测领域备受国内外学者的关

注。文献[19]和文献[20]分别采用反向传播神经网络

(back propagation neural network, BPNN)和卷积神

经网络(convolutional neural networks, CNN)预测光

伏出力，有效提高了光伏功率预测精度。但 BPNN
和 CNN 建模过程中忽略了历史数据之间的时序相

关性，光伏功率预测精度有限。门控循环单元网络

(gated recurrent unit, GRU)是一种基于循环神经网

络(recurrent neural network, RNN)的改进模型，其克

服了 RNN 固有的梯度爆炸问题，能够有效挖掘数

据时序特征，提高预测精度，在光伏预测领域已颇

有建树。文献[21]采用改进后的主成分分析法处理

光伏功率数据，进而构建 GRU 模型预测光伏出力，

获得了较好的预测结果。文献[22]提出了一种基于

CNN-GRU 的光伏功率预测模型，结果表明

CNN-GRU 模型相较于 GRU 模型具有更优越的预

测性能。但 GRU 模型和 CNN-GRU 未考虑时序数

据双向时间信息对预测结果的影响，并且在处理较

长时间序列时容易出现重要时序信息遗忘等问题。 
此外，与单一预测模型相比，组合预测方法能够充

分发挥不同模型和方法的优势，全面挖掘数据集特

征，进而得到更精准的预测结果，已成为光伏和风

电预测领域的研究热点[23]。目前主流的组合预测方

法分为 2 种。第 1 种方法将深度学习算法与智能优

化算法相结合，通过智能优化算法寻找深度学习算

法的最优参数，以获取更好的预测效果[24]，但该类

方法没有消除原始功率非平稳性对预测结果的影 
响[25]；第 2 种方法是通过数据分解对风电和光伏功

率数据进行预处理，以降低功率序列的复杂程度，

之后对各子序列分别建模预测，叠加各子序列预测

值得到最终预测结果，从而有效提高风电和光伏功

率预测精度[26]。 
目前已有部分学者将小波分解 (wavelet de-

composition, WT)[27]、经验模态分解(empirical mode 
decomposition, EMD)[28] 和 集 合 经 验 模 态 分 解

(ensemble empirical mode decomposition, EEMD)[29]

应用于风电和光伏预测领域，降低了风电和光伏功

率非平稳性对预测结果的影响。其中 WT 方法须人

为选择参数，自适应能力较弱。EMD 方法具有较强

的自适应能力，但在分解过程中容易出现模态混叠

现象，从而影响风光功率预测的精度。EEMD 方法

通过引入噪声来辅助分解，在一定程度上解决了

EMD 的模态混叠问题，但 EEMD 方法分解后的高

频分量中存在部分噪音难以去除，并且分解后低频

分量过多，同样会影响风电和光伏功率的预测精度。

文献[30]将变分模态分解(variational mode decom-
position, VMD)引入风电功率预测领域，有效提高了

预测精度，验证了 VMD 方法在风电预测领域的有

效性。 
与风电出力相比，光伏出力主要受太阳辐照度

的影响，由于多云天气下太阳辐照度变化复杂，短

期光伏功率序列呈现出独特的无惯性突变特性，序

列随机性变化明显，导致传统分解方法难以有效分

解光伏功率序列，从而产生显著的预测误差。亟须

引入更有效的数据分解方法来处理光伏功率序列，

进而提高预测精度。为此，文献[31]采用 VMD 方

法分解光伏功率数据，有效提高了多云等波动天气

下的光伏功率预测精度，证明其分解效果优于 EMD
和 EEMD 方法，但 VMD 方法分解后的子序列重构

后与原序列存在一定误差，从而影响光伏功率预测

精度。文献[32]提出了基于自适应噪声完备集合经

验模态分解(complete ensemble empirical mode de-
composition with adaptive noise, CEEMDAN)和改进

长短时记忆神经网络的组合光伏预测方法，解决了

EMD 方法模态混叠和 EEMD 分解后低频分量过多

的问题，并且分解后子序列重构误差几乎为零，但

CEEMDAN 分解后高频分量中仍包含部分残余噪

声难以消除。 
为有效去除噪声，提高预测精度，本文提出了

一种基于二次模态分解(quadratic mode decomposi-
tion, QMD) 和混合双向门控循环单元 (hybrid 
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bi-directional gated recurrent unit, HBiGRU)模型的

短期光伏功率预测方法。主要贡献如下： 
1）基于 CNN、双向门控循环单元(bi-directional 

gated recurrent unit, BiGRU)和注意力机制(attention 
mechanism, AM)构建 HBiGRU 预测模型。在输入侧

引入 CNN 充分挖掘光伏发电功率子序列与相关气

象数据间的特征关系；在输出侧引入时序注意力机

制，进一步突出重要时序信息对预测结果的影响，

有效提高了 BiGRU 模型的预测精度。 
2）提出了基于 CEEMDAN、样本熵(sample 

entropy, SE)和VMD的QMD方法，利用CEEMDAN
消除 EMD 模态混叠和 EEMD 低频分量过多的问

题，之后参照 SE 值对分解序列聚合重构，以简化

预测过程，并利用 VMD 方法最大限度地抑制噪声

对分解序列的影响，提高分解效果。相较于单分解

方法，该方法能够得到更精确的预测结果。 

1  基于 QMD 的光伏功率数据处理方法 

本文提出 QMD 方法对原始光伏功率序列进行

分解，将非平稳的光伏功率序列分解为一系列不同

模态的分量，进而降低原始光伏功率序列的复杂程

度。QMD 流程如附录 A 图 A1 所示。QMD 方法由

CEEMDAN、SE 和 VMD 方法组成。首先，利用

CEEMADN 方法对光伏功率数据进行初步分解以

降低光伏功率时序数据的复杂度；其次，基于 SE
方法计算各分量复杂程度，并对具有相似复杂程度

的分量进行聚合重构，以低维代替高维的思想来降

低模型的计算量；最后，利用 VMD 方法对重构后

的高频分量进行二次分解，通过降低高频分量中的

残留噪声进一步提高分解效果。 
1.1  基于 CEEMDAN 的光伏功率分解方法 

CEEMDAN 是一种自适应数据分解方法，通过

在分解过程中加入符号相反的白噪声，将数据分解

为有限个具有不同时间尺度的本征模函数(intrinsic 
mode function, IMF)分量，有效解决了 EMD 和

EEMD 存在的模态混叠和残余噪声过高等问题[33]。

CEEMADN 分解的基本步骤详见附录 B。 
1.2  基于 SE 的光伏功率分解分量重构方法 

采用 CEEMDAN 方法对原始光伏功率序列进

行处理可以显著提高预测模型的准确度，但随着

IMF 分量的增加，预测模型的计算量将显著增大，

导致模型训练时间过长，将复杂程度相似的分量进

行聚合，能够有效降低模型计算时间[34]。因此，本

文提出采用SE方法计算各 IMF分量的时间复杂度，

并对具有相似复杂度的分量进行聚合重构。 
SE 是基于近似熵的一种度量时序数据复杂性

的改进方法，SE 计算不依赖于数据长度，具有更好

的一致性[34]。SE 越大，时序数据的复杂程度越高。

SE 的计算过程见附录 C。 
1.3  基于 VMD 的高频序列二次分解方法 

将 IMF 分量根据熵值大小重构后，其高频分量

中仍包含部分噪音，导致高频分量复杂度较高，直

接对其进行预测精度较低。为此，本文提出采用

VMD 方法对高频分量进行二次分解，进一步削弱

高频分量的复杂度。 
VMD 方法是一种非递归的模态分解方法，在

对序列进行分解的过程中将其转换为变分问题，通

过迭代搜索变分模型的最优解自适应匹配每种模态

的最佳中心频率和带宽，从而实现 IMF 分量的有效

分离[35]。相较于其他分解方法，该方法具有良好的

自适应能力和鲁棒性。VMD 的求解过程见附录 D。 

2  HBiGRU 预测模型 

2.1  CNN 模型 

CNN 模型通过局部感知和权值共享的方式，将

输入数据映射到高维空间，高效提取输入数据关键

特征[36]。CNN 模型结构如图 1 所示，其中卷积层通

过共享权重的卷积核提取输入数据特征，并采用激

活函数对神经元进行非线性映射。池化层通过最大

池化或均值池化方法对卷积操作得到的特征进行降

维，压缩特征数量，从而减小过拟合风险。全连接

层由全连接神经网络组成，用于展平整合卷积层和

池化层提取的特征。 
2.2  BiGRU 神经网络模型 

BiGRU 是 GRU 的特殊变体结构，由 2 层输出

相同但信息传递方向相反的GRU模型组成，BiGRU
模型可同时考虑过去和未来时刻的信息，充分挖掘

光伏功率的时序特征，提高数据利用率和模型预测

精度[37-38]。其中，单层 GRU 结构图如附录 A 图 A2
所示。 

 

图 1  CNN 结构示意图 

Fig.1  Diagram of CNN 
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GRU 模型的参数计算可表示为： 
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式中：Xt为 t 时刻 GRU 模型的输入；δ和 tanh 分别

为 sigmoid 和双曲正切激活函数； t̂h 为候选隐藏状

态，由输入 Xt和上一时刻隐藏层输出 ht-1计算得到；

ht 为隐藏层输出；Wc、Wg 和 W 分别为重置门、更

新门和候选隐藏状态的权重矩阵；ct 为 GRU 重置

门，表示 t 时刻输入 Xt 与上一时刻隐藏层输出 ht-1

对候选隐藏状态 t̂h 的影响；gt 为 GRU 更新门，表

示上一时刻隐藏层输出 ht−1 对 t 时刻隐藏层输出 ht

的影响大小。 

根据上述 GRU 模型，设置正、负序 GRU 层构

建 BiGRU 模型，其基本结构如图 2 所示，图中， f
th

为 t 时刻正序 GRU 模型输出， b
th 为 t 时刻负序 GRU

模型输出。 
BiGRU 模型计算式可表示为： 

 f f
f1 f 2 1( )t t th δ X h −= +W W  (2) 

 b b
b1 b2 1( )t t th δ X h += +W W  (3) 

 f b
1 2( )t t th δ h h= +W W  (4) 

式中：Wf1与Wf2分别为正序 GRU 模型输入权重矩

阵和 t−1 时刻输出权重矩阵；Wb1 与 Wb2 分别为负

序 GRU 模型输入权重矩阵和 t+1 时刻输出权重矩

阵；W1与W2分别为正序 GRU 模型和负序 GRU 模

型输出权重矩阵。 
2.3  AM 方法 

AM 是模拟人脑注意力资源分配机制而提出的

一种权重分配策略，其核心思想为通过改变不同输

入数据的权重，快速筛选输入数据中的重要信息，

提高模型预测精度[39]。AM 单元结构如图 3 所示。 
将 BiGRU 模型隐藏层输出向量 ht 作为输入，

根据 AM 权重分配原则计算权重矩阵，具体计算步

骤如下所述。 
1）采用 tanh 函数作为激活函数，计算输入特

征注意力权重 et为： 
 tanh( )t te wh bμ= +  (5) 
式中：μ和 w 为权重系数；b 为偏置系数。 

2）通过 softmax 函数对注意力权重进行归一化

处理，得到归一化权重系数αt为： 

 

图 2  BiGRU 结构示意图 

Fig.2  Diagram of BiGRU 

 

 

图 3  注意力机制结构图 

Fig.3  Diagram of attention 
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3）对输入信息按权重系数加权求和，得到注

意力值 th′为： 

 ( )
1

t

t j j
j

h hα
=

′ = ∑  (7) 

2.4  HBiGRU 模型 

本文利用 CNN 出色的特征提取能力和 AM 的

权值分配能力改善 BiGRU 预测性能，构建 HBiGRU
预测模型，其结构如附录 A 图 A3 所示。HBiGRU
模型分为五层，每层网络结构和参数如下： 

1）输入层。将长度为 T 的光伏功率分量和气

象数据经过预处理后输入到预测模型中。 
2）CNN 层。由 1 个一维卷积层、1 个一维池

化层和全连接层组成，用于提取输入数据关键特征。

其中，卷积层选用 tanh 函数作为激活函数，池化层
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的池化方式选择最大池化。输入数据经过卷积层和

池化层降维处理后通过全连接层提取特征向量，作

为 BiGRU 模型的输入，全连接层选用 sigmoid 函数

作为激活函数。 
3）BiGRU 层。选用 relu 函数作为激活函数搭

建单层 BiGRU 网络，学习 CNN 提取的局部特征内

在联系和时序变化规律，并对未来时刻数据进行预测。 
4）注意力层。用于处理 BiGRU 隐藏层输出向

量，根据式(5)—式(7)计算不同隐藏层向量对应的权

重，决策出最优权重矩阵，有效挖掘特征之间的深

层次时序相关性。 
5）输出层。选取 sigmoid 函数为激活函数，根

据注意力层的输出计算出最终预测结果。 

3  基于 QMD-HBiGRU 的短期光伏功率预

测模型 

为提高光伏功率预测精度，本文提出了基于

QMD-HBiGRU模型的组合短期光伏功率预测模型，

其结构如附录A 图A4 所示，主要分为 4 个步骤： 
1）原始光伏功率数据处理。利用 QMD 方法对

原始光伏功率数据进行分解，得到 N 个相对平稳的

分量集{DIMF1, DIMF2, …, DIMFN}。 
2）数据预处理。将每个分量与气象数据进行

归一化处理： 

 min

max min

f f
f

f f
−′ =
−  (8) 

式中：f 和 f ′分别为归一化前、后的数据；fmin和 fmax

分别为数据集的最小值和最大值。 
3）构建 HBiGRU 预测模型。针对分解后的第

N 个分量建立 HBiGRU 预测模型，将各分量历史数

据和气象数据作为输入训练 HBiGRU 模型，通过损

失函数迭代优化模型参数，建立相应的预测模型。 
4）预测结果分析。将各分量预测结果叠加得

到光伏功率预测结果，通过误差评估指标与对比模

型预测结果进行比较，分析 QMD-HBiGRU 模型预

测性能。 

4  算例分析 

4.1  实验平台配置及数据来源 

本文采用 Anaconda 软件中的 Jupyter 集成开发

环境和 Tensorflow 深度学习框架构建短期光伏功率

预测模型。选用澳大利亚沙漠知识太阳能中心某光

伏场站实测数据 (https://dkasolarcentre.com.au/dow 

nload?location=alice-springs．)进行仿真实验。以光

伏场站 2017 年 1 月 1 日至 3 月 10 日的发电功率数

据和气象数据为例进行仿真，验证本文所提模型和

方法的有效性。由于晚间光伏出力为零，因此本文

选取每天 07:00—19:00 的数据进行仿真，采样间隔

为 5 min，所得光伏功率样本如附录 A 图 A5 所示。

选用前 66 d 共 9504 个采样点作为训练样本，后 3 d
共 432 个采样点进行测试验证。实验计算机系统为

Win10；CPU 为因特尔 i7-10875H@2.30GHz；GPU
为英伟达 RTX2060；内存为 16 GB。 
4.2  评价指标 

本文选取归一化平均绝对误差 (normalized 
mean absolute error, NMAE) NMAEε 、归一化均方根误

差 (normalized root mean square error, NRM-
SE) NRMSEε 和决定系数(coefficient of determination，
R2) 2Rε 作为主要评价指标，来表征模型预测精度。

NMAE、NRMSE 和 R2计算式详见附录 E。 
4.3  二次分解有效性验证 

为验证本文所提 QMD 方法消除噪声的优越

性，采用 CEEMDAN-SE 方法[40]与 QMD 方法分解

光伏功率数据，对分解后的子序列构建 HBiGRU 预

测模型，并对预测结果进行对比验证。 
4.3.1  CEEMDAN-SE 分解效果及预测分析 

由附录 A 图 A5 可以看出，光伏功率具有明显

的波动性，为提高光伏功率预测精度，首先采用

CEEMDAN 方法对光伏功率序列进行分解，得到 13
个 IMF 分量，依据 SE 理论，计算各 IMF 分量的熵

值和样本熵阈值，计算结果如图 4 所示。 
由图 4 可见，前 4 个 IMF 分量样本熵值高于样

本熵阈值，可将其划分为高频分量，故将前 4 个 IMF 

 

图 4  各 IMF 分量样本熵 

Fig.4  Sample entropy of each IMF component 
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分量叠加进行预测。以此类推对其他 IMF 分量

进行处理，得到叠加后的 IMF 分量，IMF 分量叠加

结果如表 1 所示。 
对叠加重构后的 IMF 分量分别建立 HBiGRU

预测模型进行预测，预测结果如图 5 所示。 
由图 5 可见，经过叠加重构之后的 IMF2 与

IMF3 分量趋势平缓，预测值与真实值拟合效果良

好，而 IMF1 分量较为杂乱，相较于 IMF2 与 IMF3
预测精度较低。说明经过 CEEMDAN-SE 方法处理

后，IMF1 中仍包含有较多噪音，从而会影响预测

精度。 
4.3.2  QMD 效果及预测分析 

为验证 QMD 方法降低噪声、提高预测精度的

性能，本文在 CEEMDAN-SE 方法的基础上进一步

采用 VMD 方法处理 IMF1 分量，剔除 IMF1 分量中

的无关噪声，降低其复杂程度，进而提高 IMF1 分

量预测精度。 
表 1  IMF 分量叠加结果 

Table 1  IMF weight stack results 

序号 原 IMF 分量序号 

1 1，2，3，4 
2 5，6，7 
3 8，9，10，11，12，13 

 

 

图 5  重构后 IMF1—IMF3 预测结果 

Fig.5  Prediction results of reconstructed IMF1—IMF3  

VMD 分解需提前设定分解模态数，若分解数

量过多则会导致过分解产生额外的噪声，分解数量

过少则会导致模态分解不充分，均会影响预测精度。

区分是否过分解主要依据各模态分量中心频率是否

接近[9]，但目前判断中心频率是否接近没有统一标

准。为此，本文对中心频率较接近的一系列 K 值，

分别计算其与原序列的重构误差，通过对比重构误

差选取合适的 K 值。K 取不同数值时各分量 v 中心

频率如表 2 所示。 
由表 2 可见，随着 K 的增加，各分量中心频率

差异逐渐减小，当 K 取 6 和 7 时，分量 v1和 v2的

中心频率差异较小，根据中心频率选取 K 分别为 5，
6，7 分解 IMF1 分量，对比不同 K 值下 VMD 分解

分量的重构误差选取最优模态分解数。重构误差如

表 3 所示。 
由表 3 可知，K=6 时 IMF1 重构误差最低，其

中 NMAE 相较于 K=5 和 K=7 分别降低了 0.6%和

0.43%；NRMSE 分别降低了 0.93%和 0.55%，R2值

上升至 0.91。因此，为保证 VMD 去噪后的预测精

度，本文选取 K=6 对 IMF1 进行 VMD 分解，VMD
分解结果如附录 A 图 A6 所示。 

对分解后的各模态分量建立 HBiGRU 模型进

行预测，将其结果叠加重构得到 IMF1 预测结果，

与 CEEMDAN-SE 分解 IMF1 预测值对比，结果如

图 6 和表 4 所示。 
由图 6 和表 4 可见，IMF1 分量经 VMD 处理后

再利用 HBiGRU 模型进行预测，精度得到明显提

高，相较于 CEEMDAN-SE 分解后直接预测，NMAE 
表 2  不同模态分解数 K 对应的中心频率 

Table 2  Center frequency corresponding to different mode 

decomposition number K 

K v1 v2 v3 v4 v5 v6 v7 

3 0.031 0.096 0.196 — — — — 
4 0.030 0.107 0.277 0.475 — — — 
5 0.050 0.124 0.222 0.355 0.413 — — 
6 0.028 0.077 0.137 0.207 0.329 0.395 — 
7 0.030 0.066 0.110 0.161 0.226 0.476 0.315

 
表 3  K 取 5，6，7 时 IMF1 重构误差对比 

Table 3  Comparison of IMF1 reconstruction errors when  

K is 5, 6, 7 
K NMAEε /% NRMSEε /% 2Rε  

5 2.08 3.03 0.83 
6 1.48 2.10 0.91 
7 1.91 2.65 0.87 
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图 6  IMF1 预测结果对比 

Fig.6  Comparison of IMF1 forecast results 

表 4  QMD 前后 IMF1 预测误差对比 

Table 4  Comparison of IMF1 prediction error before and after 

quadratic decomposition 

分解方法 NMAEε /% NRMSEε /% 2Rε  

CEEMDAN-SE 3.41 5.33 0.47 
QMD 1.83 2.55 0.88 

 
和 NRMSE 分别降低了 1.58%和 2.78%，R2从 0.47
提升至 0.88。说明本文所提 QMD 方法可以大幅降

低分解噪声，有效提升 HBiGRU 预测模型对复杂序

列的预测精度。 
4.4  短期光伏功率预测结果分析 

为验证本文所提 QMD-HBiGRU(H6)模型在光

伏功率预测精度提升方面的优越性能，分别构建

BiGRU(H1) 、 HBiGRU(H2) 、 CEEMDAN-SE- 
BiGRU(H3)、CEEMDAN-SE-HBiGRU(H4)和 QMD- 
BiGRU(H5)这 5 种模型作为对比模型，预测 3 月 8
日—3 月 10 日的光伏功率，对比 6 种模型预测精度，

结果分别如图 7—图 9 和表 5 所示。 
由图 7—图 9 可见，不同模型预测曲线和实际

光伏功率曲线拟合程度差异明显。由于光伏出力具

有波动性和随机性，直接对光伏功率进行预测难以

捕捉其中的复杂非线性关系，因此传统 BiGRU(H1)
模型的预测误差较大。将 CNN-AM、CEEMDAN-SE 
和QMD方法与BiGRU组合进行预测所得结果精度 

 

图 7  3 月 8 日各模型光伏功率预测结果 

Fig.7  PV power forecast results on March 8 

 

 

图 8  3 月 9 日各模型光伏功率预测结果 

Fig.8  PV power forecast results on March 9 

 

图 9  3 月 10 日各模型光伏功率预测结果 

Fig.9  PV power forecast results on March 10 

均 优 于 传 统 BiGRU 模 型 ， 其 中 本 文 所 提

QMD-HBiGRU 精度最高。 
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表 5  各模型预测精度对比 

Table 5  Comparison of prediction accuracy of each models 

时间 模型 NMAEε /% NRMSEε /% 2Rε  

3 月 8 日 

H1 4.93 6.98 0.77 

H2 4.35 5.78 0.85 

H3 3.69 4.67 0.89 

H4 3.06 4.15 0.92 

H5 2.31 2.79 0.96 

H6 1.42 1.83 0.98 

3 月 9 日 

H1 4.88 8.01 0.77 

H2 3.50 5.63 0.89 

H3 4.30 6.10 0.86 

H4 2.76 4.93 0.91 

H5 2.70 3.44 0.95 

H6 1.68 2.51 0.97 

3 月 10 日 

H1 4.21 6.09 0.83 

H2 3.63 5.34 0.87 

H3 3.28 4.21 0.92 

H4 2.38 3.57 0.94 

H5 2.24 2.80 0.96 

H6 1.29 1.65 0.98 

误差平均值 

H1 4.67 7.03 0.79 
H2 3.82 5.58 0.87 
H3 3.75 4.99 0.89 
H4 2.73 4.21 0.92 
H5 2.41 3.01 0.95 
H6 1.46 1.99 0.97 

由表 5 可知，H1 模型 3 d 的平均 NMAE 值和

NRMSE 值分别为 4.67%和 7.03%，平均 R2 值为

0.79，预测精度最低，说明采用单一预测模型直接

预测光伏功率的误差较大，难以达到工程实际中对

光伏预测精度的需求。H2 模型在 BiGRU 模型的基

础上增加 CNN 模块和注意力模块，依靠 CNN 和

AM 的特征提取能力提高非线性特征的捕捉能力，

从而提高预测精度。其平均 NMAE 值和 NRMSE 值

相较于 H1 模型分别下降了 0.85%和 1.45%，R2值提

高至 0.87。H3 和 H4 模型均采用 CEEMDAN-SE 方

法分解数据，在一定程度上降低了输入数据波动性

和随机性对预测精度的影响，从而得到更精确的预

测结果。其中，H3 模型平均 NMAE 值相较于 H1
和H2模型分别下降了0.92%和0.07%，平均NRMSE
分别下降了 2.04%和 0.59%，R2值提高至 0.89；H4
模型平均 NMAE 值相较于 H1 和 H2 模型分别下降

了 1.94%和 1.09%，平均 NRMSE 分别下降了 1.37%
和 2.82%，R2值提高至 0.92。H5 模型通过 VMD 方

法进行二次分解，去除了高频分量中的多余噪声，

进一步提升了光伏功率预测精度，其平均 NMAE
值相较于 H1—H4 模型分别下降了 2.26%、1.41%、

1.34%和 0.32%，平均 NRMSE 值分别下降了 4.02%、

2.57%、1.98%和 1.2%，R2 值提高至 0.95。但该模

型中的 BiGRU 模块存在特征挖掘不充分和长时序

重要信息遗忘的问题，会影响光伏功率的预测精度。

本文所提模型 H6 将 QMD 方法和 HBiGRU 模型相

结合，消除了非平稳噪声和 BiGRU 模型固有缺陷

对预测精度的影响，有效提高了光伏功率预测精度，

其平均 NMAE 值相较于 H1—H5 模型分别下降

3.21%、2.36%、2.29%、1.27%和 0.95%，平均 NRMSE
值分别下降了 5.04%、3.59%、3%、2.22%和 1.02%，

平均 R2值为 0.97。可以看出，相较于其他对比模型，

QMD-HBiGRU 模型的预测精度更高，验证了本文

所提模型在短期光伏预测方面的优越性和准确性。 

5  结论 

本文提出了基于 QMD-HBiGRU 模型的短期光

伏功率预测方法，通过算例分析所得结论如下： 
1）提出的 QMD 方法可有效削减高频分量中的

无关噪声，从而提高预测精度，相较于单分解方法，

NMAE 和 NRMSE 分别降低了 1.58%和 2.78%，R2

从 0.47 提升至 0.88。 
2）所构建的 HBiGRU 模型能充分发挥 CNN 的

特征提取能力，结合 BiGRU 模型时序预测优势与

AM 的动态权重分配能力，可深度挖掘气象数据和

时序输出之间的关联关系，提高时序预测精度。 
3）仿真结果表明，所提 QMD-HBiGRU 模型的

平均 NMAE、NRMSE 和 R2值均优于其他 5 种模型，

预测效果更好，在短期光伏功率预测领域具有良好

的应用前景。 
目前大部分光伏功率预测研究仅针对单一光

伏场站，针对光伏集群预测开展的相关研究较少，

无法准确反应光伏并网总体规律，未来研究中应考

虑将单一光伏场站功率预测方法应用到光伏集群发

电功率预测方面。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 

 

图 A1  QMD 流程图 

Fig.A1  Flow chart of quadratic mode decomposition 
 

 

图 A2  GRU 结构示意图 

Fig.A2  Diagram of GRU 

 

 

图 A3  HBiGRU 模型结构图 

Fig.A3  Structure of HBiGRU 



 

 

图 A4  基于 QMD-HBiGRU 的短期光伏功率预测模型 

Fig.A4  Short-term PV power prediction model based on QMD-HBiGRU 
 



 

 

图 A5  光伏功率数据 

Fig.A5  Photovoltaic power data 
 

 

图 A6  VMD 分解结果 

Fig.A6  VMD decomposition result 

附录 B 

CEEMDAN 分解步骤： 
1）在待分解数据 x(t)中添加 n 次均值为 0 的高

斯白噪音，得到一组待分解数据 xi(t)，其中 i=1, 2, 
3, …, n。 
 ( ) ( ) ( )i ix t x t v tϖ= +  (B1) 
式中：ϖ 为高斯白噪声系数；vi(t)为第 i 次添加的高

斯白噪声。 
2）对 xi(t)进行 EMD 分解，得到第一个 IMF 分

量 1
iC ，对所得 n 个 1

iC 求均值 1 ( )C t 作为 CEEMDAN
分解的第 1 个 IMF 分量。 

 1 1
1

1( ) ( )
n

i

i
C t C t

n =

= ∑  (B2) 

 1 1( ) ( ) ( )r t x t C t= −  (B3) 
式中： 1( )r t 为第 1 次分解后得到的残差。 

3）在残差 1( )r t 中继续加入高斯白噪声得到一组

新的待分解数据，并重复步骤 2 得到 CEEMADN 分

解的第 2 个 IMF 分量 2 ( )C t 和残差 2 ( )r t 。 
4）重复上述步骤，直至获得的残差为单调函

数，不能继续分解，则停止迭代。 

附录 C 

样本熵计算方法： 
1）假设有长度为N的时间序列 s={s(1), s(2), …, 

s(N)}，将序列 s 按顺序重构为多个 m 维序列，其中

第 l 个序列 S(l)表示为 
 ( ) [ ( ), ( 1), , ( 1)]S l s l s l s l m= + + −…  (C1) 
式中：l=1, 2, …, N−m+1。 

2）计算 S(l)与其余序列 S(k)(k=1, 2, …, N−m+1,
且 k≠l)对应元素的最大差值 dmax(S(l), S(k))。 



 

 max [0, 1]
( ( ), ( )) max ( ) ( )

m
d S l S k s l s k

ψ
ψ ψ

∈ −
= + − +  (C2) 

3）给定阈值 r(r>0)，统计差值 dmax(S(l)，S(k))
小于 r 的数目，并计算其在差值总数中的占比，记

为 ( )m
lD r  

 max
1( ) num{ ( ( ), ( )) }m

lD r d S l S k r
N m

= <
−

 (C3) 

式中：num 为 dmax(S(l),S(k))<r 的数目。 
4）对所有 ( )m

lD r 取平均值  

 
1

1

1( ) ( )
1

N m
m m

l
l

D r D r
N m

− +

=

=
− + ∑  (C4) 

5）将维度增加至 m+1，重复上述步骤，得到
1( )m

lD r+ 的平均值： 

 1 1

1

1( ) ( )
N m

m m
l

l
D r D r

N m

−
+ +

=

=
− ∑  (C5) 

6）根据 ( )mD r 和 1( )mD r+ 计算时间序列 s 的样

本熵 SE为 

 
1

E
( )( , ) lim{ ln( )}

( )

m

mN

D rS m r
D r

+

→∞
= −  (C6) 

7）计算 IMF 分量样本熵阈值 Ŝ 为： 

max( 1,2, , ) min( 1,2, , )ˆ
2

o oS o Q S o Q
S

= − =
=  

  (C7) 
式中：{ 1,2, , }oS o Q= 为第 o 个 IMF 分量的样本

熵值；Q 为分解序列数量。 
将 IMF 分量样本熵阈值作为划分高频分量和

低频分量的依据，若 IMF 分量的样本熵值高于阈

值，则认为该 IMF 分量为高频分量。此外，当样本

熵值趋近于零时，对应 IMF 分量趋于平缓，其中蕴

含的信息量较少，因此设定当样本熵值小于 0.1 时，

IMF 分量为趋势分量。 

附录 D 

VMD 分解步骤： 
1）将原始信号 χ 分解为 Z 个有限带宽模态函

数，通过 Hilbert 变化得到每个模态函数 uj(t)单侧

频谱。 
2）对 uj(t)频谱的中心频率ξj(t)进行修正，将其

调至基带区域。 
3）通过计算解调信号 L2 范数估计 uj(t)的信号

带宽，以各分量带宽和最小为约束构建变分模型： 

 
( )

2-j

{ },{ } 21

1

min { ( ( ) j(1/π ) * ( ) e }

s.t.

j

j j

Z
t

t ju j

Z

j
j

t t u t

u

ω

ξ
δ

χ

=

=

⎧
∂ +⎪

⎪
⎨
⎪ =⎪⎩

∑

∑
 (D1) 

式中：{ }ju 为模态函数集合；{ }jξ 为模态函数对应

频谱的中心频率集合； t∂ 为偏导运算符；*表示卷

积计算； ( )tδ 为单位脉冲函数。 
4）为简化计算过程，在式(D1)中引入拉格朗日

算子 ( )tλ 和二次约束因子ϑ 构建增广拉格朗日表

达式，将上述变分模型转换为非约束条件的变分模

型，并通过交替方向乘子法进行求解。 

{ } { }( )
( )( )( ) 2j

21
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1 12
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 (D2) 

附录 E 

NMAE、NRMSE 和 R2计算式分别为： 

 NMAE
1

1 1
i i

i
y y

y

ω
ε

ω =Σ

′= −∑  (E1) 

 2
NRMSE

1

1 1 ( )i i
i

y y
y

ω
ε

ω =Σ

′= −∑  (E2) 

 2
2 2

1 1
1 ( ) / ( )i i iR

i i
y y y y

ω ω
ε

= =

′= − − −∑ ∑  (E3) 

式中：ω为预测时间长度； yΣ 为光伏场站额定装机

容量；yi 和 iy′分别为 i 时刻光伏功率的真实值和预

测值； y 为光伏功率的平均值。 
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