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基于多模式分解和多分支输入的光伏功率超短期预测 

毕贵红，张梓睿，赵四洪，黄  泽，鲍童语，骆  钊 
（昆明理工大学电力工程学院，昆明 650500） 

 
摘 要：针对光伏发电功率随机性强、波动性大导致其预测精度不高的问题，提出一种基于自适应近邻传播聚类

(adaptive affinity propagation clustering，adAP)、多模式分解、多分支输入组合的光伏功率预测方法。首先，基于

相关性分析找到与光伏发电功率高度相关的气象因素，并利用快速傅里叶变换(fast Fourier transform, FFT)将光伏

输出功率从时域转换到频域，与相关度高的气象因素一起作为 adAP 算法的聚类特征，对具有相似气象特征的日

场景进行分类；其次，对聚类相似日较少且输出功率波动剧烈天气类型中的气象相关因素和光伏输出功率添加高

斯白噪声，并将其与原始数据合并，达到倍增样本的效果，以提升模型的泛化能力和鲁棒性；然后，使用变分模

态分解(variational mode decomposition, VMD)、奇异谱分解(singular spectrum decomposition, SSD)和群分解(swarm 

decomposition, SWD)对光伏功率、辐照度和温度进行分解，削弱原始序列的波动性，丰富模型的输入特征；最后，

搭建多分支的残差网络(residual network, ResNet)和长短期记忆网络(long short term memory network, LSTM)模型，

提取数据的时间特征和波动特征，合并后输入到门控循环单元网络(gated recurrent unit network, GRU)中，建立历

史特征和未来光伏输出功率的联系，得到预测结果。实验结果表明，所提出的多模型组合预测方法在光伏功率波

动较缓天气情况下，能够保持较高的预测精度；在波动剧烈天气情况下，能够较大地提升预测精度。 
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Ultra-short-term Prediction of Photovoltaic Power Based on Multi-mode Decomposition and 

Multi-branch Input 

BI Guihong, ZHANG Zirui, ZHAO Sihong, HUANG Ze, BAO Tongyu, LUO Zhao 
(School of Electric Power Engineering, Kunming University of Science and Technology, Kunming 650500, China) 

1 
Abstract：To address the problem that photovoltaic (PV) power is highly stochastic and volatile leading to its low pre-
diction accuracy. We propose a PV power prediction method based on adaptive affinity propagation clustering (adAP), 
multi-mode decomposition, and multi-branch input combination. First, the meteorological factors which are highly corre-
lated with PV power generation are found based on correlation analysis, the PV power generation is converted from the 
time domain to the frequency domain by using the fast Fourier transform (FFT), which is used as the clustering feature of 
the adAP algorithm along with the meteorological factors with high correlation, and the daily scenes with similar meteor-
ological characteristics are classified. Secondly, Gaussian white noise is added to the meteorological correlation factors 
and PV output power in the clustered weather types with fewer similar days and intense output power fluctuations, which 
is merged with the original data to achieve the effect of multiplying the samples and to improve the model’s generalization 
ability and robustness. Then, the variational mode decomposition (VMD), singular spectrum decomposition (SSD) and 
swarm decomposition (SWD) are used to decompose PV power, irradiance and temperature to weaken the volatility of the 
original series and enrich the input features of the model. Finally, a multi-branch residual network (ResNet) and a long 
short term memory network (LSTM) model are built to extract the temporal and fluctuating features of the data, which are 
combined and input into a gated recurrent unit network (GRU) to establish the connection between the historical features 
and the future PV output power, and get the prediction results. The experimental results show that the proposed mul-
ti-model combination prediction method can maintain high prediction accuracy in the case of slow fluctuation of PV 
power, and improve prediction accuracy in the case of severe fluctuation of weather. 
Key words：photovoltaic power generation; ultra-short-term forecast; adaptive affinity propagation clustering; multi- 
branch input; multi-mode decomposition; deep learning 
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0 引言 

随着我国“双碳”目标的提出，光伏发电的装

机容量逐年上升，高比例的光伏能源接入电网，在

提高清洁能源比例的同时，光伏功率的间歇性和波

动性也将给电力系统的稳定运行带来挑战。为了保

障电力系统的稳定运行，提升光伏消纳能力，需要

对光伏功率进行准确的预测[1-3]。 
超短期光伏功率预测一般预测未来 0~4 h 的发电

情况，对预测精度的要求更高。由于影响光伏功率的

气象因素具有较强的随机性和混沌性，因此光伏功率

波动复杂[4-5]，当光伏功率波动较大时，传统的超短期

预测方法预测精度较低，不能满足实际运行的要 
求[6-7]。为了降低原始数据的复杂性，提升预测精度，

许多学者通过分解、聚类并结合深度学习等方法进行

光伏功率预测。文献[8]使用变分模态分解(variational 
mode decomposition，VMD)对综合能源系统(integrated 
energy system，IES)各类负荷进行分解，结合气象特

征分别对分解得到的各个分量构建特征集，并分别输

入到支持向量回归机(support vector regression，SVR)、
长短期记忆网络(long short term memory，LSTM)和一

维卷积神经网络中进行预测，然后将 3 个预测结果输

入 SVR 进行融合预测，得到最终结果。文献[9]使用

自适应噪声完备集合经验模态分解(complete ensem-
ble empirical mode decomposition with adaptive noise，
CEEMDAN)将光伏功率分解为不同的子序列，分别对

子序列建立预测模型，得到初步预测结果，将得到的

子序列预测值减去实际值构成误差序列，输入差分自

回归移动平均(autoregressive integrated moving aver-
age，ARIMA)模型预测误差，将预测误差与初步预测

值叠加得到最终预测结果。文献[10]使用相似日理论

将训练样本分为晴、多云、阴雨和雨 4 种天气类型，

利用奇异谱分析(singular spectrum analysis，SSA)将各

天气类型的训练样本进行分解重构，提取时间序列中

的趋势特征，设计了一个带有时延特性的反向传播预

测模型。 
上述文献仅采用了单一的分解方法，对复杂信

号的提取不够充分，带有的特征量不足。为了解决

这一问题，基于多模式的集成分解方法成为了研究

热 点 。 文 献 [11] 首 先 利 用 自 组 织 映 射 网 络

(self-organization maps，SOM)聚类方法对数据进行

天气分型聚类，然后使用 SSA 和 VMD 分解结合的

二次分解方法进行分解，降低光伏数据映射的复杂

度，将分解信号输入双向门限循环网络(bidirectional 
gated recurrent unit，BiGRU)模型做出预测。文献[12]
使用变分模态分解、奇异谱分解(singular spectrum 
decomposition，SSD)和自适应噪声完备集合经验模

态分解结合的多模式分解方法，利用不同分解算法

的模型差异，得到多尺度的互补性息，并建立并行

的(convolutional neural network，CNN)模型进行预

测，获得了较高精度的预测结果。多种分解相结合

的算法能提取时间序列上更丰富的特征，避免了单

一分解算法的缺陷，从而可有效提升预测精度。 
文献[13]在深度学习模型中采取了类似的思路，

利用长短期记忆网络、门控循环单元网络(gated re-
current units ，GRU) 和循环网络 (recurrent neural 
network, RNN)这 3 种网络组合预测，利用 Q 学习算

法对权重进行组合优化，分别利用 3 种时序网络不同

的学习能力，实现了深度学习算法间的优势互补，取

得了较好的预测效果。文献[14]运用快速傅里叶变换

(fast Fourier transformation，FFT)求出原始电力负荷的

期望频率，将其作为密度层次聚类算法(density-based 
clustering hierarchical clustering，DC-HC)的聚类特征，

并利用 LSTM 进行负荷预测，证明了经 FFT 提取聚

类特征后再聚类的方法能有效提升聚类效果。 
以上方法在光伏功率波动较缓的天气类型下

都能取得较好的预测结果，但在光伏功率波动剧烈

天气类型下的预测精度还有待提升，这也是目前光

伏功率预测的难点所在；且目前的聚类算法对功率

波动信息的考虑较为欠缺，在天气类型的细分上仍

有改善的空间。同时，设计合理的结构以利于模型

提取多变量耦合信息和挖掘多尺度时空特征，也是

需要考虑的问题。 
本文针对以上问题，提出一种基于自适应近邻

传播聚类(adaptive affinity propagation clustering，
adAP)、多模式分解，多分支输入的组合光伏功率

预测方法。首先对气象因素进行相关性分析，减少

冗余变量的输入；考虑到功率变化能最直接反应天

气相似情况，同时考虑其他相关气象因素，分别对

每日光伏输出功率做快速 Fourier 变换，计算出对应

的频域数据，与温度和辐照度一起作为聚类特征，

输入 adAP 算法对具有相似气象类型的天气进行聚

类；然后，对聚类相似日较少且预测难度较大的天

气类型添加高斯白噪声，达到扩充数据和增强模型

鲁棒性的效果；其次，使用变分模态分解、奇异谱

分解和群分解(swarm decomposition，SWD)对光伏
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输出功率、温度和辐照度进行分解，得到各本征模

态函数(intrinsic mode function，IMF)集合的特征矩

阵，削弱原始序列的复杂度；最后，将特征矩阵输

入到本文建立的深度学习模型进行预测，利用不同

的分支结构分别提取时间特征和波动特征，将提取

到的特征进行融合，利用 GRU 建立历史特征与预

测输出的联系，进而实现超短期的光伏功率预测。

并通过搭建不同模型进行对比实验，以验证本文所

提出的方法较传统方法有更高的预测精度。 

1  基于 adAP 算法的相似日聚类 

1.1 气象因素相关性分析 

光伏输出功率大小对于气象变化十分敏感，受

众多气象因素如辐照度、温度、湿度、风速、降雨

量和压强的影响。为了分析气象因素和光伏输出功

率大小的关系，找到主要影响因素，剔除冗余变量，

使用 Pearson 和 Spearman 相关系数进行分析，二者

的计算式为： 
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式中： Pr 为 Pearson 相关系数； Sr 为 Spearman 相关

系数； N 为总样本数； ix ， iy 分别为气象因素

1 2( , , , )Nx x x=x 和 光 伏 输 出 功 率

1 2( , , , )Ny y y=y 中的第 i个值；x、 y分别为 x、y
的平均值； ( ) ( )i i id d x d y= − ，表示 ix 和 iy 之间的

等级差； ( )id x 和 ( )id y 分别表示 ix 和 iy 在各自向量

中的排名。 

1.2 adAP 聚类 

由于光伏发电系统易受天气状况的影响，因此

系统输出的随机性和波动性较大。若直接使用历史

数据进行光伏功率的预测，则难以学习其变化规律。

但光伏功率在相似的气象条件下具有趋同的变化趋

势，利用聚类算法对气象情况相似的日场景样本进

行分类，根据不同天气情况创建相应的训练集并训

练模型，可以有效提升模型的预测精度[15]。 
近邻传播(affinity propagation，AP)算法[16]是由

Frey等人提出的一种聚类算法，具有以下几点优势：

1）自动确定聚类个数，不需要人为指定；2）具有

较强的鲁棒性，多次执行 AP 算法得到的聚类结果

相同；3）将所有数据点视为候选代表点，不受限于

初始代表点的选择。 
近邻传播算法以相似度矩阵为基础，其将数据

点之间的距离用相似度矩阵 S表示，通常用负的欧

式距离进行计算：
2

( , ) i ji j x x= − −S ，相似度矩阵

上对角线的值称为偏向参数 P，一般设置为矩阵中

非对角线元素的中值。AP 算法将所有数据点视为

因子图上的节点，通过在节点之间传递信息进行聚

类。从数据点 i向候选代表点 j传递吸引度信息为

( , )i jr ，表示点 j作为点 i代表点的合适程度；从候

选代表点 j向数据点 i传递归属度信息为 ( , )i ja ，表

示点 i选择点 j作为代表点的合适程度，吸引度矩

阵和归属度矩阵计算规则为： 
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为了抑制迭代过程中发生振荡，在更新吸引度

矩阵和归属度矩阵时引入阻尼系数λ，取值范围一

般为[0.5,1]，迭代计算式为： 
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在初始状态时， 0=r ， 0=a ，先更新 ( , )i jr ，

然后利用更新后的 ( , )i jr 迭代 ( , )i ja ，通过不断迭代

更新每个数据点的归属度和吸引度来找到最终的聚

类结果。 
由于 AP 算法中的 2 个重要参数(偏向参数 P和

阻尼系数λ )需要人为设定，而偏向参数的设定会直

接影响到聚类的类数，阻尼系数的设定会影响到算

法的迭代速度，因此王开军等人提出了自适应的 AP
算法(adAP)[17]，该方法能够自动确定偏向参数和阻

尼系数，算法的思路如下所述。 
1）调整偏向参数 P  
步骤 1：设置一个较大的偏向参数 mP 开始迭代。 
步骤 2：AP 算法完成一次迭代，获得K个类别。 
步骤 3：检测此时K个类别是否达到 AP 算法

约束条件，若收敛则转至步骤 4，否则转至步骤 2。 
步骤 4：按照一个步幅 stepP 减小偏向参数 P，

步幅 stepP 设置如式(6)所示，若迭代产生的类数K下

降到最小类数 2，则转至步骤 5，否则转至步骤 2。 
步骤 5：迭代过程中会产生一系列具有不同类
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数的聚类结果，从中找到轮廓系数(silhouette)的最

大值所对应的类别数K作为最终结果。轮廓系数指

标如式(7)所示。 

 m
step
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0.1 50
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设一个拥有 N 个样本点的数据集被划分为 K
个类别 { 2, , }iC i K= ， ( )a t 为类别 iC 下剩余样本

点与样本点 t的距离均值，表示同一类别下的凝聚

度；定义 ( , )jd t C 为样本点 t到其他类别 jC 下所有样

本点的平均距离， ( )b t 为所有 ( , )jd t C 的最小值，表

示不同类别之间的分离度。 
2）调整阻尼系数λ  
步骤 1：AP 算法进行一次迭代，监测是否有振

荡发生。 
步骤 2：若未发生振荡，则转至步骤 1；若发生

振荡，则以一个步长(0.05)增大阻尼系数λ，若此时

0.85λ ≥ ，则按照一个步长 stepP 降低偏向参数 P。 
步骤 3：重复上述步骤直到算法达到约束条件。 
监测是否发生振荡：设计一个振荡监测的移动

监视窗，定义聚类产生的类数不变或者下降则为收

敛，反之则有振荡特征，若观测到振荡特征的次数

大于窗宽的 2/3(监视窗宽度设置为观测 40次迭代)，
则振荡发生。 

2  模态分解方法 

2.1 VMD 分解 

变分模态分解是一种完全非递归的变分信号

分解算法，可将非平稳、非线性信号分解为具有不

同中心频率的有限带宽信号。其实质是多个自适应

维纳滤波组。相较于经验模态分解(empirical mode 
decomposition，EMD)和局部均值分解(local mean 
decomposition，LMD)，VMD 表现出更好的鲁棒性，

能更好地抑制模态混叠和端点效应[18]。将信号分解

为非递归、变分的问题求解模式，具有坚实的理论

基础。 
2.2 SSD 分解 

奇异谱分解是一种自适应的时频分析方法[19]，

能够将非平稳信号按高频到低频的顺序自适应地分

解为若干奇异谱分量(singular spectrum component，
SSC)，克服了传统 SSA 方法依据经验手动选取嵌入

维数 M 的问题，能较好的抑制模态混叠和消除虚假

分量。 
2.3 SWD 分解 

群分解是在群滤波(swarm filter，SWF)的基础上

所提出来的一种新型信号处理方法，通过迭代群滤波

将非平稳、非线性的信号分解为多个单一模态的振荡

分量(oscillatory components)。通过调节群滤波参数可

以选择振荡分量的主频率，与 EMD 和基于小波的多

分辨率分析相比，SWD 具有更高的分解精度[20]。 
2.4 ICEEMDAN 分解 

改进的完全集合经验模态分解(improved com-
plete ensemble EMD，ICEEMDAN)是 CEEMDAN
的一种改进方法，它们都是基于 EMD 改进而来。

EMD 是由数据驱动的算法，适用于非线性、非平稳

信号的分析，EMD 将信号根据频率的不同分解为若

干本征模态函数，每个 IMF 分量包含原始信号不同

频域的特征。但分解信号的局部性和模态混叠是

EMD 所存在的问题，CEEMDAN 通过在分解过程

中反复添加高斯白噪声，提高了完备性并减轻了模

态混叠的问题。不同于 CEEMDAN，ICEEMDAN
在分解过程中添加了经 EMD 分解的高斯白噪声，

克服了 CEEMDAN 分解的信号存在残余噪声和伪

模态的问题。 

3  多分支输入的 MBI-Res-LSTM-GRU 预

测模型 

为了提高超短期光伏功率的预测精度，提出一

种基于多分支输入的 MBI-Res-LSTM-GRU(multi 
branch input-ResNet-LSTM-GRU)组合预测模型。

MBI-Res-LSTM-GRU 模型如图 1 所示，由如下 4
个分支构成。 

分支 1 主要提取数据的时序特征，通过纵向堆叠

2 层 LSTM 结构增加模型的复杂度，建立时间信息的

依赖关系。式(8)为分支 1 中 LSTM 结构的计算过程，

将输入特征矩阵通过 flatten扁平化函数压平后输入第

1 层 LSTM，得到输出 th 即对应于图 1 所示的 LSTM
输出 1

1f ，同理得第 2 层 LSTM 输出为 2
2f 。 
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图 1 MBI-Res-LSTM-GRU 网络结构 

Fig.1 Network structure of MBI-Res-LSTM-GRU 

式中： tf 、 ti 、 to 分别表示遗忘门、输入门、输出

门； tx 、 tC 、 tC 、 th 为 t时刻输入、候选层输出、

记忆单元输出和隐含层输出； fW 、 iW 、 CW 、 oW

和 fb 、 ib、 Cb 、 ob 为权重矩阵和偏置参数；“⊗ ”

为 Hadamard 乘积(向量间对应元素的乘积)；σ 为

sigmoid 激活函数。 
分支 2、3、4 在保留传统残差结构避免梯度消

失或者爆炸的问题的同时，通过卷积网络强化数据

的波动特征，利用 2 个并行的卷积块分别提取不同

层次的波动特征，卷积块 1 堆叠 2 个卷积核大小为

3×3 的卷积层将整体的感受野扩大到 5×5 的区域，

增强信息的全局考虑能力，卷积块 2 设置 1 个卷积

核大小为 4×4 的卷积层，利用 2 路不同感受野的卷

积层提供不同视角的特征关系，能显著提高模型的

波动特征提取能力。式(9)为分支 2 中卷积的计算过

程，分支 3、4 的计算过程与分支 2 相同。 
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式中： PX 为模型输入；“*”为卷积运算；
2

1,1f 和
2

1,2f

为卷积块 1 第 1 层卷积和第 2 层卷积输出特征；
2

2,1f

卷积块 2 的输出特征； 1,1
iW 、 1,2

iW 、 2,1
iW 和 1,1

ib 、 1,2
ib 、

2,1
ib 为卷积块 1 和卷积块 2 的第 i个滤波器的权重矩

阵和偏置参数； R为 Relu 激活函数； LF 为 flatten
扁平化函数；将卷积块 1 和卷积块 2 提取的特征合

并压平后得到分支 2 的输出 2f 。 
将分支 1 提取到的时序特征和分支 2、3、4 提

取到的波动特征合并，经 2 层全连接模块提炼全局

特征，计算过程为： 

 

1 2 3 4
1

1 1 1

2 2 1 2

( )
( )
( )
R
R

⎧ = ⊕ ⊕ ⊕
⎪

= +⎨
⎪ = +⎩

F f f f f
F W F b
F W F b

 (10) 

式中：“⊕”为向量串联； 1W 、 2W 和 1b 、 2b 为权

重矩阵和偏置参数。 
将提炼到的全局特征 2F 输入 GRU 模块，建立

历史光伏数据和未来光伏数据之间的联系，实现光

伏功率的预测。计算过程为： 
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式中： tr和 tz 为重置门和更新门； th 和 th 为候选隐
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含状态和当前隐含层输出； zW 、 rW 、 hW 、 3W 和 zb 、

rb 、 hb 、 3b 为权重矩阵和偏置参数；Y 为模型预测

输出。 

4  基于 adAP聚类和多模式分解的预测流程 

为了提高短期光伏发电功率预测的准确率，本

文提出了一种基于 adAP 聚类、多模式分解、多分

支输入的 MBI-Res-LSTM-GRU 的预测模型，模型

的预测流程如图 2 所示。 
1）数据预处理：对气象因素和光伏输出功率

进行异常值检测与替换，并将数据进行归一化处理。

通过 Pearson 和 Spearman 相关系数对辐照度、温度、

风速、风向、气压和降雨量 6 种气象因素进行相关

性分析，找到与光伏输出功率相关性较强的气象因

素(辐照度和温度)。 
2）adAP 聚类：利用快速 Fourier 变换计算出每

日光伏输出功率对应频域数据，与辐照度最大值、

辐照度均值、温度最大值、温度均值一起作为聚类

特征，使用 adAP 聚类算法进行相似日聚类，将天

气类型分为晴天和阴雨等。 
3）扩充样本：对于部分聚类相似日较少且预测

难度较大的阴雨和极端天气，对其光伏输出功率、辐

照度和温度分别加上 20 dB 的高斯白噪声，与原始数

据合并，达到数据倍增的效果，以利于模型的训练。 
4）多模式分解：对功率、辐照度和温度数据

利用变分模态分解、奇异谱分解和群分解进行分解，

对于不能自动确定分解个数的变分模态分解使用皮

尔逊相关系数确定最佳分解个数。最后将各个分解

方法得到的分量矩阵合并，得到混合多尺度分解功

率、温度和辐照度特征矩阵 PX 、 TX 和 IX 。 
5）模型训练与预测：将未经分解的功率、温度、

辐照度构成混合特征矩阵 MX 和经多模式分解得到

的 特 征 矩 阵 PX 、 TX 、 IX 一 起 输 入 到

MBI-Res-LSTM-GRU 深度学习模型中，对预测结果

做出评价。 

5  算例及实验结果分析 

5.1 数据描述 

本文实验数据采用 DKASC(Desert Knowledge 
Australia Solar Center)提供的公开数据集，数据集收

集 2017 年 1 月 1 日—2017 年 12 月 31 日的实测数

据，装机容量为 106.6 kW，包含光伏发电功率和 6
个气象数据：辐照度、温度、风速、风向、气压和 

 

图 2 基于 adAP 聚类和多模式分解的预测流程 

Fig.2 Prediction process based on adAP clustering and  

multi-mode decomposition 

降雨量。 
5.2 预测结果评价指标  

为了客观评价预测结果的准确性，使用平均绝

对百分比误差 MAPEe 、平均绝对误差 MAEe 以及均方

根误差 RMSEe 对实验预测结果进行评价，3 种评价指

标的计算式为： 
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式中： iY为功率实际值； iy 为功率预测值； iY 为功

率实际值的平均值；i表示第 i个采样点；n为采样

点个数。 
5.3 数据预处理 

由于设备故障或者通信失灵等原因，数据集中

存在部分缺失，将有缺失数据所在的样本日剔除，

剩余 342 d 的数据。忽略每天夜间功率几乎为 0 的

数据，使用 07：00—19：00 的数据进行分析，采

样间隔为 10 min，每日的采样点为 72 个。对 342 d
的数据使用箱型图法进行异常值检测，将异常值替
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换为该点相邻两时刻的平均值。再使用 min-max 规

范化方式将数据线性映射到[0,1]之间，使各个特征

出力相同，从而有利于梯度下降。 
5.4 气象因素相关性分析 

考虑除光伏输出功率外的气象因素影响可以

增强模型的外推能力，而加入相关性较弱的变量会

对模型造成干扰，使用 Pearson 和 Spearman 相关系

数选取对功率相关性较大的气象因素，计算结果如

表 1 所示。 
由表 1 可知，该光伏电厂的发电功率与辐照度

相关性最大，与温度和风速相关性次之，与风向、

降雨量和大气压与发电功率呈负相关关系，考虑到

风速与输出功率的相关性较小，故忽略此气象因素。

选取辐照度和温度与光伏输出功率，共同预测光伏

电厂的输出功率。 
5.5 相似日聚类 

使用 adAP 算法对历史日天气进行聚类，并使

用快速 Fourier 变换将每日功率、温度和辐照度的时

域数据转换到频域，作为聚类算法的特征向量，从

而有利于聚类算法对其特征的提取。经 adAP 聚类

后分为夏日晴天、冬日晴天、多云、阴天、极端天

气 5 类天气，其中夏日晴天 65 d、冬日晴天 115 d、
多云 63 d、阴雨 45 d、极端天气 54 d。 

不同天气类型的聚类结果如图 3 所示(随机选

择 10 d 的数据进行展示)，夏日日出时间较冬日更

早，功率的上升较冬日更快，晴天条件下，功率曲

线的变化较为平缓；多云条件下，功率曲线有着不

同程度的波动，下午时尤为明显；阴天和极端天气

条件下，功率曲线剧烈波动，且规律性较弱，因此

这 2 种天气类型的预测较为困难。 
5.6 模态分解 

为了降低原始序列的复杂性，分别使用 VMD、

SSD、SWD 和 ICEEMDAN 对光伏输出功率、辐照

度和温度数据进行分解，得到的各个分量相对平稳，

使模型具有更强的时间趋势表征能力，由于各个分

解算法的数学机理不同，因此得到的各分量蕴含的

特征信息存在差异，通过学习不同的特征信息达到

信息互补的目的，有助于提升网络模型的鲁棒性[21]。 
在本实验中，除变分模态分解外，其余几种分

解方法都可以自适应地确定分解个数。为了确定变

分模态分解的最优分解个数，利用 Pearson 相关系

数进行判定，当出现某一子模态与原始数据的相关

系数小于 0.1 时，认为存在过分解现象，将当前分 

表 1 输出功率与气象因子的相关系数 

Table 1 Correlation coefficient of output power and meteoro-

logical factors 

气象因子 Pearson 相关系数 Spearman 相关系数 

辐照度 0.929 0.935 
温度 0.418 0.396 
风速 0.083 0.102 
风向 −0.174 −0.220 
降雨量 −0.047 −0.132 
大气压 −0.037 −0.061 

 

图 3 adAP 聚类结果 

Fig.3 Clustering results of adAP 

解个数−1 认定为最优分解个数。 
以冬日晴天的功率数据为例，当变分模态分解

得到 9 个子分量时，出现 Pearson 相关系数小于 0.1
的子分量，所以将最优分解个数确定为 8。由 SWD
得到 11 个分量，由 SSD 得到 5 个子分量，由

ICEEMDAN 得到 12 个子分量。经多模式分解的光

伏输出功率数据如图 4 所示，图中 IMF 为本征模态

分量，RES 为残余分量，由原始数据减去各个分量

之和得到。 
5.7 多分支输入矩阵设置 

对于每一类天气类型，都构造 4 种输入矩阵，

将未经分解的功率、温度、辐照度一起组成一个混

合特征矩阵 MX ，将经多模式分解得到的功率、温

度、辐照度子分量合并，得到混合多尺度分解功率、

温度和辐照度特征矩阵 PX 、 TX 和 IX 。 
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图 4 多模式分解结果 

Fig.4 Multi-mode decomposition results 

 
本文采用滑动时间窗的预测模式，输入长度设

置为 24，滑动步长 s分别为 1、6、12，每个输入矩

阵的维度为 24×N，N为当前特征矩阵子分量个数。

模型采用第 i点前的 24×N矩阵作为输入，预测第 i
点至 i+s‒1 点的光伏输出功率，使用第 i+s 点前的

24×N矩阵作为输入，依次类推，不断滑动时间窗进

行预测。图 5 表示在冬日晴天和滑动步长为 6 的情

况下，模型滑动训练和预测的过程。其中，①、②、

③分别表示 3 个连续训练和预测过程。 
添加随机噪声的数据增强方法在时间序列中

已获得广泛应用，该方法不仅能扩充数据，还能提

高模型的鲁棒性[22]。考虑到阴天和极端天气的训练
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样本较少且波动性较大，采用添加高斯白噪声的方

式来倍增样本，将添加噪声后的数据置于真实数据

前，以保证测试集获取的数据为实测值。 
各天气类型训练集和测试集的划分如下：夏日

晴天共 65 d，1—62 d 为训练集，63—65 d 为测试

集；冬日晴天共 115 d，1—112 d 为训练集，113—115 
d 为测试集；多云共 63 d，1—60 d 为训练集，61—63 
d 为测试集；阴雨共 45 d，倍增后共 90 d，1—87 d
为训练集，88—90 d 为测试集；极端天气共 54 d，
倍增后为 108 d，1—105 d 为训练集，106—108 d
为测试集。 
5.8 实验结果分析 

为了说明本文采用的adAP算法聚类的有效性，

选取传统的 K-means 聚类和 K-medoids 聚类算法进

行对比。2 种算法的聚类特征与本文方法相同，由

于这 2 种方法都需要手动确定聚类个数，因此选定

聚类数 K 的取值范围为[3,7]。adAP 聚类算法可以

自动确定最佳聚类个数，但仍可调取运算过程中不

同聚类个数的轮廓系数进行呈现，对比结果见表 2。 
由表 2 可知，本文所使用的 adAP 聚类算法最

优结果的轮廓系数为 0.647，高于其余聚类算法所得

到的最优聚类结果的轮廓系数值，说明 adAP 聚类

较其他传统聚类算法具有更好的有效性。 
为了证明本文多模式分解的性能优势，分别构造

基 于 单 一 模 式 分 解 、 2 分 解 和 4 分 解 的

MBI-Res-LSTM-GRU 预测模型，分别对 5 种天气类

型相同的 3 d 进行提前 1 步、6 步、12 步(10 min/步)
预测。考虑避免偶然误差对实验产生的影响，每次实

验重复 10 次，取 10 次实验预测值的平均值作为预测

结果。由于光伏功率预测结果为归一化值，因此需先

对其进行反归一化，再将得到的 3 d 预测数据进行误

差计算，并随机选取其中 1 d 进行可视化分析。通过

比较表 3 单一模式分解的预测结果可知，单分解模型

预测精度从高到低排序为 VMD、SWD、SSD 和

ICEEMDAN，由此构造 2 分解的组合为 VMD 和

SWD，本文方法(3 分解)组合为 VMD、SWD 和 SSD，

4 分解组合为 VMD、SWD、SSD 和 ICEEMDAN。 
5 种天气类型不同分解方法 3 种步长的预测结

果见附录 A 中图 A1，具体预测误差对比如表 3 所

示。通过分析可知，在输出功率波动较弱的冬日晴

天和夏日晴天条件下，7 种预测方法都能取得较好

的预测结果，预测曲线和实际功率曲线拟合度较高；

在输出功率波动较为剧烈的阴雨和极端天气情况 

 

图 5 冬日晴天 6 步模型滑动训练和预测过程 

Fig.5 Winter sunny day 6-step model sliding training and 

prediction process 

表 2 不同聚类方法的聚类结果轮廓系数对比 

Table 2 Comparison of silhouette t of clustering results from 

different clustering methods 

聚类方法 
轮廓系数 

K=3 K=4 K=5 K=6 K=7 

K-means 聚类 0.594 0.581 0.513 0.456 0.462 

K-medoids 聚类 0.587 0.498 0.448 0.423 0.431 
adAP 聚类 0.603 0.552 0.647 0.579 0.495 

下，多模式分解方法对比单一模式分解方法的预测精

度提升幅度较大，证明多模式分解方法能利用不同的

数学原理为模型提供更加丰富的特征，从而实现分解

方法的优势互补，进而降低复杂情况下的预测难度，

有效提升模型预测精度。但过多的分解方法会导致模

型输入的冗余特征增多，从而增大模型训练难度，不

利于梯度下降，导致最终的预测精度较差。因此，利

用3种分解方法不仅能给模型提供更加丰富的互补特

征，也避免了冗余特征输入导致的预测精度下降问

题，从而验证了本文所提出方法的有效性。 
为直观展现各种预测方法的绝对误差，选择预

测难度最大的天气类型(极端天气)的绝对误差做可

视化分析，图 6(a)和图 6(b)为不同分解方法极端天

气下 6 步和 12 步的绝对误差。通过分析图 6 和表 3
可知，在极端天气 6 步条件下，本文提出的多模式

分解方法相对于 2 分解、4 分解、VMD、SWD、SSD
和 ICEEMDAN 方法 MAPE 分别降低了 6.82%、

33.73%、103.67%、108.93%、133.06%和 163.32%；

同时在 1 步和 12 步情况下，相较于其他方法，本文

方法预测效果最优。 
为验证添加噪声扩充样本对模型训练的正向

效果，对未扩充样本的阴雨和极端天气使用本文相

同的 MBI-Res-LSTM-GRU 模型进行预测，将预测

结果与本文方法进行对比。2 种天气类型的预测误

差对比如表 4 所示，图 7 为是否扩充样本极端天气 
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表 3 不同天气类型下不同分解方法的预测误差对比 

Table 3 Comparison of prediction errors of different decomposition methods under different weather types 

天气类型 分解方法 
MAPE/% MAE/kW RMSE/kW 

1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 

冬日晴天 

ICEEMDAN 1.969 2.363 2.733 1.045 1.254 1.450 1.274 1.520 1.938 
SSD 1.804 2.068 2.326 0.958 1.098 1.235 1.189 1.401 1.539 
SWD 1.755 1.866 2.272 0.932 0.991 1.206 1.199 1.322 1.753 
VMD 1.654 1.788 2.219 0.878 0.949 1.178 1.158 1.169 1.519 
4 分解 1.608 1.751 2.339 0.854 0.929 1.242 1.017 1.216 1.618 

VMD+SWD 1.529 1.714 2.101 0.812 0.909 1.116 1.052 1.143 1.485 
本文方法 1.397 1.589 1.785 0.742 0.849 0.948 0.981 1.116 1.254 

夏日晴天 

ICEEMDAN 1.972 2.579 2.921 1.151 1.505 1.705 1.701 1.762 2.321 
SSD 1.987 2.463 2.758 1.160 1.438 1.438 1.497 1.727 2.132 
SWD 1.828 2.051 2.345 1.067 1.196 1.369 1.614 1.551 1.853 
VMD 1.856 2.211 2.530 1.083 1.291 1.477 1.384 1.559 1.917 
4 分解 1.594 1.906 2.164 0.931 1.112 1.263 1.237 1.398 1.834 

VMD+SWD 1.725 1.931 2.237 1.007 1.127 1.305 1.345 1.383 1.711 
本文方法 1.544 1.795 2.126 0.902 1.047 1.241 1.227 1.482 1.664 

多云 

ICEEMDAN 2.769 4.281 7.599 1.575 2.435 4.323 2.118 4.276 7.150 
SSD 2.211 3.869 6.292 1.258 2.201 3.579 1.436 2.769 6.118 
SWD 2.146 3.661 6.615 1.221 2.082 3.764 1.737 2.858 6.711 
VMD 2.099 3.380 6.067 1.194 1.923 3.452 1.452 2.926 5.875 
4 分解 1.753 2.939 5.521 0.997 1.672 3.141 1.408 2.149 5.894 

VMD+SWD 1.766 3.145 5.948 1.004 1.789 3.384 1.377 2.860 5.941 
本文方法 1.582 2.687 5.439 0.900 1.529 3.094 1.199 2.078 5.263 

阴雨 

ICEEMDAN 4.195 6.558 13.586 1.357 2.121 4.395 1.644 2.682 6.185 
SSD 3.800 5.617 12.693 1.229 1.817 4.106 1.441 2.287 5.671 
SWD 3.232 5.954 10.190 1.045 1.926 3.296 1.343 2.422 4.435 
VMD 2.802 3.909 11.767 0.906 1.264 3.806 1.166 1.605 4.957 
4 分解 2.415 4.029 10.641 0.781 1.303 3.442 0.978 1.673 4.827 

VMD+SWD 2.532 3.788 9.861 0.819 1.225 3.190 1.091 1.557 4.592 
本文方法 2.346 3.371 8.970 0.759 1.091 2.902 0.948 1.383 4.147 

极端天气 

ICEEMDAN 6.434 10.267 15.105 2.818 4.497 6.616 3.627 6.370 8.945 
SSD 5.480 9.087 13.124 2.400 3.980 5.748 3.130 5.836 7.858 
SWD 4.327 8.146 11.833 1.895 3.568 5.183 2.494 6.191 6.807 
VMD 4.549 7.941 11.789 1.992 3.478 5.164 2.482 5.082 7.540 
4 分解 2.787 5.214 10.989 1.221 2.284 4.813 1.405 3.157 6.320 

VMD+SWD 2.706 4.165 11.406 1.185 1.824 4.996 1.3850 2.516 6.934 
本文方法 2.601 3.899 9.828 1.139 1.708 4.305 1.298 2.141 5.997 

 

图 6 极端天气不同分解方法绝对误差对比 

Fig.6 Comparison of absolute errors of different decomposition methods for extreme weather 
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表 4 阴雨和极端天气下是否添加噪声扩充样本的预测误差对比 

Table 4 Comparison of prediction errors with and without adding noise-expanded samples in rainy and extreme weather 

天气类型 是否扩充样本 
MAPE/% MAE/kW RMSE/kW 

1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 

阴雨 
否 2.912 7.459 16.475 0.9423 2.413 5.330 1.192 3.032 6.776 
是 2.346 3.371 8.970 0.759 1.091 2.902 0.948 1.383 4.147 

极端天气 
否 3.076 8.279 18.883 1.347 3.626 8.271 1.632 4.793 11.126 
是 2.601 3.899 9.828 1.139 1.708 4.305 1.298 2.141 5.997 

 
6 步预测结果对比，由图 7 和表 4 可知，本文方法

相较于未添加噪声的方法，阴雨天气下 1 步、6 步、

12 步 MAPE 分别降低了 24.13%、121.27%、83.67%；

极端天气下 1 步、6 步、12 步 MAPE 分别降低了

18.26%、112.34%、92.13%。上述结果表明，加入

噪声扩充样本能有效提升预测精度，且在较长时间

步中的预测精度提升较大，说明模型的鲁棒性得到

了显著增强。 
为验证本文所提模型各个模块对模型的影响，

选取极端天气 6 步为例进行消融实验。消融实验分

别设置为：选用混合多尺度分解功率 XP作为输入的

Res(XP)-GRU；选用混合多尺度分解功率 XP和辐照

度 XI作为输入的 2 分支模型 MBI-Res(XP+XI)-GRU；

选用混合多尺度分解功率 XP、辐照度 XI和温度 XT

作为输入的 3 分支模型 MBI-Res(XP+XI+XP)-GRU；

各模型的预测结果如表 5 所示。 
由表 5 可知，在分别删去 LSTM 分支、混合多

尺度分解功率温度输入分支、混合多尺度分解辐照

度和温度输入分支后，模型 MAPE 分别下降了

6.23%、11.93%和 24.67%。证明上述模块对该模型

的预测性能有着正向影响。 
为客观比较本文模型的结构优势，使用与本文

模型相同的特征矩阵作为输入，构造多分支输入的

MBI-Res-GRU 和 MBI-LSTM-GRU 模型，与本文的

MBI-Res-LSTM-GRU 模型进行比较，极端天气 6
步预测结果如图 8 所示，表 6 为 3 种评价指标下的

误差值。从图 8 中可以看出，3 种模型在极端天气

下的预测结果都能较好地反映真实曲线的波动情

况，说明经过多重分解得到的多尺度信息互补矩阵，

能更好地建立输入输出的表征关系，提升模型的学

习效率；而本文模型结合了 LSTM 和 ResNet 二者

提取时间和波动特征的能力，通过同时学习不同尺

度的特征信息，得到了更为精确的预测结果。在极

端天气 6 步情况下，本文模型相较于 MBI-Res- GRU
模型和 MBI-LSTM-GRU 模型其 MAPE 分别降低了 

 

图 7 极端天气 6 步是否扩充样本预测结果对比 

Fig.7 Prediction results comparison of extreme weather 6-step 

for whether to expand the sample or not 

表 5 极端天气下的消融实验结果 

Table 5 Results of ablation experiments under extreme 

weather 

模型 
评价指标 

MAPE/% MAE/kW RMSE/kW

本文模型 3.899 1.708 2.141 
MBI-Res(XP+XI+XP)-GRU 4.142 1.814 2.366 

MBI-Res(XP+XI)-GRU 4.364 1.911 2.303 
Res(XP)-GRU 4.861 2.129 2.585 

 

图 8 不同预测模型极端天气 6 步预测结果对比 

Fig.8 Comparison of 6-step prediction results of extreme 

weather with different prediction models 

16.57%和 73.02%。 

6  结论 

1）利用 FFT 计算出光伏输出功率的频域信息，

将其与相关性高的气象因子一起作为聚类特征输入

adAP 算法，将历史数据更加合理地细分为 5 种天气

类型，能够初步建立网络与不同天气类型的联系，

降低原始光伏功率波动性的影响。 
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表 6 不同天气类型下不同模型的预测误差对比 

Table 6 Comparison of prediction errors of different models under different weather types 

天气类型 模型 
MAPE/% MAE/kW RMSE/kW 

1 步 6 步 12 步 1 步 6 步 12 步 1 步 6 步 12 步 

冬日晴天 
MBI-LSTM-GRU 1.609 1.809 2.028 0.854 0.960 1.076 1.088 1.264 1.372 

MBI-Res-GRU 1.480 1.669 1.872 0.786 0.887 0.994 1.037 1.162 1.281 
本文模型 1.397 1.589 1.785 0.742 0.849 0.948 0.981 1.116 1.254 

夏日晴天 
MBI-LSTM-GRU 1.733 1.969 2.422 1.012 1.149 1.414 1.369 1.419 1.904 

MBI-Res-GRU 1.664 1.878 2.298 0.9715 1.096 1.342 1.278 1.474 1.786 
本文模型 1.544 1.795 2.126 0.902 1.047 1.241 1.227 1.482 1.664 

多云 
MBI-LSTM-GRU 1.974 3.389 6.087 1.123 1.928 3.463 1.455 2.758 6.034 

MBI-Res-GRU 1.702 3.175 5.897 0.969 1.806 3.355 1.211 2.438 6.164 
本文模型 1.582 2.687 5.439 0.900 1.529 3.094 1.199 2.078 5.263 

阴雨 
MBI-LSTM-GRU 2.953 3.875 10.924 0.955 1.253 3.534 1.206 1.592 4.823 

MBI-Res-GRU 2.623 4.306 9.509 0.848 1.393 3.076 1.092 1.735 4.096 
本文模型 2.346 3.371 8.970 0.759 1.091 2.902 0.948 1.383 4.147 

极端天气 
MBI-LSTM-GRU 3.408 6.746 10.049 1.492 2.955 4.401 1.875 5.861 6.341 

MBI-Res-GRU 2.874 4.545 11.476 1.259 1.991 5.027 1.599 2.508 7.049 
本文模型 2.601 3.899 9.828 1.139 1.708 4.305 1.298 2.141 5.997 

 
2）总体上，多模式分解方法的预测效果优于

单一模式分解方法，合理的多模式分解组合有利于

提升预测精度，而过多的分解方法会带来冗余特征，

对模型训练无益。 
3）在 4 种分解方法的组合中，本文 3 分解组

合预测效果最优，不同分解方法带来的多尺度互补

分量能完整地反映原始信号的复杂波动特征，便于

后续模型进行特征提取。 
4）通过多分支结构设计并行的 LSTM 模块和

残差模块，能同时提取数据的时序特征和波动特征，

通过提炼多尺度互补信息以提升模型的预测精度。 
5）通过对预测难度较大的天气类型添加噪声

扩充样本，有效增强了模型的鲁棒性，大幅提升了

光伏功率剧烈波动天气的预测精度。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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真实值本文方法 VMD SWD SSD ICEEMDAN VMD+SWD 4分解  

图 A1 不同分解方法预测值与真实值比较 

Fig.A1 Comparison of predicted and true values of different decomposition methods 
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