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基于改进 LightGBM 混合集成模型的变压器
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摘 要：针对变压器故障识别方法在处理不均衡故障数据时存在较大偏差的问题，构建了一种基于改进轻量级梯

度提升机的混合集成模型，用以变压器故障识别。首先，提出一种结合梯度调和损失函数和交叉熵损失函数的改

进轻量级梯度提升机(gradient harmonizing mechanism loss and cross entropy loss improved light gradient boosting 
machine，GCLightGBM)，提升模型对数据集中少数样本的关注度。然后，针对 GCLightGBM 中参数特异性取值

影响模型识别能力的问题，提出一种基于 GCLightGBM 的混合集成模型，进一步提高其准确率的同时，确保模型

对现实多变不均衡数据集依然保持良好的准确率。实验结果表明，GCLightGBM 可有效解决少数类样本准确率低

的问题，整体准确率高达 0.911。且针对其他多变不均衡数据集，基于 GCLightGBM 混合集成模型故障识别方法

平均准确率高达 0.988。 
关键词：变压器；不均衡样本；故障识别；梯度调和损失函数；Stacking 集成框架 
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Abstract：There is a significant bias when imbalanced fault data are dealt with by transformer fault identification meth-
ods . To solve this problem, we have built a hybrid ensemble model based on an improved lightweight gradient boosting 
machine. First, we propose a gradient harmonizing mechanism loss and cross entropy loss improved light gradient boost-
ing machine (GCLightGBM). This approach enhances the model’s attention to minority samples in the dataset. Then, to 
address the issue of parameter specificity affecting the model’s recognition capability in GCLightGBM, we propose a hy-
brid ensemble model based on GCLightGBM. This model further improves accuracy while ensuring good performance on 
real-world varied and imbalanced datasets. The experimental results show that GCLightGBM can effectively solve the 
problem of low accuracy of minority samples, and the overall accuracy is as high as 0.911. In addition, for other variable 
and unbalanced datasets, the fault identification method based on GCLightGBM hybrid ensemble model has an average 
accuracy of 0.988. 
Key words：transformer; unbalanced samples; fault identification; gradient harmonic loss function; Stacking integration 
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0 引言1 

电力变压器作为电能传输与转换的关键设备，

——————— 
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其健康运行与否直接关系到电力系统的稳定[1]。目

前在运变压器大多是油浸式变压器，变压器发生故

障时会产生溶解于变压器油的气体，如氢气(H2)、
甲烷(CH4)、乙烷(C2H4)、乙烯(C2H2)、乙炔(C2H6)
等，且油中气体浓度与变压器故障类型具有强相关

性 [2-3]。因此，可以通过油中溶解气体分析法
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(dissolved gas analysis，DGA)检测油中气体浓度，

用以识别故障特征[4]。随着人工智能的发展，将

DGA 与深度学习、机器学习、神经网络等智能算法

相结合被广泛应用于油浸式变压器故障识别中，能

大幅提升故障识别的准确性[5-6]。 
为实现准确的预测结果，人工智能模型拟合过

程依赖于充足且均衡的训练数据。然而，在变压器

实际运行工况中，发生各类故障的概率随机性强，

导致采集的各故障样本数量差异较大，总体数据不

均衡，极大程度弱化了训练网络的泛化能力，造成

训练模型存在较大偏差[7]。目前，业界针对不平衡

数据集分析方法主要采用以下两类：数据预处理和

优化分类模型。数据预处理主要包括数据增强以及

欠采样两大类。数据增强主要采用过采样、变分自

编码器(variational auto-encoder，VAE)等样本生成方

法，生成少数类相似样本以达到数据均衡，但增加

的数据与原始数据相似性过高，容易造成模型过拟

合[8]。而欠采样主要剔除多数类中的部分样本数据，

容易造成数据丢失。优化分类模型主要包括对神经

网络、机器学习等现有模型的改进及优化。文献[9]
采用改进变分自编码器生成少数类故障样本解决数

据不均衡，并提出一种改进 1 维卷积神经网络

(one-dimensional improved convolutional neural net-
work，1D-ICNN)作为故障识别分类器，准确度提升

了 0.135，但其未考虑生成数据导致模型过拟合问

题，且大多数神经网络分类模型常使用全连接层搭

配 Softmax 等激活函数实现多分类的概率输出，其

线性分类能力一定程度上不如轻量级梯度提升机

(light gradient boosting machine，LightGBM)、支持

向量机(support vector machine，SVM)、极致梯度提

升机(xtreme gradient boosting，XGBoost)等非线性映

射方法。文献[10]提出了一种基于遗传算法优化

XGBoost 的油浸式变压器故障诊断方法。以 9 维故

障特征为输入，建立基于 XGBoost 的故障诊断模

型，并采用遗传算法对模型中的多个超参数同时进

行优化，诊断精度和稳定性高于现有 SVM、卷积神

经网络(convolutional neural network，CNN)等人工

智能模型。文献[11]中 Liu 等采用多层卷积神经网

络对变压器故障数据进行多元信息特征提取，利用

LightGBM 模型对上述特征进行分类识别，并在原

文数据集上验证了 LightGBM 性能优于 XGBoost、
SVM 等传统机器学习模型。但上述机器学习模型在

数据均衡情况下完成，规避了数据样本不均衡所导

致准确率下降的问题，因此无法适用于实际运行工

况。文献[12]针对上述问题，采用聚焦损失函数(focal 
loss function，Focal Loss)对 LightGBM 模型进行优

化。但 Focal Loss 性能在参数选取方面存在局限性，

使得上述模型实际应用较差。针对 Focal Loss 的不

足，文献[13]中 Li B 等提出了梯度调和损失函数

(gradient harmonizing mechanism loss function，GHM 
Loss)，通过在梯度分布上添加一个渐进的分桶函

数，来确定每个样本的权重，进而弱化多数样本对

损失函数的贡献，提高模型对少数样本关注度。与

Focal Loss 损失函数相比，GHM Loss 不需要手动调

节超参数或使用特定的类别平衡策略，更简单高效。

但 GHM Loss 针对样本总数较少的小样本数据集，

会出现误判的现象。 
算法层面的另一种改进方式是集成学习。集成

学习基于弱学习器的输出结果，通过元学习器对上

述结果进行融合，是提高模型整体泛化性和鲁棒性

的一种模型融合方法。文献 [14]提出一种基于

Stacking 元学习策略的组合方式，构建了一种多分

类器组合模型。通过实验证明，该组合分类器精度

优于单个分类器精度。 
综上所述，应用于不平衡数据的变压器故障识

别方法仍存在改进空间：1）仅对算法整体性能改进

优化，而忽略故障数据的不平衡特性会导致模型不

适用少数类样本的识别分析，进而影响识别结果。2）
GHM Loss 处理不平衡数据能效显著，但在变压器

故障识别领域尚未应用。为规避样本总数较少导致

GHM Loss 误判，应进一步挖掘 GHM Loss 的应用

特点，结合故障数据不平衡特性，设计重视少数类

样本的改进方法。3）例如采用 Focal Loss 的改进策

略，针对给定的数据集，往往需要实验得出重要的

参数取值，其特定取值无法广泛应用于现实复杂多

变的变压器样本，实用性较差，亟需采取某些策略

提高识别能力的稳定性。基于上述改进方向，提出

一种融合损失函数对 LightGBM 进行改进，其中融

合损失函数可结合 GHM Loss 和采用交叉熵损失函

数(cross entropy loss function，CE Loss)的优点，加

大模型对少数类样本的关注度(如局部放电样本)，
使模型在每次迭代更新时更关注少数类样本，进而

提高模型在不平衡变压器数据集下对少数样本的分

类性能。针对变压器实际中多种运行工况，为使

GCLightGBM无需实验确定融合损失函数比例系数

最优取值依然具备良好性能，对 Stacking 框架提出



荆澜涛，张  野，张  彬，等：基于改进 LightGBM 混合集成模型的变压器故障识别方法 5291 

全新的用法，构建基于 GCLightGBM 的混合集成模

型，提升模型整体准确率和应用可行性。最后实验

证明，在不平衡数据集下，所提识别方法具有优越

性和鲁棒性。 

1  算法原理 

1.1  油中溶解气体数据 

油浸式变压器内部发生诸如短路等故障后，会

出现升温或绕组放电等现象，引发变压器内部固体

绝缘材料和变压器油之间化学反应，生成 C2H2、

C2H4等不溶解于变压器油的烃类气体[15]。烃类气体

浓度、种类随变压器的劳损程度、运行时间动态变

化。对于不同的变压器运行工况，分解产生的气体

速率、种类大不相同。《变压器油中溶解气体分析和

判断导则》[16]中给出气体比值编码组合与故障类型

的映射关系，将变压器内部故障分为热故障(中低温

过热、高温过热)和电故障(局部放电、低能放电、

高能放电)。 
然而，上述气体映射关系难以蕴含变压器所有

故障工况，无法精确映射变压器溶解气体数据与故

障种类之间的关联性。文献[17]通过大量实验得出：

基于 5 种气体浓度不同组合形式的九比值法，如表

1 所示。其中，n 为气体浓度，C1 代表 CH4气体；

C2 代表 C2H2、C2H4和 C2H2气体总和。 
随着人工智能的发展，结合气体比值技术的深

度学习、机器学习、集成模型等智能模型被广泛应

用于变压器故障识别中，故障识别能力得到极大提

高。因此，本文选取集成模型中性能较好的

LightGBM 与气体比值法相结合，使用不同气体比

值特征作为输入，预测对应的故障类型，构建变压

器识别模型。 
例如：LightGBM、XGBoost、SVM 等人工智

能算法依赖均衡的数据样本，但变压器实际运行中

各类故障发生概率随机，导致故障数据不均衡。本

文数据分布情况如图 1 所示，其中局部放电故障仅

占总样本的 6.2%，人工智能模型倾向于学习数量多

的样本，忽略对数量少样本的学习，进而导致少数

类样本分类准确率降低。因此，如何在不平衡变压

器故障数据下提高人工智能算法故障识别性能是亟

须解决的问题。 
1.2  传统 LightGBM 

LightGBM 是由微软开发的一种高效且快速的

梯度增强框架[18]。该算法的核心思想是通过特征分 

表 1  变压器油中气体比值特征 

Table 1  Characteristics of gas ratio in transformer oil 

特征参量编号 气体比值特征 

1 n(CH4)/n(H2) 
2 n(C2H4)/n(C2H2) 
3 n(CH4)/n(C1+C2) 
4 n(C2H2)/n(C1+C2) 
5 n(C2H4)/n(C2H6) 
6 n(C2H4)/n(C1+C2) 
7 n(H2)/n(H2+C1+C2) 
8 n(CH4+C2H4)/n(C1+C2) 
9 n(C2H6)/n(C1+C2) 

 

 

图 1  数据分布情况 

Fig.1  Data distribution 

 
裂构建新树，基于残差拟合方法迭代计算预测值与

实际值之间的残差。最终，将所有树的预测结果累

加得到最终的预测结果。 

假设由 N 个变压器数据样本组成的训练集 Q，
5
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one-hot 编码形式，具体如下： 
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式中： 2 50 41 3, ,[ , , , ]y y y yy y 的 6 列数据依次表示正

常、低能放电、高能放电、中低温过热、高温过热、

局部放电共 6 个数据类型。 
则集成模型 LightGBM 可表示为： 

 ( )1
ˆ k

i i i ii
y f x f F

=
∈=∑ ，  (2) 

式中： ( )i if x 为第 i 棵决策树； ix 为变压器第 i 个气

体比值数据； ˆiy 为预测样本类别；F 为树模型；k
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为决策树总数。 
由此可构建目标函数为： 

 ( ) ( )( ) ( )1
1

( ) ,i t

k

i i t i k
t k

y F x x fG x fφ Ω−
=

+= +∑∑  (3) 

 21( )
2kf T wΩ γ λ= +  (4) 

式中： ( ) ( )( )1,i t i t iy F x f xφ − + 为损失函数； ( )kfΩ 为

正则化； ( )1t iF x− 为前 t–1 棵树模型； ( )t if x 为第 t

棵树模型；w 为每棵树叶子权重；λ、γ为超参数；T

为树模型中的叶子节点数； iy 为第 i 个气体比值数

据的真实类别。 

为使目标函数最小，LightGBM 模型使用牛顿

法寻求一个映射关系 ( )G x ，来近似目标函数 ( )G x ，

式(3)可推导为： 

 ( ) ( ) ( )
2

1
(

2
)

n
i t i

ki t i
i k

i
h f x fg xG x f Ω

=

⎛ ⎞
++⎜≈ ⎟

⎝ ⎠
∑ ∑  (5) 

式中：gi 为损失函数的一阶导数；hi 为损失函数的

二阶导数。 
对于 LightGBM 分类模型，常采用 CE Loss。

以二分类为例，交叉熵损失函数可表示为： 

( )
( ) ( ) ( )( )( )

1
CE

ln 1 n
,

ˆl 1ˆ
N

i i
i

i

i

i

iy P y y P y
L x y

N
=

− + − −
=
∑  

  (6) 
式中：LCE为 CE Loss；ˆiy 为第 i 个样本的正确类别；

P 为计算预测样本为正类的概率。则式(5)中对应的

一阶、二阶导数可表示为： 

 ( )( )ˆi i ig y P y= −  (7) 

 ( )( ) ( )ˆ ˆ1i i ih P y P y= −  (8) 

由于变压器样本不均衡，如本文中正常样本数

是局部放电样本数的 4 倍。正常样本的损失值在总

体样本损失中占比大，为使式(5)最小，模型会倾向

于预测占比大的类别，过多学习正常样本的特征，

忽略局部放电样本类别。通过多数类的正确性，隐

藏少数样本的错误率，导致模型总体分类结果呈现

较高的“正确率”，但实际中不能很好地识别局部放

电样本类别。 
1.3  改进 LightGBM 模型 

在本文变压器故障数据样本中，正常、低能放

电、高能放电等样本占比较大，且不同数据样本之

间不均衡。使用 CE Loss 进行训练会导致模型过多

关注多数类样本。文献[13]提出一种 GHM Loss，通

过使用渐进式加权直方图将样本的梯度进行分档，

然后为每个档位分配一个动态权重，使得难分样本

(如极小的正样本或相似度高的样本)获得更高的权

重，从而促进模型对这些样本的学习。可有效解决

上述问题，其计算式为： 
 GHM CE iL L β=  (9) 
式中：LGHM为 GHM Loss；βi为第 i 个样本的权重。 

βi 表示每个样本的重要性，通过第 i 个样本的

梯度密度 gG 进行计算，计算式如下： 

 
g

i G
Nβ =  (10) 

gG 的计算式如下： 

 nd( )ii g
g

R
G =

ε
 (11) 

式中： ind( )igR 表示以 ig 为中心、长度为ε 的区域中

的样本数。 
然而，通过实践发现在故障识别分类任务中，

直接使用 GHM Loss 替换 CE Loss，并不能使网络

分类性能达到最佳。经过分析可知，一些故障数据

被误判为离群点，权重降低，导致最终的分类性能

不佳。而 CE Loss 逐数据进行交叉熵损失计算。因

此，本文将 GHM Loss 和 CE Loss 进行融合，作为

模型的总损失函数。融合损失函数以 GHM Loss 为
主，解决数据不均衡以及样本难分问题，CE Loss
为辅，降低 GHM Loss 对离群点误判。 

融合损失函数表示为： 
 CE GHM(1 )L L Lα α= +−  (12) 
式中：α为融合损失函数比例系数。 

用融合损失函数替换原本 LightGBM 中的 CE 
Loss。根据式(5)，GCLightGBM 的目标函数为： 

 ( ) ( ) ( )
2

1
(

2
)

n
i t i

i t i k
i

i
k

h f x
gG f x fx Ω

=

⎛ ⎞′
′≅ +⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑  (13) 

式中： ig′表示损失函数的一阶导数； '
ih 表示损失函

数的二阶导数。计算式如下： 

 ( )( )((1 ) ) ˆi i i jg y P yα αβ′ = − + −  (14) 

 ( )( ) ( )((1 ) ˆ) ˆ1i i j jh P y P yα αβ′ = − + −  (15) 

综上所述，针对数据集中的少数样本，如局部

放电样本，其导数在附近区域ε 内样本数较少，由

式(11)可知，将获得较小的梯度密度 gG ，由式(9)、
(10)可知其损失函数将获得更大的权重 iβ 。相反地，

针对多数样本，将获得较小的权重。因此，为使式

(13)最小，模型将加大对少数类样本关注度，进而

减少少数类别的损失值。 
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面对变压器不平衡故障数据，融合损失函数比

例系数α的取值是影响GCLightGBM模型识别效果

的重要因素，α 取值应兼顾少数类、整体准确率均

较高。为探讨 α对少数类样本、以及整体准确率的

影响，本文将变压器气体比值数据作为输入，对应

故障标签作为输出，准确率作为评价指标。选取 α
分别为 0、0.2、0.4、0.6、0.8、1 的 6 个 GCLightGBM
模型作为分类模型，测试 α对模型少数类以及整体

准确率的影响，实验结果如图 2 所示。其中，本文

局部放电样本为少数类样本。 
由图 2 可知，当 α取 0、0.2 时，GHM Loss 占

比较低，对网络性能影响较小，整体准确率较低，

随着 α取值逐步增大，网络性能先升高后降低，当

α 取 0.8 时，GCLightGBM 模型的整体准确率为

0.911，高于不使用 GHM Loss(α=0)和仅使用 GHM 
Loss(α=1)的模型准确率，表明混合损失函数的故障

识别性能优于 GHM Loss 和 CE Loss。当 α=0.6、
α=0.8 时，局部放电样本准确率为 1.00，但 α=0.8
时模型整体准确率最高，因此，针对本文数据集，

最佳比例系数 α取 0.8。 
1.4  基于 GCLightGBM 混合集成学习模型 

融合损失函数的比例系数 α随数据样本改变而

改变，本文最佳比例系数未必适用于其他数据集。

针对实际多变的运行工况，为使 GCLightGBM 无需

实验确定 α最优取值依然具备良好性能，本文基于

Stacking 框架创新性地对不同特异性取值的

GCLightGBM 进 行 集 成 ， 提 出 一 种 基 于

GCLightGBM 混合集成模型，更加适用于实际多变

运行工况。 
Stacking 也称堆叠泛化[19]，由 Wolpert 提出，

是一种异构串行学习方法，它由多个基学习器组成

第一层预测模型，并使用一个元学习器作为第二层

的融合模型。基学习器的预测结果用作元学习器的

输入，并通过再次训练来生成最终的预测结果。

Stacking 的核心思想是利用多个基学习器的预测结

果，通过元学习器的融合来提高整体预测性能[20]。

Stacking 框架性能与基、元学习器选取有关，本文

模型选取如下： 
1）基学习器选取 
在 Stacking 模型的基学习层中，选择差异较大

的模型能够增加模型的多样性，并降低基学习层输

出标签之间的相关性。通过使用差异性模型，

Stacking 模型可以综合各个模型的优势，以多重视 

 

图 2  α对 GCLightGBM 模型准确率的影响 

Fig.2   Influence of α on the accuracy of GCLightGBM model 

 
角对数据进行建模，更好地适应不同的数据分布和

特征。这种多样性和降低相关性的组合可为

Stacking 模型带来更强大的学习能力和识别性能。

因此，在选择基学习层模型时，优先选择差异性较

大的模型，以凸显模型的多样性，并降低输出标签

之间的相关性。这样的策略可以更好地利用集成模

型的优势，提升整体性能[21]。 
本文将 α 在[0、0.2、0.4、0.6、0.8、1]中不同

取值的 6 个 GCLightGBM 作为第一层基学习器。上

述模型全部基于树模型构建，为增加第一层基学习

器差异性，选择非线性模型 SVM 也作为第一层基

学习器。SVM 可使用非线性核函数 ( )xϕ ，将样本

映射到高维特征空间，使得原本在低维空间中不可

分的变压器数据样本，在高维空间中变得可分，其

原理可表示为： 

2
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s s
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i i i i
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y b i R
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式中：ω为超平面法向量；c 为惩罚系数； iξ 为松

弛系数；b 为偏置参数； s( )iϕ x 为非线性核函数； six
为输入到 SVM 中第 i 个样本的特征向量； siy 为输

入到 SVM 中第 i 个样本的标签；R 为输入到 SVM
的样本总数量。 

2）元学习器选取 
Stacking 框架需要选择泛化性强、学习能力强

的模型作为元学习器[21]，因此，本文选取极限学习

机(extreme learning machine， ELM)作为元学习器。 
ELM 是一种基于前馈神经网络的机器学习算

法，具有泛化性强、学习能力强的优点[22]。单隐层

ELM 的结构如图 3 所示，其具体原理为： 
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式中： eix 为输入到 ELM 中的第 i 个样本的特征向

量； eiy 为 ELM 输出的预测样本类别；M 为输入到

ELM 的样本总数量；μ为激活函数；o 为隐含层神

经元个数； ja 为权重向量； jγ 为偏置向量；“ i”为

向量内积； jθ 为隐含层到输出层权重参数。 
综 上 所 述 ， 本 文 基 学 习 器 选 择

GCLi-ghtGBM(α=0) 、 GCLightGBM(α=0.2) 、

GCLi-ghtGBM(α=0.4) 、 GCLightGBM(α=0.6) 、

GCLi-ghtGBM(α=0.8)、GCLightGBM(α=1)、SVM
共 7 个模型，元学习器采用 ELM。所提出的基于

GCLightGBM 混合集成模型框架图，如附录图A所示。 

2  基于 GCLightGBM 混合集成模型的变压

器故障识别 

2.1  基于 GCLightGBM 混合集成模型识别流程 

本文所提基于 GCLightGBM 混合集成模型的

变压器故障识别包括浓度比值矩阵构建、基学习器

特征学习、元学习器故障识别 3 个阶段，流程图如

图 4 所示。结合附录图 A 和图 4 可得，基于

GCLightGBM混合集成模型的变压器故障识别具体

流程如下： 
1）构建变压器气体浓度比值数据。将油中气

体浓度数据按表 1 进行折算，将折算后的 9 组气体

浓度比值数据作为模型输入，对应故障类型作为模

型输出。 
2）将气体比值数据划分成数据集和测试集。 
3）选择第一个模型，如 GCLightGBM(α=0)模

型等。 
4）将变压器训练集样本拆分为互不交叉的 5

份，记为训练 l—训练 5。 
5）交叉验证。将训练 l—训练 4 作为训练集，

训练 5 作为测试集，预测结果为预测值 5。以此类

推，将训练 l—训练 5 全部预测，结果为预测值 1—
预测值 5。 

6）将步骤 4）的预测结果(预测值 1—预测值

5)补充在对应的位置，将预测结果生成的数据作为

元学习层模型的训练集。 
7）用交叉验证中产生的 5 个模型分别对测试

集进行预测，对得到的 5 个预测值取平均值，由该

平均值生成新的特征作为元学习层模型测试集的特

征数据。 

 

图 3  单隐层 ELM 结构图 

Fig.3  Single hidden layer ELM structure diagram 

 

图 4  改进 LightGBM 的混合集成模型流程图 

Fig.4  Flow chart of hybrid integration model for  

improving LightGBM 

8）选取下一个基学习器模型，如 GCLightGBM 
(α=0.2)，重复步骤 2)—步骤 5)。遍历 7 个基学习器

模型后，会在元学习器模型的训练集上生成 7 组特

征数据。同理，在元学习模型的测试集上也会生成

7 组特征数据。 
9）基于获得的新训练集及测试集特征数据， 

构建 ELM 元学习器模型对故障进行识别。 
2.2  评价指标 

在不平衡变压器故障识别中，由于数据类别的

不均衡，会使训练出的模型向多数类样本偏移，因

此仅使用准确率对模型进行评估缺乏可信度[23]。 
本文基于变压器混淆矩阵，引入检测准确率 λA、

漏报率 λL、误报率 λW、查全率 λR、查准率 λP以及
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Kappa作为识别的评价指标。具体计算式如下： 
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式中：n 为识别中预测正确的样本数；nT 为某种故

障样本正确预测个数；nR 为某种故障样本总数；nP

表示预测为某种故障样本的总数；nF表示某种故障

样本错误预测个数。 
准确率表示变压器故障识别模型分类预测的

综合指标，其数据越高表明模型对样本整体识别能

力越强。查准率是模型对某种单一故障识别的指标，

查准率越高表明该类故障识别可信度越高。查全率

是模型对某种单一故障漏判的指标，查全率越高表

明该类故障识别灵敏度越高[23]。漏报率是模型将某

种故障类型识别为其他类故障类型的指标。误报率

是模型将其他类故障类型识别为某种故障类型的指

标。Kappa表示模型的识别结果与实际类别之间的一

致性程度。较高的 Kappa意味着模型的分类结果更准

确，且与实际类别之间一致性更高。文献[12]将分

类错误最多的类别定义为难分样本。由图 5(a)可知，

本文实验中高能放电样本误判个数最多，因此将高

能放电故障定义为本文的难分样本。本文部分实验

将列写局部放电样本准确率(少数样本)以及高能放

电样本准确率，以此对本文所提模型性能做出有效

评估。其中局部放电样本、高能放电样本准确率分

别用 AJ、AG表示。 

3  变压器故障识别实验分析 

3.1  实验数据 

本文数据来源于文献[24]、IEC TC 10、中国电

力行业标准 DL/T722—2014 的故障案例数据库，

数据集包含变压器低能放电、高能放电、高温过热、

中低温过热、局部放电和正常 6 种运行工况，每种

运行工况包含 H2、C2H2、C2H4、C2H6、CH4这 5 种

气体特征，采用文献[17]所提九比值方法，对 5 种

气体浓度进行折算，获得 9 维变压器浓度比值数据。

样本数据共 485 组，并按 7:3 比例进行训练与测试。

训练及测试样本数据组成如表 2 所示。其中低能放

电 85 例，高能放电 100 例，局部放电 30 例，高温

过热 73 例，中低温过热 77 例，正常数据 120 例。

正常数据最多，局部放电数据较少。 
3.2  GCLightGBM 有效性和优越性验证 

为验证 GCLightGBM 有效性，选取不改进

LightGBM 与 GCLightGBM(α=0.8)进行对比。人工

智能模型超参数的合理取值可影响模型识别性能，

本文超参数取值主要通过多次实验比对获得，超参

数选择如表 3 所示，其中，learning rate 代表学习率，

其设定过小会导致梯度下降较慢；num_boost_round
确定了要训练的提升树的数量，取值可以增加模型

的复杂度和学习能力，提高模型的性能；num_class
表示故障类别总数；max_depth 参数控制了树结构

的复杂程度。当 max_depth 设置较小时，树结构简

单可能会欠拟合数据，导致性能较差；max_depth
设置较大时，树结构变得复杂，可以更好地拟合训

练数据，但可能导致过拟合问题；num_leaves 用于

控制 GCLightGBM 中每棵树的叶子节点数，

num_leaves 值越大表示模型越复杂；n_estimators
指定集成模型中基础模型(比如决策树)的数量。 

表 2  不同数据类型分布情况 

Table 2   Distribution of different data types 

数据类型 数据编号 训练集样本数 测试集样本数 总数

正常 0 84 36 120 
低能放电 1 60 25 85 

高能放电 2 70 30 100 

中低温过热 4 54 23 77 
高温过热 3 51 22 73 
局部放电 5 20 10 30 

表 3  GCLightGBM 超参数设置 

Table 3  GCLightGBM hyperparameter settings 
超参数 数值 

learning_rate 0.5 

num_boost_round 1 000 

num_class 6 

max_depth 13 

num_leaves 45 

n_estimators 1 000 

bins 10 
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为验证参数取值的正确性以及验证超参数对

计算结果的影响，选取对模型影响较大的参数

learning rate、max_depth 进行实验，对应取值如下：

learning rate 为 0.3、0.5、0.7，max_depth 为 8、10、
13、15。实验结果如表 4 所示。 

由表 4 可知，超参数取值会对模型性能产生影

响，模型识别性能可随典型参数 learning rate、
max_depth 取值增大先升高后降低。 

图 5 给出当 α=0 时和当 α=0.8 时，变压器故障

识别结果的可视化混淆矩阵，矩阵中对角线元素表

示某故障类样本正确预测的个数，每行数据的加和

表示该故障类样本总数，每列数据的加和表示被预

测为该故障类的样本总数。 
由图 5(a)可知，当 α=0 时，对于少数样本故障

5 错判个数为 3，难分样本故障 2 错判个数为 8。由

图 5(b)可知，当 α=0.8 时对于少数样本故障 5 错判

个数为 0，难分样本故障 2 错判个数为 2。错判个数

显著降低，表明融合损失函数可有效解决样本不均

衡及样本难分问题。 
为验证 GCLightGBM 优越性，本文选取

LightGBM、ELM、RF、SSDAE、1D-CNN、SVM、

采用 Focal Loss 改进的 FLightGBM、以及处理不平

衡 数 据 常 采 用 的 过 采 样 技 术

Borderline-SMOTE(borderline synthetic minority 
oversampling technique)、欠采样技术进行对比。

FLightGBM 中 Focal Loss 的参数为 g=2.5、a=0.75。
BSLightGBM 采用 Borderline-SMOTE 对原始数据

集按最大样本数进行采样，即输出的所有样本数均

为 120，样本总和为 720，并使用 LightGBM 对扩充

后样本进行识别。QLightGBM 表示采用欠采样技术

对原始数据按最小样本数进行欠采样，即输出的所

有样本数均为 30，样本总和为 180，并使用

LightGBM 对扩充后样本进行识别。上述模型均基

于九比值法，为进一步验证九比值法的优越性，与

传统基于 DGA 的变压器故障诊断方法(IEC 三比值

法 )进行对比。将各个 DGA 方法的特征输入

GCLightGBM 进行故障诊断。本文选取各模型评价

指标如表 5 所示。 
由表 5 可知，在本文数据集中 GCLightGBM 性

能最佳，优于 FLightGBM、1D-CNN、SVM 及过采

样、欠采样等数据处理策略，整体准确率、Kappa、

AJ、AG 分别可达 0.911、0.889、1.00、0.966。相较

于 FLightGBM 整体准确率、Kappa、AJ、AG 分别提 

表 4  超参数取值对模型的影响 

Table 4  Influence of hyperparameter values on the model 

超参数 取值 准确率 

learning rate 0.3 0.900 
learning rate 0.5 0.911 
learning rate 0.7 0.900 
max_depth 8 0.900 
max_depth 10 0.911 
max_depth 13 0.911 
max_depth 15 0.900 

 

 

图 5  不同 α取值的混淆矩阵 

Fig.5   Confusion matrix with different α values 

 
高了 0.012、0.010、0.100、0.100，表明针对本文数

据集 GHM Loss 性能优于 Focal Loss。BSLightGBM
相较于 LightGBM 准确率、AJ均有所增加，表明过 
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采 样 可以解 决 样本不 均 衡，但 其 AG 小 于

GCLightGBM，总体性能低于 GCLightGBM，表明

GHM Loss 可增加模型对难分样本关注度，进而提

高整体准确性。QLightGBM 相较于 LightGBM 的

AJ 增加了 0.100，表明欠采样可以解决样本不均衡

导致准确率下降的问题，但欠采样破坏了数据完整

性，使模型不能完整识别其他类别数据，整体准确

率下降了 0.027。LightGBM 整体准确率相较于

1D-CNN 提高了 0.018，表明对于多分类问题

LightGBM 线性分类能力优于 1D-CNN，更适合变

压器故障诊断。基于九比值识别的 GCLightGBM 相

较于基于三比值模型准确率提升了 0.069，结果表明

基于九比值的特征筛选法较传统方法能显著提升模

型故障诊断精度，验证了九比值方法的优越性。

LightGBM 识别准确率、Kappa、AJ、AG均高于 ELM、

RF、SSDAE、SVM 等其他人工智能模型，进一步

验证了本文选择 LightGBM 进行改进的合理性。 
上述 BSLightGBM 性能取决于 Borderline- 

SMOTE 生成数据好坏，为验证本文对比实验中

Borderline-SMOTE 的可靠性，以局部放电样本为

例，原始数据和生成数据的典型数据如表 6 所示。

采用主成分分析法(principal component analysis， 
PCA)将溶解气体数据映射到二维空间进行可视化

处理，如图 6 所示。 
由表 6、图 6 可知，实际数据分布较为分散，

实际数据中心与生成数据中心接近，且生成数据均

在实际数据边界以内，因此生成数据可以作为样本

扩充案例。 
3.3  基于 GCLightGBM 混合集成模型结果分析 

为验证集成模型的可行性，本文采用基于

GCLightGBM 的混合集成模型对 3.1 节所提实验数

据进行分析，实验结果如图 7 和表 7 所示。 
由图 7 和表 7 可知，146 个测试样本中，共有

5 个故障类型错判(低能放电样本 3 个、高能放电样

本 1 个、中低温过热样本 1 个)。本文模型整体准确

率、Kappa 可达 0.966、0.958。针对少量局部放电故

障样本，本文方法可达到 0.909 的查准率以及 1.00
的查全率。表明本文方法可良好解决样本不均衡导

致少数类准确率低的问题。针对难分的高能放电故

障样本，文献[23]所提处理不均衡数据集方法的查

准率、查全率达到 0.900以上，本文方法可达到 0.935
的查准率以及 0.967 的查全率，表明本文方法对难

分样本也具有良好的识别性能。综上所述，本文所 

表 5  不同不平衡方法的变压器故障识别结果 

Table 5  Transformer fault identification results using 

 different unbalanced methods 

不平衡方法 准确率 Kappa AJ AG 

GCLightGBM 0.911 0.889 1.000 0.966 
FLightGBM 0.899 0.879 0.900 0.866 

BSLightGBM 0.891 0.862 1.000 0.766 
LightGBM 0.869 0.869 0.700 0.766 

ELM 0.863 0.853 0.800 0.800 
1D-CNN 0.851 0.832 0.600 0.833 

GCLightGBM-三比值 0.842 0.852 0.700 0.812 
QLightGBM 0.842 0.856 0.800 0.800 

SVM 0.839 0.826 0.700 0.812 
SSDAE 0.801 0.793 0.600 0.733 

RF 0.774 0.765 0.600 0.636 

 
表 6  局部放电样本的实际数据与生成数据 

Table 6  Actual and generated data of PD samples 

故障类型
气体体积分数/% 

H2 CH4 C2H6 C2H4 C2H2 

原始 
87.3 6.5 1.1 5.2 0 

480.5 37 30 6 0 

生成 
91.07 3.36 8.67 5.32 0.003 

616.25 48.27 10.27 6.93 0.56 

 

 

图 6  数据生成前后分布图 

Fig.6  Distribution of data before and after data generation 

 

提故障识别模型可信度高，对难分以及少数样本查

全率、查准率高，可适用于不平衡数据集下变压器

故障识别。 
3.4  基于 GCLightGBM 混合集成模型优越性和鲁

棒性验证 

为验证基于 GCLightGBM 混合集成模型的优

越性，本文以准确率作为评价指标，选取 Stacking1、 
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图 7  故障识别分类混淆矩阵 

Fig.7  Fault diagnosis classification confusion matrix 

 
Stacking2、Stacking3、Xgboost、ELM、随机森林

(random forest，RF)、以及多层感知器(multi-layer 
perceptron，MLP)与本文方法进行对比，实验结果

如表 8 所示。 
Stacking1、Stacking2、Stacking3 是目前准确率

较高的集成方法。由表 8 可知，本文方法、Stacking1、
Stacking2、Stacking3 等采用集成方式的识别模型可

以整合各个基学习器优点，相较于单一模型，识别

精度更高。且本文所提方法识别性能最高，优于传

统集成方式。 
为验证基于 GCLightGBM 混合集成模型的鲁

棒性，本文从抗干扰性、适普性 2 个维度实验。针

对抗干扰性，基于 3.1 节所提数据随机更改训练集

20 组数据类别作为噪声数据(如将某一低能放电样

本故障类别改为高能放电)添加到原始数据，构造 5
种含噪声数据实验样本。针对适普性，选取文献[25]
中 256 组故障样本数据作为备用样本集。对上述数

据集进行实验，实验结果如表 9 所示。 
由表 9 可知，针对多变的含噪声样本，本文方

法仍有高达 0.958 的准确率。本文方法在备用数据

集中也具有良好的适配性，相较于原文方法，总体

准确率提高 0.048。表明其具有良好的鲁棒性。 
3.5  其他数据集准确性验证 

为验证本文所提模型对于不同故障样本数据

集都有较好的应用能力，本文按 7:3 随机 5 次划分

文献[26]所提实际 413 组故障样本数据。此数据集 

表 7  基于 GCLightGBM 的混合集成模型评价指标 

Table 7  Evaluation index of hybrid integrated model based on 

gclightgbm 

数据类型 查全率 查准率 漏报率 误报率 Kappa 准确率

正常 1.000 0.973 0.000 0.027 

0.958 0.966

低能放电 0.880 0.957 0.120 0.043 

高能放电 0.967 0.935 0.033 0.065 

高温过热 1.000 1.000 0.000 0.000 

中低温过热 0.957 1.000 0.043 0.000 

局部放电 1.000 0.909 0.000 0.091 

 
表 8  不同模型评价指标 

Table 8  Evaluation indicators of different models 

实验方法 准确率 

本文方法 0.966 

Stacking1 0.922 

Stacking2 0.916 

Stacking3 0.892 

ELM 0.873 

Xgboost 0.862 

MLP 0.832 

RF 0.823 

注：Stacking1 以 LightGBM、SVM、RF、MLP 为基学习器，ELM
为元学习器；Stacking2 以 LightGBM、CNN、SVM 为基学习器，ELM
为元学习器；Stacking3 以 LightGBM、SVM 为基学习器，ELM 为元学

习器 

 
表 9  原始数据与噪声数据识别结果 

Table 9  Identification results of raw data and noise data 

实验方法 总准确率 

本文方法-原始数据 0.966 

本文方法-噪声数据 1 0.966 

本文方法-噪声数据 2 0.958 

本文方法-噪声数据 3 0.966 

本文方法-噪声数据 4 0.952 

本文方法-噪声数据 5 0.958 

原文方法-备用数据集 0.949 

原文方法-备用数据集 0.979 

 
中低能放电、高能放电、中低温过热、高温过热、

局部放电样本数依次为 59、96、86、114、58，数

据分布不均衡，实验结果如表 10 所示。 
由表 10 可知，本文方法在文献[26]所提实际数

据中具有良好的准确性，5 次随机划分原始数据总

准确率均高于原文方法的 0.968，平均准确率为

0.989，表明本文模型适用于实际多变的变压器环

境。少数类样本平均准确率为 0.977，高于原文方法

的 0.943，表明本文方法对少数类样本具有良好的识

别能力，可规避样本不均衡导致模型发生偏差。综 
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表 10  本文方法与原论文识别结果 

Table 10  Diagnostic results of the method used in this paper 

and the original paper 

实验方法 总准确率 少数类样本准确率 

原文方法 0.968 0.943 

本文方法-数据集 1 0.984 0.999 
本文方法-数据集 2 0.992 0.943 
本文方法-数据集 3 0.992 0.999 
本文方法-数据集 4 0.999 0.999 
本文方法-数据集 5 0.976 0.943 

 
上所述，本文所提方法在不平衡多变数据集下，总

体样本、少数类样本均可达到 0.943 以上的准确率，

更契合实际应用。 

4  结论 

1）针对变压器溶解气体数据不均衡导致少数

类样本准确率低的问题，提出了结合 GHM Loss 和
CE Loss 的融合损失函数，该函数可改变 LightGBM
的损失权重，加大 LightGBM 对不均衡数据中少数

样本的关注度，整体准确率可达 0.911。 
2）由于融合损失函数受参数 α 影响较大，为

进一步提升所提方法的准确率以及实际应用能力，

提出一种基于 GCLightGBM 混合集成模型。模型基

于 Stacking 框架，结合多个 α取值的 GCLightGBM
优点，识别性能高于其他智能算法，总体准确率高

达 0.966。针对多变的数据集，无需设置 α 取值，

依然保持良好的准确率、鲁棒性，适用于实际不平

衡数据集下变压器故障识别。 
附录见本刊网络版(http://hve.epri.sgcc.com.cn)。 
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附录 A 

 

图 A  GCLightGBM 的混合集成模型框架图 

Fig.A  Hybrid integrated model framework for GCLightGBM 
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